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1 Pocet pravdépodobnosti

O pravdépodobnosti, jako védecké discipling, lze v Evropé hovofit az od 16. stoleti naseho
letopo¢tu. Do té doby se nikdo vaznéji studiem poctu pravdépodobnosti nezabyval, coz mu-
zeme vysvétlit nepotiebnosti matematického vysvétleni ndhodnych jevi a jejich chovani. 16.
stoleti je brano jako stoleti rozvoje v oblasti pfirodnich véd a pravé v téchto védach se jiz
objevila potiebnost poc¢tu pravdépodobnosti. O rozvoj pravdépodobnosti se zaslouzili takovi
myslitelé té doby jako byl Blaise Pascal, Pierre de Fermat ¢i Christian Huygens.

Bohuzel jako vétsina védeckych teorii, i pocet pravdépodobnosti nema zaklad v zadné ,yzne-
Sené” myslence, ale v potfebé rize praktické, a to v sézeni. Typickym piikladem, ktery je
oblibenym problémem az do dneSnich dob, je sdzeni na urcity soucet ok na nékolika kost-
kach. Cim vt je pocet kombinaci hodi, tim mensi bude vyhra. V té dobé se vSak nejednalo
pouze o penize, ale i o zivoty. Z historie je znamo nékolik piipadi, kdy u soudu nebyly fadné
dikazy a tak soudci nechali rozhodnout vyssi sily. V pfipadé, 7e obvinény hodi na vSech tiech
kostkach jednicku, bude osvobozen jako nevinny v ostatnich piipadech bude rozhodnuto o
jeho viné a on bude popraven. Nastésti pro obzalované, vétsina z nich neméla ani tuseni o
tom, jak malou Sanci na osvobozeni dostali a vidéli v tomto zachranu.

Cilem této kapitoly je popsat zékladni pojmy poc¢tu pravdépodobnosti jako je ndhodny pokus,
nadhodné jevy a pravdépodobnost, véetné pravidel, jak se s nimi pocita. Setkime se tedy s
pojmy a postupy, které objevili a dokazali zakladatel¢ poctu pravdépodobnosti a rozsitili
jejich nasledovnici, ovSem jiz s ohledem na potieby a problémy dne$ni doby. Ackoliv jak
jiz bylo fec¢eno vySe, nékterd problematika ¢i pouziti je i pres nékolik staleti stejné ¢i velmi
podobna.

1.1 Nahodny pokus

V prirodnich i spolecenskych védach je mozno pospat nescetné cinnosti, které pii dodrzeni
stejnych podminek davaji stejné vysledky (na severni polokouli vzdy vodni vir rotuje na
levou stranu) . Na druhou stranu je kolem nas mnoho d&ju a ¢innosti, u kterych neni mozné
jednozna¢né ¥ici vysledek (brzdna draha vozidla z rychlosti 40 km/h na 0 km/h). D&ji, ktery
muzeme opakovat neomezené a piitom davi riazné vysledky, fikime nahodny pokus. Lze
tedy fici, Ze ndhodnym pokusem rozumime opakovatelnou ¢innost provadénou za stejnych
podminek, jejiz vysledek je nejisty a zavisi na nahodé.

1.1.1 Nahodny pokus

Néahodny pokus je urcity experiment, ktery i za relativné stalych podminek davé rizné vy-
sledky.

POZNAMKA

Pri definici experimentu jsou dileZité podminky, které experiment provdzeji. VétSinou jsou
tyto podminky stanoveny implicitné formulact experimentu. Napt. pro experiment “hod minci”



se automaticky wvaZuje férovd mince (tj. stejnd pravdépodobnost pro obé strany) a nemoznost
vysledku “hrana” a podobngch. Dalsi dodané podminky véetsinou zmeni cely pokus: naprt. expe-
riment ‘hod kostkou” s podminkou “nepadlo liché ¢islo” definuje experiment hodu kostkou ale
s vysledky 2, 4, 6.

N&ahodny pokus je zdkladnim pojmem pravdépodobnosti i statistiky. V pravdépodobnosti na
sebe nahodny pokus bere nejriznéjsi podoby (hazeni minci, kostkou, tazeni koralka apod.)
Ve statistice ma podobu ankety nebo sbéru (méfeni) dat.

PRIKLADY

1. Hod minci, hod jednou nebo dvéma kostkami, odboceni nebo neodboceni auta v kfiZovatce.

2. Doba ¢ekani na tramvaj, méfeni rozméru vyrabéné soucastky, doba Zivotnosti pfistroje.

1.2 Nahodny jev

Nasim cilem je nalézt popis ndhodného pokusu. Vzhledem k ndhodné povaze pokusu, tento
popis nemuze spocivat v pfesné predpovédi vysledku, ktery nastane. Jediné, co lze udélat, je
vymezit vSechny mozné vysledky a urcit s jakou cetnosti se objevuji, a tedy, které vysledky
miizeme ocCekavat vice a které méné. K takovému popisu nahodného pokusu sméfuje nase
dalsi snazeni.

Mnozinu vS8ech moznych vysledki ndhodného pokusu nazveme zakladni prostor a ozna-
¢ime ji .

PRIKLADY

1. Zakladni prostor pokusu hod minci je Q = {"rub”, "lic”}.

2. Vysledkem pokusu hod dvéma kostkami je uspofadana dvojice [4, j|, kde i,5 € {1,2,--- .6} . Tedy
Q= {[171]7[172]7"' 7[176]7[27 1]7[272]7"' 7[676]}'

3. Uvazujme kfizovatku ve tvaru T, do které zespoda pfijizdéji automobily a odbo€uji bud vpravo (P)
nebo vlevo (L). Potom Q = {P, L}.

4. Vezmeme-li jako vysledek nahodného pokusu dobu ¢ekani na tramvaj s pétiminutovym intervalem
po nahodném prichodu na zastavku, bude mnozinou vsech vysledki interval (0,5) na readlné ose.
Tedy Q={zx € R, x>0 Az <5}.

Jak jsme jiz fekli, popis ndhodného pokusu neni dén jen vyc¢tem moznych vysledki, ale
také zjisténou cCetnosti jejich vyskytu. Pojem cetnost vyskytu zahrneme pod pojem prav-
dépodobnost vyskytu, ktery budeme definovat pozdé&ji. V této chvili nas zajimé, pro které
objekty budeme pravdépodobnost definovat. Urcité nas bude zajimat pravdépodobnost vSech
vysledkii ndhodného pokusu. To ale neni vSechno. Piedstavme si, ze hazime kostkou. Nékdo



prijde, a zepta se: jaka je pravdépodobnost, Ze padne Sestka, - - - padne sudé ¢islo, - -- padne
zaporné Cislo atd. Chceme tedy znat pravdépodobnostni odpovéd nejen na dotaz o vysledku
nahodného pokusu, ale na jakykoli dotaz, tykajici se pokusu. Proto, nez pristoupime k definici
pravdépodobnosti, uvedeme nésledujici definici ndhodného jevu.

Nahodny jev, jevové pole

Néahodny jev je libovolny vyrok o vysledku ndhodného pokusu. Mnozina vSech jevii se nazyva
jevové pole a znadi se A.

Komentar k definici

Nahodny jev jsme definovali jako vyrok. To ale neni jednoznac¢né. Nap¥. vyrok ,padne
5 nebo 6 ,padne vétsi nez 4“ nebo ,nepadne 1 az 4“ maji stejny vyznam a bude jim
zfejmé prifazena stejnd pravdépodobnost. Proto budeme dale mluvit o mnoZinové
reprezentaci jevu.

Mnozinovou reprezentaci ndhodného jevu nazveme mnozinu vSech vysledki pokusu,
které prislusny vyrok splhuji. Tedy napi. mnozinovou reprezentaci ndhodného jevu
wpadne sudé &islo” bude mnozina {2, 4, 6} .

Rekneme, 7e jev nastoupil (nastal), jestlize vysledek pokusu tento jev spliuje (patii
do jeho mnozinové reprezentace). Napi. padne-li na kostce 6, nastal jev ,padne sudé
Cislo* protoze 6 € {2,4,6}.

Jevové pole A v mnozinové reprezentaci budeme chépat jako mnoZinu v8ech pod-
mnoZin zakladniho prostoru €.

PRIKLAD

Zavedené pojmy budeme ilustrovat na jednoduchém ptikladé hod minci s vysledky R a L.

Zakladni prostor (mnoZina v8ech vysledkii)

O ={R, L}

Priklady jevi a jejich mnozinova reprezentace

~padne rub” {R}
.nepadne rub“ nebo ,padne lic* {L}
.padne cokoli nebo ,nepadne hrana“ {R, L}
~padne hrana“, ,padne 5" nebo ,padne sudé &islo” 0

Jevové pole (mnozina vSech jevi - v mnozinové reprezentaci)

A={0,{R},{L}, {R, L}}

7



DALSI PRIKLADY

Rozmyslet, co bude zakladni prostor a jevové pole pro nasledujici ndhodné pokusy:

Hod kostkou (s vysledky 1,2, --, 6), odboceni auta (s vysledky odbo¢i doprava, doleva), hod
dvéma kostkami (s vysledky padlo na prvni, padlo na druhé), ¢ekani na tramvaj (s vysledky
z (0,5) C R).

POozZNAMKA

Jevové pole nemusi byt vidy celd mnoZina podmnoZin. Staci, kdyZ tvori o-algebru, coZ je
struktura, uzavirend na doplnky a sjednocen.

1.3 Pocitani s jevy
Skutecnost, ze kazdy jev mé svou mnozinovou reprezentaci, nAim umoziuje zachazet s jevy

jako s mnozinami a vyuzit pro né mnozinovou symboliku a mnozinové operace. Uvazujme
tedy jevy J, Ji, Jo,... , J, a budeme definovat nasledujici operace.

Jev opacény:

V piipadé, 7e nenastane jev J lze tvrdit, ze nastal jev opacny J k jevu J. Jev opaény J je
doplitkkem jevu J a ve sjednoceni tvoii cely zéakladni prostor (2.

PRIKLAD

Na kostce jev opac¢ny k jevu ,padne sudé ¢islo® - {2, 4, 6} je jev ,padne liché ¢islo” - {1, 3, 5}.
Prinik a sjednoceni:

Jp = JiNJy ... prunik
Js = JiUJy ... sjednoceni

Jev J, nastane, nastanou-li soucasné jevy J; a Jo. Jev J, tedy nazveme prinikem jevu J; a

Ja.

Jev J, nastane, nastane-li alesponn jeden z jevu J; a Jy. Jev Jg tedy nazveme sjednocenim
jevu Jl a JQ.



PRIKLAD

Pro hod kostkou definujme jevy J;: ,padne mensi nez 4 - {1,2,3,4} a J,: ,padne sudé ¢islo*
-{2,4,6}. Potom jejich prinik je J, = {2,4} a sjednoceni J; = {1,2,3,4,6}.

Nesluéitelnost:

Jl N ng@

Jevy Ji a Jy nazveme neslucitelnymi, je-li jejich prinikem prazdna mnozina. Tedy jevy J; a
Jo nemohou nastoupit soucasné (jsou tvoreny disjunktnimi mnozinami).
Priklad:

Jevy Ji: ,padne sudé‘ a Jy: ,padne liché* jsou nesluéitelné, protoze Jy N Jo = {2,4,6} N
{1,3,5} = 0.

Podminénost:

Jc = J1|J2

J. je jev Jy pii znalosti o nastoupeni jevu Jo. Podminény jev je urcen sledovanym jevem .J;
pii znalosti toho, Ze nastoupil jev (okolnost) Jy, ktera sledovany jev doprovazi.

PRIKLAD

P1i pokusu hod kostkou definujeme jevy Ji: ,padne mensi nez 5“ a Jy: ,padne sudé‘. Jaka
bude mnozinova reprezentace podminéného jevu J. = Ji|Jo: ,padne mensi nez 5, kdyz vime,
ze padlo sudé“?

Vysledky, na které se ptame, jsou {1,2,3,4}. Z podminky ale vime, 7e padlo sudé ¢islo.
Podminény jev tedy bude dan vysledky {2,4}, coz je prinik jeva J; a Js.

PozZNAMKA

Neni-li dano jinak, jsou podminky uréeny primo definici ndhodného pokusu (napf. hod kost-
kou - predpokladame férovou kostku,).

1.4 Pravdépodobnost

Nyni se dostavame k zavedeni tstiedniho pojmu pravdépodobnost. Nejprve tento pojem zave-
deme axiomaticky. Axiomaticka definic nefiké jak pravdépodobnost pocitat, pouze vymezuje,
co pravdépodobnost je. Pozdé&ji ukazeme dalsi definice (klasickou a statistickou), které davaji
navod pro vypocet pravdépodobnosti.



1.4.1 Axiomatickd pravdépodobnost

Pravdépodobnost je nezapornd, normovana aditivni funkce definovana na mnoziné jevi (je-
vovém poli A)

Komentar k definici

Pravdépodobnost je funkce z jevového pole A do mnoziny realnych ¢éisel R

P:A—R
kterd je:
1. Nezaporn, tj. P(J) > 0VJ € A.
2. Normovani, tj. P (Q) = 1.

3. o-aditivni, tj. pro v8echny nesluéitelné jevy Ji, Jo, J3, -+ plati P (UJ;) =>_ P (J;)

POZNAMKY

Na pravdépodobnost lze pohliZet jako na plochu prislusného jevu. — mnoZinovd interpretace.

Z axiomi pravdépodobnosti plyne, Ze pravdépodobnost je vidy mensi neZ jedna. Dikaz je
ndsledujici: B B
Q=JUJ a JNJ=0.

Je tedy 1 = P(Q) = P(JUJ) = P(J)+ P(J) odkud P (J) = 1 — P (J). Protoze podle
proniho aziomu je P (J) > 0 je P(J) < 1.

Ddle lze na zdkladée aziomi pravdépodobnosti dokdzat, Ze pravdépodobnost prdazdné mnoZiny
je vZdy nula.

Diikaz: Plati JUQ = J a JNO =0 pro libovolnyj jev J. Jev J a O jsou tedy neslucitelné jevy.
Proto plati P(JU®) = P (J)+ P (J) = P (J) podle pruniho vztahu. Odtud plyne dokazovand
vlastnost.

Trojice {Zékladni prostor, Jevové pole, Pravdépodobnost} se nazyvd Pravdépodobnostni
prostor. Ten je iplnym pravdépodobnostnim popisem ndhodného pokusu.

PRIKLAD
Ukazeme pravdépodobnostni prostor pro ndhodny pokus narozeni ditéte s vysledky ,dévce”
D a ,chlapec“ CH. Pfitom dlouhodobé statistiky ukazuji, ze P (D) = 0.48 a P (CH) = 0.52.

Zakladni prostor  {D, CH}
Jevové pole {0, {D}, {CH}, {D,CH}}
Pravdépodobnost P () =0, P ({D}) =048, P({CH})=0.52, P({D,CH}) =1

10



1.5 Pocitani s pravdépodobnosti

Uvedena axiomaticka definice, umoznuje formulovat néasledujici pravidla pro pocitani s prav-
dépodobnostmi.

Pravdépodobnost doplitku

P(J)=1-P(J)

Ditkaz: Plati JUJ =Qa JNJ =0. Odtud 1 = P (Q) :P(JUJ) :P(J)+P(j). A tedy
plati dokazovany vzorec.

PRIKLAD

Pro pokus hod kostkou je doplikem jevu Ji: ,padne sudé ¢islo” jev Jp = Ji: ,padne liché
¢islo“. Plati P(Jl) = %, P(Jg) = % A tedy P (Jl) =1- P(Jl)

Pravdépodobnost prianiku

P(JNJ) (1)

je pravdépodobnost vysledki, které jsou spolec¢né obéma jevim.

PRIKLAD

Pti hodu kostkou definujeme jevy Ji: ,padne sudé ¢islo“ a Jy: ,padne mensi nez 5¢. Prinik
téchto jevit ma mnoZinovou reprezentaci {2,4} a jeho pravdépodobnost je P ({2,4}) = 3.

Pravdépodobnost sjednoceni

P(JLUL) =P(J)+P(J)—P(JiNJs).

Dikaz: Plati J;yUJy = (J; — Jo) U (J1 N Jo) U (Jy — Jp) pFicemZ jevy na pravé strané rovnosti
jsou neslucitelné a proto P (Jy U Jy) = P (J; — Jo) + P(JiNJy) + P (Jy — Jy). Pritom J; =
(Jl — JQ) U (Jl N JQ) a J2 = (Jl N Jg) U (JQ — Jl) Je tedy P(Jl) + P(JQ) = P(Jl — Jg) +
P(LhNnJ)+P(iNJ)+P(Jy—J1) =P (J1UJy)+P(J N Jy) A to je dokazovany vzorec.
Priklad

Pti hodu kostkou definujeme jevy J;: ,padne liché ¢islo“ a Jo: ,nepadne 3 a 6. Potom J; N
J2 = {1,5} a J1 U J2 = {1,2,3,475}. Pritom P(Jl) = %, P(JQ) = % a P(Jlﬂjg) = %
Pravdépodobnost sjednoceni je

P(J1UJy) = P(J)+P(Jy)—P(JyNJy) =

5)
= 2= P({1,2:3,4.5}).

Wl o
wl

_
2
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Pravdépodobnosti pro nesluditelné jevy

P(JyUJy) = P (Ji)+ P (J)

Diikaz: Tento vzorec plyne pfimo z predchoziho vzorce, protoze pro neslucitelné jevy J; a Jp
plati P (J; N Js) = 0.

PRIKLAD

Typicky neslucitelné jevy pii hodu kostkou jsou jevy Ji: ,padne sudé cislo“ a Jo: ,padne
liché cislo®, oba s pravdépodobnosti % Sjednocenim je cely zdkladni prostor €2, ktery ma
pravdépodobnost P (Q) = 1. Plati tedy P (Ji U Jo) = P (J1) + P (J) =3 +4 =1

Podminéna pravdépodobnost

Velmi dilezitym pojmem v teorii pravdépodobnosti je podminéna pravdépodobnost. Ta se
vztahuje k podminénému jevu (viz strana 9). Jedna se o pravdépodobnost ur¢itého jevu,
jestlize vime, Ze nastal jiny jev. Napftiklad, pfi hodu kostkou sledujeme jev .J;: ,padne sudé
¢islo® - {2,4,6}. Po provedeni pokusu, jehoz vysledek nevidime, se dozvime, Ze nastal jev Jj:
~padne mensi nez 4“ - {1,2,3}. Na vysledky 4, 5 a 6 mizeme v tuto chvili zapomenout a tak
mnoZzina moznych vysledki - novy zakladni prostor - je nyni dana mnozinou J, = {1,2,3}.
Mnozina priznivych vysledki je ddna mnozinou J; ovSem jen v ramci nového zékladniho
prostoru, a tedy je J; N Jo = {2}. Touto dvahou je motivovana néasledujici definice

1.5.1 Podminéna pravdépodobnost

Necht J; je sledovany jev a Jy je pozorovany jev pro ktery je P (J;) > 0. Potom pravdépo-
dobnost podminéného jevu P (Jy|J2) je ddna vzorcem

P(JiNJy)

P(J1|J2>: P(JQ)

PRIKLAD

Vezmeme piiklad z ivodu k podminéné pravdépodobnosti. Hazime kostkou a sledujeme jev
Ji: ,padne sudé ¢islo®. Po provedeni pokusu se dozvime, Ze nastal jev J,: ,padne mensi nez
4%, Jaké je pravdépodobnost P (J1|J)?

Prinik jevi J; N Jy je {2}. Pravdépodobnost kazdého jednotlivého vysledku je ¢ (protoze
vysledki je 6 a jsou stejné pravdépodobné). Pravdépodobnost kazdého jevu je dana souc-
tem pravdépodobnosti vysledki, které obsahuje (vysledky jsou neslucitelné a plati 3. axiom
pravdépodobnosti). Dostavame tedy P (J; NJy) = ¢ a P (Jy) =3+ = 1. Pravdépodobnost
podminéného jevu podle definice tedy bude P (Ji]J;) = ¢/5 =

L _1
2 3
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Nezavislost

Velice dilezitou vlastnosti jevi je jejich nezavislost. Volné feceno, dva jevy jsou nezavislé,
jestlize spolu nijak nesouvisi. A to naptiklad v tom smyslu, ze kdyz vime néco o jednom z
nich, nijak to nezméni nasi védomost o druhém - a naopak.

Vyznam nezévislosti spoc¢iva jednak v tom, ze vypocty pro nezavislé jevy se znac¢né zjedno-
dusi (uvidime dale), ale také v tom, Ze nezavislost znamena reprezentativnost. Napf. jestlize

chceme poznavat ndhodny pokus podle jeho vysledkii, musime je vybirat nezavisle. Jinak by
se mohlo stat, ze budeme vybirat stale stejné vysledky a k nékterym se viibec nedostaneme.

Definice nezavislosti je nasledujici

1.5.2 Nezavislost

Dva jevy J; a Jo jsou nezavislé, jestlize plati
P(J1|J2) = P(Jl) nebo, coZ je totéz P(J2|J1) = P(JQ)

Podminka nezavislosti, ekvivalentni s definici, je
P(JinJy)=P(J1)P(Jo)

Dikaz podminky: Podle definice je P (J1|J2) = P (J1NJy) /P (J2). Pro nezavislé jevy ale
plati P (Ji|J2) = P (J1). Porovnanim podminénych pravdépodobnosti dostavame dokazova-
nou podminku nezavislosti.

PRIKLAD

Uvedeme opét pifklad s kostkou, na které sledujeme dva jevy J; = {2,4,6} (sudé) a Jy =
{1,2,3} (mensi nez 4). Uréime, zda jsou tyto jevy nezavislé.

Pro feSenf pouzijeme podminku nezévislosti. Protoze JiNJy = {2} je P (J; N J2) = & (6 stejné
pravdépodobnych vysledki, kazdy mé pravdépodobnost #) a dale P (J;) = P ({2,4,6}) = 3
a P(J) = P({1,2,3}) = 1. Protoze P(JyN.Js) # P (Ji)P(J>) lze konstatovat, ze jevy
,padne sudé” a ,padne mensi nez 4 jsou zavislé.

Uvazujme dale stejny priklad, jev J; je opét ,padne sudé c¢islo®, ale jev Jo bude nyni ,padne
mensi nez 5 - {1,2,3,4}. Urcete opét zavislost & nezavislost obou jevii.

Budeme postupovat obdobné jako v predchozi ¢asti piikladu. P (Jy N Jy) = P ({2,4}) = %,
P(J;) = 3 a P(J,) = 2. Tentokrat je P(J;N.J,) = P(Jy) P(J) a oba jevy ,padne sudé
¢islo” a ,padne mensi nez 5° jsou nezavislé.

Vysvétleni:

Vsimnéme si rozdilu mezi obéma piipady. Zakladni prostor pro hod kostkou je 2 = {1,2,3,4,5,6}.
Sudéa a licha ¢isla jsou v ném zastoupena v poméru 1:1. Omezime-li zdkladni prostor na jev
{1,2,3} (jako v prvém piipadé), pomér 1:1 se rozvazi ve prospéch sudych ¢isel. Znalost jevu
ypadne mensi nez 4 tedy prinese informaci o sledovaném vysledku, kterym je jev ,padne
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sudé ¢islo“. V druhém piipadé se zakladni prostor omezi na mnozinu {1,2,3,4}. Zde je ale
stejné tak, jako v samotném zékladnim prostoru pomér mezi sudymi a lichymi 1:1. Zadné
nova informace o mozném hodu sudého ¢isla neptichazi. Oba jevy jsou nezavislé.

Uplna pravdépodobnost

Uvazujme jev J a jevy Ki, Ks,---, K,. Sledujeme jev J, jevy K;, i = 1,2,--- n jev J
doprovazi. Jevy K; muzeme chépat jako okolnosti za kterych se jev J realizuje. Naptiklad, jev
J znamena ,pujdu na prochizku* a jevy K; predstavuji pocasi: K; - ,slunce”, K - ,zatazeno",
K3 - ,dést”. Je stfeda a ja planuji sobotu odpoledne. Vim (znam pravdépodobnosti), jak se
zachovam za urcitého pocasi, ale ted jesté nevim, jak pfesné bude. Vim jen, Ze touto dobou
je v 50% slune¢no, ve 30% zatazeno a ve 20% prsi. Vzorec pro uplnou pravdépodobnost dava
odpovéd na zékladni otazku - jaka je pravdépodobnost, Ze se bude realizovat ur¢ita hodnota
jevu J, a to pro libovolnou okolnost K;, tedy, Ze pijdu na prochazku aniz bych védeél, jaké
bude pocasi.

Vzorec (lplna pravdépodobnost)

Uvazujme jev J a a navzajem neslucitelné jevy Ky, Ky, -+, K, pro které plati P (K;) >0 a
dale >>" | P (K;) =1 (jevy K; tvoii uplny rozklad svého zékladniho prostoru). Potom plati

P(J) = 3P UIK) P (K)

Dikaz: Z vlastnosti jevi K; plyne, ze J = U; (J N K;) (kdo nevéii, at si nakresli mnozinovy
diagram). Pfitom jevy JNK;, i = 1,2, -+, n jsou neslucitelné. Aplikaci pravdépodobnosti na
puvodni rovnost dostavame P (J) = P (U; (JNK;)) =), P(JNK;) =), P(J|K;) P(K;),
kde v posledni rovnosti jsme vyuzili vzorec pro definici podminéné pravdépodobnosti. Prvni
a posledni ¢len v posledni posloupnosti rovnosti tvoii iplnou pravdépodobnost.

Bayestiv vzorec

Bayesuv vzorec se objevuje v podobnych souvislostech jako tplna pravdépodobnost. Opét
uvazujeme jev J a okolnosti K;, ¢ = 1,2,--- ,n. Zékladni otazkou v tloze feSené pomoci
Bayesova vzorce je: zjistili jsme, Ze jev J nastal. Jaka je pravdépodobnost, Ze jej doprovazela
okolnost K;? Poc¢itame tedy obracenou podminénou pravdépodobnost P (K;|J) zatimco za
znamé povazujeme pravdépodobnosti P (J|K;).

Oba pripady rozeznédme spolehlivé takto: zatimco tuplnd pravdépodobnost se pocita pred
provedenim experimentu, Bayestiv vzorec je mozno pocitat az po provedeni experimentu (az
kdy7 zjistime, 7e jev J nastal).

Vzorec (Bayestuv vzorec)
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Uvazujme jev J a a navzajem neslucitelné jevy Ky, Ky, -+, K, pro které plati P (K;) >0 a
dale Y7 | P (K;) =1 (jevy K; tvofi tplny rozklad svého zakladniho prostoru). Potom plati

P (J|K;) P (K;)
Zj;éiP(J|KJ')P(Kj)’
kde jmenovatel je roven P (J) a je vyjadien pomoci uplné pravdépodobnosti.
Diukaz: Dosadime-li do jmenovatele za vzorec pro tplnou pravdépodobnost, dostavame P (K;|J) =
P (J|K;) P(K;)/P(J). Nasobime P (J) a dostaneme P (K;|J)P(J) = P(J|K;) P(K;) a
odtud P (K;,J) = P (J, K;). Tim je Bayesiiv vzorec dokazan.

P(KiU) =

1.6 Vypocetni definice pravdépodobnosti

Axiomaticka definice pravdépodobnosti 1.4.1 vétSinou neslouzi pfimo k vypoc¢tu hodnot prav-
dépodobnosti. Pouze vymezuje, co pravdépodobnost je. K vy¢isleni hodnot pravdépodobnosti
slouzi nasledujici dvé definice. Prvni z nich - klasickd definice - se vztahuje pifimo k procesu,
ktery sledujeme a ktery se snazime pravdépodobnostnim zpiisobem popsat. Jde o urceni
kolika zptsoby lze sledovaného jevu dosahnout v poméru ke vSem moznym zptisobiim, jak
experiment provést. Napiiklad, Sestka na kostce padne jedinym zptisobem. VSech moznosti je
Sest, odtud pravdépodobnost Sestky pii hodu kostkou je %. Druhé z nich - statistickd definice -
se opira o experimenty, nebo spiSe o data ziskana pti experimentech. Jedné se o pomér poctu
experimentu pfiznivych danému jevu a poc¢tu provedenych experimentu. Naptiklad, hodime
100x kostkou a napocitame 15 experimenti, kdy padla Sestka. Statistickd pravdépodobnost

tedy bude % = 0.15.

1.6.1 Klasickad pravdépodobnost

Uvazujme ndhodny pokus s koneénym poctem poctem stejné pravdépodobnych vysledki.
Klasickou pravdépodobnost jevu definujeme jako podil po¢tu moznych vysledki, pii kterych
sledovany jev nastoupi, a poc¢tu vSech moznych vysledki.

Komentar k definici
e Protoze se klasicka definice vztahuje pfimo k procesu, o kterém predpokladame, ze mé

pevnou strukturu, je vysledek klasické definice pro urcity jev vzdy stejny. Vzhledem ke
sledovanému procesu diva klasicka definice ,pfesny vysledek”. Jeji nevyhodou je, Ze pro

vvvvvv

PRIKLADY

Jaka je pravdépodobnost, Ze ndhodné sestavené Ctytciferné ¢islo z ¢islic 0,1,2,3,4,5 bude sudé, jestlize
se Cislice v sestaveném ¢isle A) nesmi opakovat, B) mohou opakovat.

A) Va(5)+2(V5(5) — Va(4)) = 60 + 2 (60 — 12) = 156
Vi(6) — V3 (5) =300 — P =052

B) 3(V3’ 6) —V, (6)>:3(216—36):540
V, (6)— V5 (6) =1080 — P =0.5
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Na skladu je 100 zarovek.. Z nich 3 jsou vadné. Nahodné& vybereme 5 zarovek. Jaké je pr., Ze aspon
jedna z vybranych bude vadna?

(3C4 (97) + Ca (3) C3 (97) + 97) /C5 (100) = 0.1439

1.6.2 Statistickad pravdépodobnost

Statisticka pravdépodobnost jevu je dana podilem poctu experimenti, pii kterych sledovany
jev nastoupil a poc¢tu vSech provedenych experimenti.

PRIKLADY

Dotazovali jsme se lidi na jejich platovou skupinu a bydlisté. Rozlisujeme platové skupiny P: I, II a
[T a bydlisté B: S a J. Vysledky jsou v tabulce

B\WP| T | [mI] ¥
| S [ 235 ] 181 [ 143 | 559 |
| J [ 251 | 113 [ 77 | 441 |
| ¥ | 486 | 294 [ 220 [ 1000 |
Jaka je (i) pr. téch, co P=I a B=J; (ii) P=II; (iii) P=I kdyZ vime, 7e B=1J.

Regent:

(i) P(P=1,B=J)=Ppp(I,J)=251/1000.

(i) P(P=1I)= Pp(II)=(181+ 113) /1000 = 294,/1000.
(ii) P(P=1|B=J) =251/ (251 + 1134 77) = 251/441.

Pozn.: Podminéna (iii) méa jiny zékladni prostor.

1.7 Priklady

1. Hod 2 kostkamz.:
(a) Jaké je pravdépodobnost, ze pii hodu dvéma kostkami padne sudy soucet?

b) Jaka je pravdépodobnost, Ze pfi hodu dvéma kostkami padne sudy soucet, jestlize na
J y J
prvni kostce nepadla 6.

(c) Jaka je pravdépodobnost, Ze pii hodu dvéma kostkami padne sudy soudet, jestlize ani na
jedné kostce nepadla 6.

Maticové schémas:
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1 2 3 4 5 6

112 3 4 5 6 7
2/3 4 5 6 7 8
314 5 6 7 8 9
45 6 7 8 9 10
5(6 7 8 9 10 11
67 8 9 10 11 12

(a) P =4 =4 --- vSechny sudé lomeno vSechny

(b) P =32 =3 --- bez posledniho fadku (jsou nezavislé)

(c) P =32 -+ bez posledniho Fadku a sloupce (jsou zavislé).

Zavislost je dana tim, Ze v odstranénych prvcich (a tedy u v téch, co zistaly) je rozvazen

puvodni pomér sudych a lichych!

2. Nezdvislé a zdvislé pokusy - koralky (3m a 5b)

V krabic¢ce mame 3 modré a 5 bilych, stejné velkych, koralku.

(a) Jaka je pr., Ze pii t¥ech tazich vytdhneme 2 modré, jestlize koralky vracime?
Binomickd pravdépodobnost

Tahy jsou nezévislé (vracime), P (b) = 2, P (m) = 2, jsou t¥i moZnosti tahi
m b

b m

m m

Tedy

2
Ps(2)=3 @) g = 0.264

Obecné: n pokusu, p pr. v jednom pokuse, k pocet tispéchi

Pn(k) = <Z)pk<1_p>n—ka k:O,l,Q,"'

(b) Jaka je pr., ze pii tahu dvou koralka vytahneme jako druhy modry, jestlize jsme prvni
nevratili?

P (druhgm) = P (b,m) + P (m,m) = P (0) P (m]b) + P (m) P (mlm) = 22 + 22 = 2

Strom
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! 54
b; = | bb 3=z
4b3m
5 .3 53
b7 5 m; 7 b,m 37 X
5b3m
.3 .5 35
m; < b, 7 m,b 37
5b2m
.2 32
111 Z 1m,1m 87 X

Vysledek dostaneme sou¢tem pravdépodobnosti v poslednim sloupci, u kterych je kiizek (tj.
druhy koralek byl vytazen modry). Je tedy

P (druhy modry) =

co| Ut
| w
col w
N

_|_

col w

3. Uplnd pravdépodobnost

Na dalnici v Praze sledujeme provoz. V oblasti ulice Legerova evidujeme stav (S) provozu
(i - provoz bez poruchy, ii - blokovany jeden pruh, iii - blokovano vice pruhi) a v oblasti
Hlavni nadrazi méfime intenzitu (I) proudu (nulova, mala, stiedni, velkd). Z namétrenych dat
jsme urdili pr. P (S) a P (I]S) - jak'? Nasim tkolem je uré¢it pravdépodobnosti intenzit pti
neznalosti stavu, tj. P ().

1. pokus S s vysledky i, 71, iii
2. pokus [ s vysledky n, m, s, v.

Znéme P (S) =[P (S =1),P (S =ii), P (S =iii)] a P(I]S) tj. matici

PI=n|S=i) P(I=n|S=1i) P(I=n|S=ii)
PI=m|S=i) P(I=m|S=ii) P(I=m|S=ii)
PI=s|S=i) P(I=s|S=i) P(I=s|S=ii)
P(I=v|S=i) P(I=v|S=i) P(=n|S=ii)

Napriklad:
0.2 0.3 0.5
P($)=[02 05 03, P(.S)=| 0L 0% 07
0.2 0.1 0.1
Regent:

P(I) = P(,S=i)+P(I,S=ii)+P(I,5=3)=
= P (I|i) P (i) + P (I)ii) P (ii) + P (I]iii) P (i)

napf. pro l =mje P(I =m)=0.1x0.2+0.2x054+0.2x 0.3 =0.18

INapf. z relativnich ¢etnosti.
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4. Bayestiv vzorec

Opét na dalnici. Mérime pouze intenzity u Hlavniho nadrazi. Po zméfeni I = m mame urcit
pravdépodobnost nepozorovaného stavu v Legerové ulici, tj. P (S| =m).

Jako ptedchozi.

Resent: P 8) P (S)
=m
P(S|I=m)=
(S| =m) P =m)
Napk. pro S =i je P (S =i|l =m) = 22202 = (.22

1.8 Procvic¢ovani
Klasicka pravdépodobnost

V dodéavce 100 kusi kiistalovych vaz je 5 vadnych. Pii kontrole vybereme ndhodné 4 kusy. S
jakou pravdépodobnosti

a) jedna vybrana vaza je vadna?

b) alespoii jedna z vybranych vaz je vadna?}

| a) 0.176, b) 0.188 (kombinace) |

Geometricka pravdépodobnost

Do kruhu o poloméru R je vepsan Ctverec. Poté je do kruhu ndhodné vhozen bod. S jakou
pravdépodobnosti padne do vepsaného ¢tverce?

| 2 (pomér ploch) |

Hodiny, které nebyly spravné natazeny, se zastavi. Jaka je pravdépodobnost, ze se velka
rucicka zastavi mezi Sestkou a devitkou?

| 3 (pomér uhlu) |

Nezavislé pokusy

Pravdépodobnost, ze zakaznik vejde do obchodu v priubéhu jedné minuty je 0,01. S jakou
pravdépodobnosti v priibéhu 100 minut vejdou do obchodu t#i zédkaznici?

[ 0.061 (binomicka véta - 100 x opakovany pokus) |

Pristroj je sestaven z 300 nezavisle pracujicich soucastek. Pravdépodobnost poruchy kazdé
ze soucastek za jednu sménu je 0,01. S jakou pravdépodobnosti v ndhodné vybrané sméné
bude mit alespon jedna soucastka pristroje poruchu? S jakou bude bez poruchy?

[ 0.951, 1 —0.951 (soudiny) |
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Pravdépodobnostni strom

V urné je jeden bily a ¢tyfi ¢erné micky. Dvé osoby vytahuji stfidavé a bez vraceni vzdy
po jednom micku. Vyhrava ten, kdo prvni vytahne bily micek. S jakou pravdépodobnosti to
bude ten, kdo za¢ina?

[

V urné jsou tii bilé, pét cernych a dva ¢ervené micky. Dvé osoby vytahuji stiidavé a bez vra-
cen{ vzdy po jednom micku. Vyhrava ten, kdo prvni vytahne bily mic¢ek a pii tahu ¢erveného
micku konéi hra nerozhodné. S jakou pravdépodobnosti vyhraje ten, kdo zacina?

e

(strom) |

| 0.395 (strom) |

Dva hraci hazeji postupné minci. Vyhrava ten, komu padne jako prvni lic. S jakou pravdépo-
dobnosti vyhraje prvni z hrac¢a?

[

win

(strom - geometricka fada) |

Uplna pravdépodobnost

V dilné pracuje 20 délniku, kteti vyrabéji stejné soucéastky. Kazdy z nich vyrobi za sménu
stejné mnozstvi. Deset z nich vyrobi 94% vyrobku 1.t¥idy, Sest 90% a ¢tyfi 85%. S jakou
pravdépodobnosti ndhodné vybrany vyrobek bude 1.t¥idy?

[0.91 |

Pti sportovni st¥elbé voli stielec nahodné jednu ze ¢tyt pusek. Pravdépodobnosti zasahu jed-
notlivych pusek jsou 0,6; 0,7; 0,8; 0,9. Jaka je pravdépodobnost zasahu pii jednom vystielu?

10.75 |

Bayestv vzorec

P1i vySetfovani pacienta je podezieni na tii navzajem se vylucujici onemocnéni. Pravdépo-
dobnost vyskytu prvni choroby je 0,3, druhé 0,5 a tfeti 0,2. Laboratorni zkouska je pozitivni
u 15% nemocnych s prvni nemoci, 30% nemocnych s druhou a 30% nemocnych s tieti nemoci.
Jaka je pravdépodobnost druhé nemoci, je-li po laboratornim vysSetieni vysledek pozitivni?

[0.588 |

V dilné pracuje 10 délniku, ktefi za sménu vyrobi stejny pocet vyrobki. Pét z nich vyrobi
96% standardnich vyrobku, t¥i 90% a dva 85%. Nahodné vybereme jeden vyrobek a ten je
standardni. S jakou pravdépodobnosti jej vyrobila prvni skupina délnika?

[0.52 ]
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2 Nahodna veli¢ina a jeji popis
2.1 Nahodna veli¢ina

V predchozi kapitole jsme pojednali o ndhodném pokusu a zkonstruovali jsme jeho tplny
popis - pravdépodobnostni prostor. Duvody, pro¢ zaviadime novy pojem ,nadhodné veli¢ina®,
jsou néasledujici:

1. Konstrukce tplného popis ndhodného pokusu neni jednoducha zalezitost, kterou jsme
schopni provést jen u nejjednodussich pokusi jako je napfiklad hod minci nebo kostkou,
tazeni koralku ruznych barev nebo losovani karet. Pfedstavme si ale pokus, pfi némz
sledujeme na daném misté komunikace rychlosti projizdéjicich vozidel. Uplna analyza
tohoto pokusu by znamenala zjistit vSe nejen o fidi¢ich (schopnosti, povahu, zodpo-
védnost, Sikovnost, plany), ale také o automobilech, silnicich, atd. Zde je konstrukce
uplného pokusu nemozna. Pritom ale ndm casto postac¢i néjaky nedplny popis - cha-
rakteristika, jako napiiklad primérnd rychlost.

2. Konstrukce charakteristik vyzaduje numerické vypocty. Napf. pro vypocet pruméru je
treba scitat a nakonec délit poctem ¢lenti. Vysledky ndhodného pokusu vSak nemusi mit
numerickou povahu. napf. strana mince - rub, lic, barva na semaforu: zelena, oranzova,
¢ervend, a podobné. Tento problém lze vSak jednodusSe Tesit. Stac¢i vysledkum piifadit
¢isla, napt. rub<— 0, lic<— 1. Potom primérny hod bude 0.5 a to je vysledek, ktery
jsme ocekavali. f{iké, 7e pramér je uprostied a tedy, ze obé strany rub i lic jsou stejné
pravdépodobné.

Tyto tvahy vedou k definici ndhodné veli¢iny.

2.1.1 Nahodna velid¢ina

Nahodné veli¢ina X je zobrazeni z mnoziny vysledki ndhodného pokusu €2 do mnoziny
realnych cisel,
X: Q=R (2)

pro které plati
{ee QX (e)<a}eA VxeR (3)
Komentar k definici

Uvedena definice nefika nic jiného nez to, ze vysledkim n&dhodného pokusu jsou pfifazena
¢isla. Jsou to hodnoty ndhodné veli¢iny, kterym se také rik& realizace nahodné veliciny.
Navic je uvedena podminka, kterd pozaduje, aby intervaly typu (—oo,z) ,byly prvky* je-
vového pole, tj. aby jim vzdy bylo mozno prifadit pravdépodobnost. Tato vlastnost bude
diilezita pozdéji, pro definici aplného popisu ndhodné veli¢iny pomoci distribu¢ni funkce.
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V tuto chvili je tieba jesté vysvétlit, co znamena vyjadieni pozadujici aby intervaly (—oo, x)
wbyly prvky“ jevového pole. Na tento zapis je t¥eba pohlizet ve smyslu podminky (3). Tedy
pozadujeme, aby mnozina vysledki e, s hodnotami pfifazenymi ndhodnou veli¢inou X, které
jsou mensi nez x vzdy (tj. Vo € R) tvofila jev, patiici do jevového pole. A protoze viem
prvkim jevového pole jsou piifazeny pravdépodobnosti, bude pfifazena pravdépodobnost i
nasi mnoziné.

Nakonec se jesté zminime o tom, jakou pozici zaujimé ndhodna veli¢ina vzhledem k vystavbeé
jevové pravdépodobnosti. Zakladem jevové pravdépodobnosti je nahodny pokus, z ného zis-
kavame vysledky. Vysledkim jsou pfifazena ¢isla, hodnoty ndhodné veli¢iny. Lze proto Tici, Ze
néhodna veli¢ina odpovida nadhodnému pokusu. Hodnoty ndhodné veli¢iny (body na realné
ose) odpovidaji vysledkim nahodného pokusu. Souvislost nahodné veli¢iny s piedchozimi
pojmy lze vyznacit v nasledujicim schematu

ndhodny pokus nédhodné veli¢ina
! 3
vysledky — realizace

Nahodna veli¢ina tedy zastupuje nahodny pokus.

Jevovému poli, tj. mnoziné vech jevi, kterym prifazujeme pravdépodobnosti, odpovida (v
pojmech nahodné veli¢iny) borelovské pole na reilné ose (tj. systém vSech intervalu, které
tvoif borelovské mnoziny - viz odstavec 13.1).

PRIKLAD

Pro jednoduchost budeme uvazovat pokus hod minci s vysledky rub (R) a lic (L). Pravdépo-
dobnostni pole P = (2, A, P) pro tento piiklad je

QO ={R, L}

A= {@,{R},{L},Q}

P®) =0, P({R}) =05, P({L}) =05, P(Q)=1.

Nahodnou veli¢inu budeme definovat napt. takto

X(R)=0, X(L) =1

coz skute¢né je zobrazeni z () do R. Nyni jesté ovéfime podminku.

Pro z € (—o00,0) plati: mnoZina vysledki e pro néz je X (e) < z je () - neni zadny vysledek,
ktery by mél prifazenou hodnotu mensi nez z < 0.
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Pro x € (0,1) je mnozina vysledki, pro které je X (e) < z rovna {R}, protoze X (R) =0 <
z € (0,1).

Pro > 1 je tato mnozina {R, L} = 2, protoze X (R) =0, X (L) =1 <z € (1,00).

Mnoziny X (e) < x jsou prvky A, a to Vz. Podminka (3) na ndhodnou veli¢inu je tedy
splnéna.

POozZNAMKA

Jak je vidét z wvedeného prikladu, podminka (3) na ndhodnou velicinu neni kritickd. V pii-
padech, které budeme ddle uvaZovat je vZdy splnéna a nebudeme ji tedy vz ddle vysetrovat.

Typy nihodné veli¢iny

Hodnoty nahodné velic¢iny se nazyvaji realizace.

Podle toho, do jaké mnoziny patii realizace, délime ndhodnou veli¢inu na

e diskrétni nadhodna veli¢ina - realizace jsou z konefné nebo spocetné mnoziny (napf.
hod minci, hod kostkou, vybér z deseti barevnych koralki, apod.)

e spojitd ndhodna veli¢ina - realizace jsou z mnoziny redlnych ¢isel, tedy ma ne-
spocetné mnoho realizaci (napf. bezporuchova doba funkce piistroje, doba ¢ekani na
dopravni prostFedek, méfeni rozméru u vyrabénych souc¢astek, apod.)

2.2 Rozdéleni ndhodné veli¢iny
Rozdélenim ndhodné veli¢iny budeme mit na mysli jeji aplny pravdépodobnostni popis. Jedné
se vymezeni piipustnych hodnot ndhodné veli¢iny a piifazeni pravdépodobnosti bud piimo

jejim hodnotadm, nebo mnozindm jejich hodnot. Rozdéleni nejcastéji definuje distribuéni
funkce nebo hustota pravdépodobnosti.

2.3 Distribu¢ni funkce
Nejsnaze definovatelnym tplnym popisem nahodné velic¢iny je distribuc¢ni funkce. Lze ji zavést

pfimo pouzitim pravdépodobnosti a je spoleéna jak pro diskrétni tak i spojitou ndhodnou
veli¢inu. Nyni uvedeme jeji definici.

2.3.1 Distribuéni funkce

Distribu¢ni funkce F'y redlného argumentu x pro ndhodnou veli¢inu X je definovana vztahem
Fx (z) = P(X <) (4)
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Komentar k definici

Podobné jako pravdépodobnostni prostor urcoval pravdépodobnost pro kazdy prvek jevo-
vého pole, tedy pro kazdy jev, pozadujeme po tiplném popisu ndhodné veli¢iny, aby urcoval
pravdépodobnost pro kazdy prvek borelovského pole, tedy kazdy interval na reilné ose ktery
predstavuje borelovslou mnozinu. Jak jsme se jiz zminili v odstavei 13.1, 1ze kazdou bore-
lovslou mnoZinu na realné ose generovat z intervali typu (—oo,x), kde x € R. Proto nam
staCi pfirazovat pravdépodobnosti pravé témto intervalim a ostatni je jiz mozno z tohoto
prifazeni dopocitat.

Vlastnosti distribu¢ni funkce

Distribu¢ni funkce je

e neklesajici v celém oboru,

e limita vlevo je nula, lim, , ., F'(z) =0,

e limita vpravo jedna, lim, ,., F' (z) = 1.
Piiklady distribuénich funkci

Ptiklad pro diskrétni ndhodnou veli¢inu

v

x1 x2 x3 X

Ptiklad pro spojitou nahodnou veli¢inu
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F(x)

v

PRIKLADY
Hod korunou, doba ¢ekani na autobus.
PozZNAMKA

Distribucni funkci jsme oznacili Fx (), kde X je oznacent prislusné ndhodné veliciny a x je
realizace, tj. redlné ¢islo - hodnota ndhodné veliciny X. Pokud se oznaceni ndhodné veliciny
shoduje s oznacenim jeji realizace nebo pokud nemizZe dojit k omylu, byjvd zvykem indexr X
vynechdvat. Potom se rozumi, Ze distribucéni funkce F (x) se vztahuje k ndhodné veliciné X .

2.4 Pravdépodobnostni funkce

Druhym z pouzivanych tdplnych popisti diskrétni ndhodné veli¢iny je pravdépodobnostni
funkce. Jeji definice je nasledujici.

2.4.1 Pravdépodobnostni funkce

Pro diskrétni nadhodnou veli¢inu X s realizacemi z;, 7 = 1,2,--- ,n definujeme pravdé-
podobnostni funkci fx jako redlnou funkci diskrétniho argumentu x; (tj. posloupnost)
vztahem

Komentar k definici

Definice tika, ze hodnota pravdépodobnostni funkce v bodé z;, ktery je realizaci diskrétni
nidhodné veli¢iny, se rovnd pravdépodobnosti této realizace.
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Vlastnosti pravdépodobnostni funkce

Pravdépodobnostni funkce mé nésledujici vlastnosti

e viechny jeji ¢leny jsou nezéporné, fx (x;) >0, i=1,2,--- ,n,

e soucet vSech jejich ¢lent je roven jedné, Y " | fx (z;) = 1.

Priklad pravdépodobnostni funkce je na obrazku

F(x)
T
p2
1
P 03
I .
x1 X2 x3 X

PRIKLAD
Hod korunou.
POZNAMKA

Pro znacent opét plati pozndmka o znaceni distribucni funkce. Pokud nemiZe dojit k omylu,
symbolem f (x) oznacujeme pravdépodobnostni funkci vztahugici se k ndhodné velicine X.

2.5 Hustota pravdépodobnosti

Pro spojitou ndhodnou veli¢inu je je obdobou pravdépodobnostni funkce hustota pravdé-
podobnosti. Jeji definice ale nemize byt stejné jako v pripadé pravdépodobnostni funkce,
ktera byla dana pfimo pravdépodobnostmi jednotlivych realizaci. Spojitd ndhodné veli¢ina
méa totiz nekonecné mnoho realizaci a kdyz se mezi né rozdéli jednotka pravdépodobnosti,
pak na kazdou vyjde nula. Touto cestou bychom tedy dostali identicky nulovou funkci. Proto
se hustota pravdépodobnosti zavadi takto.
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2.5.1 Hustota pravdépodobnosti

Pro spojitou ndhodnou veli¢inu X definujeme hustotu pravdépodobnosti fx jako redlnou
funkci redlného argumentu vztahem

fx (@) dx

nebo Fy (z) = /_x fx (t)dt.

Komentar k definici

Oba uvedené vzorce v definici jsou prakticky ekvivalentni. Derivace distribuc¢ni funkce vy-
zaduje existenci derivace na celém definiénim oboru. Tento vzorec tedy nelze pouzit napf.
pro distribu¢ni funkce po ¢astech linedrni, coz druhému vzorci nevadi. Pro konecny pocet
bodu, kde se derivace zleva nerovna derivaci zprava vsak lze derivaci snadno dodefinovat a
oba vzorce jsou pak prakticky stejné.

Prvni vzorec ma tu vyhodu, Ze je explicitni. Druhy vzorec je velice dilezity. Riké, ze prav-
dépodobnost intervalu se spocte jako plocha pod hustotou pravdépodobnosti nad timto in-
tervalem. Snadno se ukéze, Ze toto tvrzeni neplati jen pro polonekone¢né intervaly ale i pro
obecné

P(X € (ab)=P(X<b—(X<a)=P(X<b—P(X<a)=F(®b) —F(a)

:/:fx<t)dt—/:fx(t)dt:/abfx(t)dt-

Vlastnosti hustoty pravdépodobnosti

Hustota pravdépodobnosti je

e nezapornda na celém defini¢nim oboru,

e jeji integral pres cely defini¢ni obor je jedna, ffooo fX (z)dx =1

Dalsi dulezita vlastnost hustoty pravdépodobnosti je, ze jeji integral pies interval (a,b) je
roven pravdépodobnosti, Ze nahodné veli¢ina bude mit realizaci z tohoto intervalu, tj.

P(Xe(a,b))_/ fx (@) da.

Priklad hustoty pravdépodobnosti je na obrazku
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v

POoZNAMKA

Pro znaceni hustoty pravdépodobnosti plati totéz, co pro pravdépodobnostni funkci nebo dis-
tribucni funkci. f (x) je oznacent pro hustotu pravdépodobnosti nahodné veliciny X .

PRIKLAD

Doba ¢ekéni na autobus.

2.6 Stredni hodnota, rozptyl a smérodatna odchylka

Stredni hodnota a rozptyl patii mezi nevyznamnéjsi neiplné popisy nahodné velic¢iny. Nepo-
skytuji veskerou dostupnou informaci o nahodné veli¢ing, zato jsou nazorné a jednoduché.
Stiedni hodnota udava urcitou hladinu, na které se realizace ndhodné veli¢iny pohybuji. Roz-
ptyl vypovida o variabilité nahodné velic¢iny, tj. o tom, jak moc se jednotlivé realizace od sebe
lisi. Cim je rozptyl vétsi, tim je vétsi rozptylenost realizaci ndhodné veli¢iny. Smérodatna od-
chylka je odmocninou z rozptylu a je to veli¢ina, které je srovnatelnd s realizacemi. Lze tedy
psat: realizace ndhodné veli¢iny X jsou E (X) £ 0.

Pro diskrétni ndhodnou veli¢inu X s realizacemi x;, i = 1,2,--- ,n a pravdépodobnostni
funkci fx definujeme

Stfedni hodnotu £ (X)
E(X) =Y wifx (i),
=1
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Rozptyl D (X)
D(X) =Y (z:i— E(X))* fx (z:) Z:c Fx (@) — [E (X)),
kde druhé vyjadieni rozptylu se nazyva vypocetni tvar.

Smérodatnou odchylku o
o=+D(X).

PRIKLAD

Je dana diskrétni nahodna veli¢ina X s pravdépodobnostni funkei f (z;)

x |3 5 10

Urcete stfedni hodnotu a rozptyl.

Stredni hodnota:
E[X]=3x034+5x054+10x0.2=5.4

Rozptyl:

D[X]=(3-54)7%x034(5—54)" x 0.5+ (10 — 5.4)* x 0.2 = 6.04
Pro spojitou nahodnou velicinu X s realizacemi x € R a hustotou pravdépodobnosti fx
definujeme

Stfedni hodnotu £ (X)

Rozptyl D (X)

D)= [ @B fr@de= [ @)de - B,

o0 —00

kde opét, druhé vyjadieni se nazyva vypocetni tvar vzorce pro rozptyl.
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Smérodatnou odchylku o
o=+/D(X),

coz je stejny vzorec jako pro diskrétni nadhodnou veli¢inu.

PRIKLAD

Je dana hustota pravdépodobnosti f (z)ndhodné veli¢iny X

0 prox <1
fx)=<1  proze(1,5)
0 prox > 5

Urcete stiedni hodnotu a rozptyl.

Stredni hodnota:

Rozptyl:

2.7 Kvantil a kritickd hodnota

Pro ndhodnou veli¢inu x s hustotou pravdépodobnosti f(z)a pravdépodobnost « definujeme

Kvantil ¢,

Kritickd hodnota z,

/Z:Of(ac)dx:a.

Kvantil a kritickd hodnota jsou tedy prava a leva hranice, které oddéluji o x 100% nejmengich
nebo nejvétsich realizaci ndhodné veli¢iny. Obé charakteristiky jsou vyznaceny na nasleduji-
cim obrazku.
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0.4

0351

03f

025¢

02r

015

(IR N

005

7 obréazku je vidét: kvantil {, ohranic¢uje plochu pod hustotou pravdépodobnosti a velikosti
a, a to vlevo, kritickd hodnota z, ohranicuje podobnou plochu, ale vpravo.

PRIKLAD

2

Urcete 5% kvantil (g5 normalniho rozdéleni X ~ N (u,0?) s p = 5 a 02 = 18, jestlize

statistické tabulky udéavaji Pr(Z > 1.645) = 0.05 a Z ~ N (0,1).

Protoze tabulky udéavaji hodnoty jen pro normované normélni rozdéleni, musime se nejdiive
zabyvat normovanim.

X=0cZ+pu
PRIKLAD 1
Je déna hp f(z) =1—ka? proz € (=3;3).

Urcete (i) konstantu k, (ii) distribuéni funkei, (iii) stfedni hodnotu a (iv) rozptyl (v) prav-
dépodobnost P (|X\ < %) a kritickou hodnotu zg 05 a 2g.01.

(1) KONSTANTA

i k 3k (3)° 16

— 2 = ——3 = _— — — = = —

/_31 kx“dx {:z: 3:613 2 1 (4) 1, — k 5
4 4

(11) DISTRIBUCNI FUNKCE

v 16 16 .|" 16 1
F(m):/ 1—§s2ds:{s——33} :—2—7x3+x+§,

L

W

pro x € (—%, %), vlevo nula, vpravo jedna.

(111) STREDNI HODNOTA
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i 1 1, 4,3
EX]= / x (1 — §6$2> dx = {—ﬁ - —xﬂ =0 (symetrie)

(V) PRAVDEPODOBNOST

1 11 1 1 161 1 1 23
p(rieg)=r(xe(-y3))=r(a)-r(-2)=2(merara) =

(vi) KRITICKA HODNOTA

P (X > 20.05) =005 - 1—-F (20.05) =005 — F (20‘05) =0.95

16 4 1 16 4 9
To nelze analyticky feSit. Bud v Excelu je “Nastrojer Hledat feSeni”, nebo v Matlabu pomoci

programu

a=.05; x1=-3/4; x2=3/4;
d=1; i=0;
if fce(xl,a)*fce(x2,a)>0
disp(’Chyba: f(x1) a f(x2) musi mit ruzna znamenka’);
return
end
while d>le-b5
i=i+1; if i>1000, break, end
yl=fce(xl,a);
y2=fce(x2,a);
xp=(abs (y1) *x2+abs (y2) *x1) / (abs (y1) +abs(y2) ) ;
yp=fce(xp,a);
if yp>0, x2=xp; else xl1=xp; end
d=abs (yp)
end
xp,1

function y=fce(x,a)
y=-16/27%x"3+x+1/2-(1-a);
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Odvozeni: viz Dodatek 13.4 (vzadu).

PRIKLAD 2

Je dana hp f (z) — 3= le?—dut3) pro z € (0;4).

8
DISTRIBUCNI FUNKCE:

Urcete distribuéni funkci a P (X € (0.5;1.5))

Do x=0je F(z) =0.

Pro z € (0,1)
1, 1 1 1
F = 0 — P Zt)dt = ——2® + ~2?
(z) —|—/0(8—|—2 5% T %
5
F(1)= >
1) =5
Pro z € (1,3)
5 ("1, 1 5 1 1, 3 1
F = — -t )dt=— 4+ —2° — P+ o — (— —
(%) 24+/1(8 YR T L LA OY!
1, 1, 3 1
S R
19
Pro xz € (3,4)
9 [ 1., 1 19 1 9
F = — — P dt=— — —2¥ - — (—=+ =
(z) 24+/3( sttt =gy — g 1w — (g
_ 1 3 12

Nad z =4 je F(x) = 1.

PRAVDEPODOBNOST

P(X € (0.5;1.5)) = F (15) — F(0.5)

_133132+33 1
24\ 2 4\ 2 42 3 24 \ 2

Doma: spocitat stiedni hodnotu a rozptyl (sti.h.=2, rozpt.=1)

1
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1. V zavodnim automobilu je diilezita soucastka, jejiz porucha znamena konec zavodu.
Proto je zalohovana tak, ze 2 nové soucastky jsou pripraveny v zaloze a v ptipadé po-
ruchy je pokazena soucastka automaticky nahrazena jednou ze zasobnich. Pr. poruchy
souc¢astky béhem 1 minuty zdvodu je 0.002, a to nezavisle na dobé, se kterou je jiz
pouzivana. Pr. poruchy dvou soucastek za 1 minutu povazujeme za velmi nepravdépo-
dobnou a zanedbavame ji. Urcete rozdéleni pr. pro pocet odeslych soucastek béhem 5ti
hodinového zavodu.

Vysledky jsou 0, 1, 2 a maji binomické rozdéleni pr. s p = 0.002 a n = 5 % 60 = 300.
(Kazda minuta je pokus, porucha je tispéch - teoreticky muze byt az 300 poruch, my
ale rozlisujeme jen 0, 1, 2, 3-300). Je tedy

P (0) = (1—0.002)°®; P (1) =300 x 0.002 x (1 —0.002)**;

P(2) = (3(2)0) 0.002% (1 —0.002)**, P(3-300)=1—P(0)—P(1)—P(2)

coz je hezké, ale nespoc¢teme to. Proto se musime uchylit k aproximaci Poissonovym
rozdélenim. Pokracovani bude pristeé.

2. Pristroj se sklada ze tii, nezéavisle pracujicich ¢asti. Pravdépodobnost poruchy kazdé
¢asti je 0.1. Najdéte distribuéni funkci ndhodné veli¢iny, popisujici pocet porouchanych
casti.
Vzhledem k nezévislosti se pocet porouchanych soucastek ridi binomickou pravdépo-
dobnosti Ps(k) pii p = 0.1.
P(0) = 0.9° = 0.729, P(1) = 3-0.1:0.9* = 0.243, P(2) =0.027  P(3)=0.1° = 0.001

Distribu¢ni funkci dostaneme jako kumulativni soucet pravdépodobnosti, tj.

0 pro z <0
0.729 pro 0 <z <1

F(z)=< 0972 pro 1<z <2
0.999 pro 2<x <3
1 pro = >3

Nakreslit!

3. Zkouseni probiha tak, ze studentovi jsou kladeny otazky, dokud odpovida spravné.
Prvni $patna odpoveéd zkouSeni ukon¢i a znamka je odvozena z poc¢tu dobrych odpovédi.
Urcete pravdépodobnostni funkci a distribu¢ni funkci nahodné veli¢iny "pocet dobrych
odpovedi", jestlize otazky jsou nezavislé a pravdépodobnost dobré odpovédi pii jednom
dotazu je stala a rovna 0.9.

Protoze jsou otazky nezavislé, je pravdépodobnost dobré série odpovédi rovna soucinu
pravdépodobnosti dobrych odpovédi. Pokud ma tato série byt na konci ukonc¢ena, musi
nasledovat Spatna odpovéd — tedy na konci bude krat P(Spatné) = 1 — P(dobfe).

P0)=01, P(1)=09-0.1, P(2)=09>-01, ... ,P(z)=09"-0.1,
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Jednda se tedy o nekonecnou geometrickou posloupnost s prvnim ¢lenem rovnym 0.1
a kvocientem ¢ = 0.9. Protoze fada za¢in& indexem x = 0, bude ¢len P(x) v pofadi
x+prvy. Casteény soucet takové fady je

x 1 — q(a:—i-l)
. = =P0)————
weY =ro
k=0
Distribu¢ni funkece (jako kumulativni soucet hodnot pravdépodobnostni funkce) je
- 1—0.9%
F(z) = 1-09F=01——— =1—-0.9%*"
() =) 01-09*=0.1 — 1-09
k=0
4. Je dana hustota pravdépodobnosti
1
f(z) = 5 sin(z), pro z € (0,7) a 0 jinde.
Urcete distribu¢ni funkci.
DISTRIBUCNI FUNKCE:
0 pro <0
F(z) =< i(1—cos(z)) pro z € (0,m)
1 pro x>

2.8 Normovani ndhodné veli¢iny

Dvé nejvyznamnéjsi charakteristiky nahodné veli¢iny jsou stfedni hodnota p a rozptyl o2.
Pro normélni rozdéleni jsou tyto dvé charakteristiky zéroven parametry rozdéleni.

Ptripomenme, 7ze zména stfedni hodnoty znamena zménu polohy hustoty pravdépodobnosti,
zména rozptylu predstavuje zménu jejiho tvaru, narist rozptylu znamenéa rozsiteni zatimco
pokles vyvola ztuzeni.

Pro motivaci k uvedenym vzorciim si v§imneme rovnomérného rozdéleni na intervalu (—1, 1).
Toto rozdéleni ma nulovou stiedni hodnotu. Budeme-li z ného generovat, budeme dostévat
hodnoty mezi-1 a 1. Kdyz ke kazdé generované hodnoté pticteme 5, budeme dostévat hodnoty
mezi -4 a 6, tedy se stfedni hodnotou 5. Dale, budeme-li ptvodni (neposunuté) hodnoty
nasobit dvéma, budeme dostavat hodnoty mezi -2 a 2 - tedy s vétsim rozptylem. Naopak,
nasobeni ¢islem 0.1 bude podobné znamenat snizeni rozptylu ¢isel, ktera obdrzime.

V souladu s pfedchozimi tivahami jsou nasledujici vzorce.

Uvazujeme ndhodnou velicinu X, s charakteristikami £ [X] =y a D[X] = 0% a Z, s charak-
teristikami F'[Z] = 0, D [Z] = 1. Potom plati:

normovani

(5)



a odnormovani
X=0Z+p (6)

Prvni vzorec prevadi nenormovanou veli¢inu X na normovanou Z. Druhy naopak.

PRIKLAD

Urceme interval, ve kterém lezi 5% nejvétsich hodnot normalniho rozdéleni se st¥edni hod-
notou 20 a rozptylem 81, jestlize kvantil (y o5 = 1.645.

Hledame hodnotu x, pro niz plati P (X > z) = 0.05. Zname kvantil, ktery se tyka normované
veli¢iny. Proto normujeme, a dosadime hranici Z = (05

x—p x—20
o 9

Z = C0'05 =1.645 =

Odtud je z = 1.645 x 9 + 20 = 34.8.

Interval péti procent nejvétsich ¢isel je tedy (34.8, 00).

3 Dilezita rozdéleni ndAhodné veli¢iny

Co to znamend, kdyz prohlasime, Ze jsou néjaka dulezita rozdéleni? Rozdéleni ndhodné ve-
li¢iny je jeji popis. A nadhodna veli¢ina predstavuje urc¢ity nahodny pokus (kde vysledky
prezentujeme jako ¢isla). Jedné se tedy o typické nahodné pokusy u nichz je znam jejich
pravdépodobnostni popis. Nékolik takovych zndmych rozdéleni jak pro diskrétni, tak i pro
spojitou ndhodnou veli¢inu si dale uvedeme.

3.1 Diskrétni rozdéleni

Diskrétni rozdéleni ma konec¢ny nebo spocetny pocet realizaci.

PRIKLADY Hod minci, hod kostkou, tazeni kralku ze 3m a 5b, pocet nehod na kfizovatce za
1 rok, pocet aut zaznamenanych detektorem za 1 hodinu.

3.1.1 Alternativni rozdéleni

Jednéa se o jeden pokus, ktery mize mit dva rizné vysledky - ispéch nebo netispéch. Nejcéas-
t&jS1 interpretace je nasledujici: mame sklad s vyrobky mezi nimiz je urcité procento zmetki.
Vybereme nahodné jeden vyrobek. Uspéch je, kdyz je vyrobek dobry, netispéch, je-li vyrobek
zmetek.

Pravdépodobnostni funkce

fl@)=a"1-n)"", z=0,1
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kde 7 je parametr - pravdépodobnost spésného pokusu.

Uvedenou pravdépodobnostni funkci Ize také vyjadiit tabulkou

x | 0 1
f@)|[1-7 =

Z tabulky je ptimo vidét, 7e pravdépodobnost tispéchu (z = 1) je m a pravdépodobnost ne-
uspéchu (z = 0) je 1 — . Totéz dostaneme i z analytického vyjadieni, kdyZ dosadime za z
prislusnou hodnotu.

PRIKLAD

Sledujeme auta v kiizovatce. Vysledky: 1 - jede rovné, 0 - odbocuje. Pravdépodobnost jizdy
rovné je m a odboceni 1 — 7.

3.1.2 Binomické rozdéleni

Binomické rozdéleni dostaneme kdyz provedeme n nezavislych pokusii s alternativnim rozdé-
lenim a vysledky se¢teme (tj. za vysledek vezmeme pocet dosaZenych tspéchii). Napiiklad: V
1 — m odbo¢i. Binomicky pokus spociva ve sledovani n aut a hodnoty odpovidajici ndhodné
veli¢iny jsou jsou dény poc¢tem aut, kterd projedou rovné.

Pravdépodobnostni funkce

n
xz

f(z) = ( )Wx(l—ﬁ)"_x, r=0,1,2,---,n
kde 7 - pravdépodobnost tispéchu v odpovidajicim alternativni pokusu a n - pocet provede-

nych alternativnich pokusii, jsou parametry rozdéleni.

Vzorec, kterym jsme vyjadrili pravdépodobnostni funkei binomického rozdéleni se nazyva
vzorec pro binomickou pravdépodobnost. Jeho odvozeni je pomérné snadné. Clen 7* pred-
stavuje pravdépodobnost pozadovanych x Gspéchii (pfi nezavislych pokusech), ¢len 1 —7"~*
je pravdépodobnost zbylych pokusi, kdy vysledkem byl netispéch a kombinac¢ni ¢islo (Z)
predstavuje pocet zpusobi, kterymi lze z provedenych n pokust vybrat x tspéchii.

PRIKLAD

Za jednu hodinu projede kiizovatkou v pruméru 50 aut. Jaka je pravdépodobnost, Ze 5 z nich
odbodi, je-li pravdépodobnost piimé jizdy 0.97

V tomto piikladé povazujeme za tispéch odboceni a jeho pravdépodobnost je 7 = 1—-0.9 = 0.1.
Pravdépodobnost odboceni péti aut z 350 je
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f(5) = (550) 0.1°0.9* = 0.185

PRIKLAD

Ve velikém skladu jsou uloZeny vyrobky. Mezi nimi jich je 85% prvni jakosti. Jak veliky je
tfeba udélat vybér, aby v ném bylo s pravdépodobnosti 99% alespoii 5 dobrych vyrobkt?

Jedna se opét o binomické rozdéleni s velikosti vybéru n a pravdépodobnosti tspéchu © =
0.85. Hledame prvni n takové, ze plati

" /n n—
P=>" (5)7r5(1—7r) ®>0.99
=5

To je ale implicitni nerovnice, kterd by se obecné musela tesit néjakou numerickou metodou.
V nasem ptipadé, kdy n je diskrétni, sta¢i pocitat hodnoty P postupné pron = 5,6,--- a
za vysledek vezmeme prvni hodnotu n pro kterou sledovana nerovnice plati. Vypocty uspo-
rfadame do tabulky

n| 5 6 7 8 9
P]0.4437 0.7765 0.9262 0.9786 0.9944

Hledany vybér tedy bude o rozsahu n = 9.

POozZNAMKA

UvaZovany sklad musi byt hodné velky. Zdkladnim predpokladem pro binomické rozdéleni je,
Ze wvaZované pokusy jsou nezduvislé. Jestlize ale vybirame vyrobky a nevracime je zpét, jednd
se zavislé pokusy, protoZe pocet a tim i pravdépodobnost dobrijch a gpatny’ch vyrobki se mend.
Jestlize je ale sklad hodné veliky a v ném velké mnoZstvi vijrobki, bude relativni vliv vybranich
vyrobki na celkovy pocet zanedbatelny a pravdépodobnosti mizZeme pokladat za konstanini.

3.1.3 Poissonovo rozdéleni

Poissonovo rozdéleni je limitni pfipadem binomického, a sice pro n — oo a m — 0, a to tak,
7e limita sou¢inu n - ™ = A je konstantni. A se nazyva intenzita Poissonova rozdéleni.

Pravdépodobnostni funkce

T

f(x;) =e? r=0,1,2,---

)

Toto rozdéleni mé sice nekoneény pocet realizaci, ale nekonecné spocetny (realizacim lze
jednozna¢né prifadit prirozené ¢isla). Proto patii mezi diskrétni rozdéleni.
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Podle zakladnich vlastnosti musi byt soucet vSech ¢lent roven jedné, tj.

Y L AT
;e /\J;i /\Z

coz skutec¢né je, protoze suma v prostiednim vyrazu neni nic jiného nez Taylortv rozvoj
funkce e,

Pravdépodobnostni funkci Poissonova rozdéleni lze odvodit jako limitu binomického rozdé-
leni. Odvozeni je uvedeno v Dodatku 13.5

PRIkLAD 1

Uvazujme podobny piiklad jako byl u binomického rozdéleni ale s extréméjsimi hodnotami:
Za jeden den projede kfizovatkou v priméru 3500 aut. Jaka je pravdépodobnost, ze 5 z nich
odbodi, je-li pravdépodobnost piimé jizdy 0.9997

Pokud bychom chtéli tilohu Fesit pomoci binomického rozdéleni (protoze se skuteéné o bino-
mické rozdéleni jedn4), dosp&jeme k vyrazu

3500
f(5) = ( - )(1001%1999&”5

coz neni moc hezké. Proto aproximujeme Poissonovym rozdélenim pro A = 3500-0.001 = 3.5.

Dostaneme 5

=0.132
5

fp(5) =e

PRIKLAD 2

Sledujeme silnici s malym provozem. Po dobu jedné minuty zaznamendvame kazdou vtefinu
pritomnost auta. Po hodiné sledovani jsme zjistili, Zze v pruméru za jednu minutu projedou 3
auta. Za pfedpokladu Poissonova rozdéleni poctu projetych aut béhem jedné minuty urcete
pravdépodobnost, Ze béhem jedné minuty projede vice nez 5 automobili.

Pro urceni A zname n = 60, 7 = 3/60. Odtud A\ = nmw = 3.

30 3t 32 3 3¢ 3P
P(X>5):1—P(X§5):1—e (0'4—?4——‘1‘5—0—14—5'):0.084

Pravdépodobnost projeti vice nez péti aut za jednu minutu je 0.084.
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3.1.4 Geometrické

Zakladem pro geometrické rozdéleni je opét alternativni pokus, tedy pokus se dvéma vysledky
(aspéch a neaspéch) s pevnou pravdépodobnosti ispéchu, oznac¢enou 7. Toto rozdéleni pocita
pravdépodobnost toho, Ze pii opakovanych nezavislych pokusech bude prvni tspéch predcha-
zet x netspéchi. Situaci muzeme demonstrovat na nasledujicim piikladu: Sledujeme silni¢ni
sit s fizenymi kiizovatkami. Siti projizdi automobil a pravdépodobnost, ze ho kazdy jednot-
livy semafor zastavi je stejnd a stala, rovna 0.62. Jakd je pravdépodobnost, zZe automobil
bude dvakrat zastaven, nez se mu podaii projet bez zastaveni?

Pravdépodobnostni funkce

f(..'[') :ﬂ-(]'_ﬂ-)xv $:O,1,2,"'
PRIKLAD
Dopocitame ptiklad z avodu ke geometrickému rozdéleni o projizdéni automobilu pies sema-
fory. V tomto prikladé je aspéch projeti automobilu bez zastaveni. Pravdépodobnost aspéchu

je m =1—0.62 = 0.38. Sledované realizace je x = 2 (dvé zastaveni pied volnym prijezdem).
Dosazenim do pravdépodobnostni funkce dostavame

f(2)=0.38(1—0.38)° = 0.146

Pravdépodobnost, zZe automobil bude dvakrat zastaven nez se mu podaii projet bez zastaveni
je tedy 0.146.

3.1.5 Negativné binomické rozdéleni

Negativné binomické rozdéleni je rozsifenim geometrického. Vychéazi také z alternativniho
pokusu a podobné jako geometrické rozdéleni urcuje pravdépodobnost toho, Ze x netspéchii
predchézi n-ty tspéch. Pritom predchozich n — 1 tspéchii mohlo nastat kdykoli od zacatku
provadéni pokusii. Ilustra¢ni priklad miize byt obdobny jako pro geometrické rozdéleni. Sle-
dujeme silni¢ni sit s fizenymi kfizovatkami. Siti projizdi automobil a pravdépodobnost, Ze ho
kazdy jednotlivy semafor zastavi je stejnd a stala, rovna 0.62. Jaka je pravdépodobnost, ze
automobil bude dvakrat zastaven, nez se mu podaii potieti projet bez zastaveni?

Pravdépodobnostni funkce

f(x)= (x+n_1)7r”(l—7r)x, r=0,1,2,---

T

PRIKLAD

Opét budeme pokracovat v nac¢atém piikladu o autu, které projizdi semafory. Zadéani je x = 2,
m = 0.38 a n = 3. Dosazenim dostaneme

f(2) = (2 N 3 - 1)0.383 (1-0.38)>=0.127
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3.1.6 Rovnomeérné rozdéleni

Diskrétni rovnomérné rozdéleni patii k zakladnim a nejjednodussim. Na ném jsou zalozeny

N

poc¢tem n realizaci které nasavaji se stejnou pravdépodobnosti % Rovnomeérnost rozdéleni
vyjadiuje skutec¢nost, ze v realizacich nemame zadné preference nebo, ze o nich nic nevime.

Pravdépodobnostni funkce
fle)=1, w=12
r)=—, x=12---n
n?

PRIKLAD

(i) Hod hraci kostkou - ndhodnéa veli¢ina je ¢islo, které padne. Pokus méa Sest realizaci, kazda
ma pravdépodobnosti %. (i) Zaznam posledni cifry na SPZ projizdéjicich automobili. Mame
deset cifer se stejnou pravdépodobnosti.

3.2 Spojité rozdéleni

Spojité rozdéleni ma nekonedny nespocetny pocet realizaci, tj. jeho realizace jsou
z realné osy.

PRIKLADY: chyby v méfeni rozméru soucastky, doba ¢ekani na tramvaj, bezporuchova doba
fungovani piistroje, intenzita dopravniho proudu (je vlastné diskrétni, ale lze ji aproximovat
spojitym - pulky aut)

3.2.1 Rovnomérné rozdéleni

O rovnomérném rozdéleni jsme mluvili uz v diskrétnich rozdélenich. Nyni se dostavame k
jeho spojité varianté.

Rovnomérné rozdéleni ma dvé dilezité charakteristiky
(i) v8echny realizace jsou rovnocenné (zadny vysledek neni preferovan) a
(ii) ostré hranice pro defini¢ni obor (hranice nelze piekrocit).

Hustota pravdépodobnosti

flz)= , ¢ € (a,b), a,beR

b—a
PRIKLADY

(i) Sledujeme pfi¢nou polohu zavodniho automobilu na dréze. VSechny polohy jsou stejné
dobré a pripustné, prekroceni hranice znamena katastrofu.
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(ii) Sledujeme ubytek vzorku na pneumatikich autobusi MHD. Vyska vzorku je dobra a
stejné pravdépodobna v danych mezich. Horni mez je dana konstrukci pneumatiky, dolni
mez je urcena predpisy a je zakazana (alespon ve smyslu zaplaceni pokuty).

(iii) Sledujeme stav paliva v nadrzi automobilu. Horni mez je dana velikosti nadrze, dolni
mez je nula (pokud ma ¢lovek v auté kanystr s benzinem).

(iv) Sledujeme dobu ¢ekani na tramvaj, kterd mé pevny a staly interval, pro ndhodné p¥iché-
zejici osoby. Dolni hranice je 0 (osoba tramvaj zrovna dobéhla) a horni mez je rovna intervalu
(dané osobé tramvaj pravé ujela a ona musela ¢ekat na dalsi).

3.2.2 Normalni rozdé&leni

Normalni rozdéleni je nejcastéji pouzivanym rozdélenim. Duvody k tomu jsou dva: (i) nor-
malni rozdéleni vznika pii spoluptisobeni velkého mnozstvi nezavislych malych nahod, takze
fada ne presné definovanych neurcitosti se mu znacné podobaji - napi. kdyz se sype suchy
pisek, zrnicka na sebe navzajem mnohokrate narazi a vysledkem je hromada, kterd dosti
pfipomina ,dvourozmérnou gaussovku®, (ii) normalni rozdéleni je jednim z mala, pro které

vvvvvv

aproximace.

Hustota pravdépodobnosti

1
f(x)= e_ﬁ(w_“)i rER

vV 2ro?

kde parametry rozdéleni jsou j - stfedni hodnota a o2- rozptyl.

Budeme-li normalné rozdélenou nahodnou veli¢inu X normovat tak, aby méla stfedni hodnotu
nula a rozptyl jedna, dostaneme ndhodnou veli¢inu Z se standardnim normélnim rozdélenim.
Normovaci vztah je z = (r — u) /o a odpovidajici hustota pravdépodobnosti

Komentar

Ackoli je normélni rozdéleni tak ¢asté a pro svoje dobré vypocetni vlastnosti oblibené, je s
nim trochu potiz. K hustoté pravdépodobnosti totiz neexistuje primitivni funkce. Pravdé-
podobnosti intervali, coz jsou integraly z hustoty pravdépodobnosti ptfes tyto intervaly, a
stejné tak hodnoty distribu¢ni funkce nelze analyticky pocitat. Hodnoty distribu¢ni funkce
pro standardni normalni rozdéleni byly vypoc¢teny numericky a jsou uvedeny ve statistickych
tabulkach (viz Tabulky na strance 147)

PRIKLAD 1

42



Z vojenského tabora ma do sousedniho stanovisté dojet nakladni automobil. Po cesté se
nachézi most o vySce 4 metry. Vojenské nakladni automobily maji vysku s normalnim roz-
délenim se stfedni hodnotou 3.8 metru a smérodatnou odchylkou 0.3 metru. Jak4 je pravdé-
podobnost, Ze vyslané nakladni auto pod mostem projede?

Ze zadani tedy plyne, Ze vyska auta je ndhodn4 veli¢ina X ~ N (3.8, 0.3?), tj. s normalnim
rozdélenim se stfedni hodnotou p = 3.8 a rozptylem o2 = 0.3% = 0.09. Ptame se, na pravdé-
podobnost P (X < 4). Pro uréeni této pravdépodobnosti hodlame pouzit tabulky na strané
147. Ty v8ak plati pouze pro normované normalni rozdéleni. Musime tedy tilohu pievést do
normované oblasti, tj. ndhodnou veli¢inu X a s ni souvisejici idaje musime piepocitat na
nédhodnou veli¢inu Z ~ N (0, 1). Vzorec pro piepocet je

(7)

Pro hledanou pravdépodobnost nyni plati

X—pn 4-38
<
o 0.3

P(X<4):P( ):P(Z<0.67):O.749

Tedy pravdépodobnost, ze vojensky automobil projede pod mostem je 0.749.

PRIKLAD 2

Pti kontrole vyrobki je sledovan podélny rozmér, ktery ma stfedni hodnotu 335 mm a rozptyl
42 mm?. Jaka je pravdépodobnost, Ze bude vyroben zmetek, tj. vyrobek s podélnym rozmérem
vétsim nez 350 mm?

Postup feSeni je stejny jako v predchozim piikladé. Sledovand nahodné veli¢ina je X ~
N (335, 42) . Ptame se na pravdépodobnost P (X > 350). Normovanim dostaneme

350 — 335

P(X>350):P<Z> T

) = P(Z >2231)

Najdeme tabulky normalniho rozdéleni a ihned vidime, Ze je malér. Tabulky ukazuji prav-
dépodobnosti jen pro X < x. Musime tedy nasi pravdépodobnost prevést do pozadovaného
tvaru, coz neni slozité

P(X >350)=1—P(X <350)=1-0.99 = 0.001
7 tisice vyrobenych vyrobka bude tedy v priméru jeden zmetek.

PRIKLAD 3

Na méstské komunikaci nedaleko od fizené kiizovatky métrime rychlosti projizdéjicich auto-
mobili a uvazujeme o tom, zda tyto rychlosti mizeme popsat pomoci normalniho rozdéleni.
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Ovéreni typu rozdéleni je predmétem testovani, ke kterému se dostaneme az pozdéji ve sta-
tistice. Nyni se budeme drzet jen zakladnich rysi, které by normalni rozdéleni mélo mit.

Budeme-Ii situaci sledovat, ihned zjistime, ze rychlosti automobilii se vyznamné lisi v situaci,
kdy do métreného mista zasahuje z kiizovatky kolona, a jestlize zadna kolona neni nebo je
tak mala, Ze na méfené misto nemé vliv. Rozhodneme-li se popisovat rychlosti bez ohledu na
kolonu, dostaneme velmi hruby popis, ktery nepopisuje dobie ani jednu ze zminénych situaci.
Bude proto 1épe situaci rozdélit na dva piipady: kolona ma velky vliv a kolona ma maly vliv.

Vsimneme si nejprve prvniho stavu, kdy kolona prakticky zasahuje na mérené misto a zpi-
sobuje, 7ze ¢asto naméiime rychlost nula. V disledku toho, bude stfedni hodnota blizka nule.
Vzhledem k tomu, Ze normélni rozdéleni je symetrické, bude jeho hustota pravdépodobnosti
svou levou ¢asti zasahovat do zaporné poloosy realizaci a tim tvrdime, Ze mohou nastat
i zdporné rychlosti (maji nenulovou pravdépodobnost). V tomto piipadé je tedy normalni
rozdéleni nevhodné.

V druhém piipadé jsou rychlosti aut vétsi (ziejmé nékde kolem maximalni povoleni rych-
losti). Priumérna rychlost bude taky velkd a odchylky od ni budou na obé strany, jak kladné
(auta prekracujici povolenou rychlost), tak i zaporné (ti, co telefonuji, hledaji neznamou
adresu atd.). V tomto piipadé lze dob¥e pFedpokladat, ze nulové rychlosti se nebudou vysky-
tovat. Gaussova kiivka, ktera popisuje hustotu pravdépodobnosti normalniho rozdéleni bude
svym vrcholem nad stfedni hodnotou a levou ¢asti bude zasahovat do zapornych hodnot
az v misté, kdy je prakticky nulové, a to tak, Ze i hodnota integralu ptes zaporné hodnoty
bude priblizné nula. V tomto ptipadé je pro popis rychlosti projizdéjicich aut mozno pouzit
normalni rozdéleni.

3.2.3 Log-normalni rozdéleni

Normalni rozdélani, kterym jsme se pravé zabyvali, ma jednu nevyhodu. Je symetrické, de-
finované na celé redlné ose a tedy, pfipousti i zaporné realizace ndhodné veli¢iny. Ptitom
nezapornost je piirozenou vlastnosti celé fady realnych veli¢in, nap¥. délka, pocet (tj. inten-
zita i hustota dopravniho proudu), rychlost a mnoho dalsich. S touto nevyhodou se ¢astec¢né
vyporadava log-normalni rozdéleni. Jeho realizace dostaneme transformaci normélniho roz-
déleni U ~ N (u, 02) podle rovnice X = eV. Toto rozdéleni se pro velkd p chova pfiblizné
jako normélni, pro mala p je nesymetrické. Obor hodnot, na kterém je jeho hustota prav-
dépodobnosti nenulova je mnozina nezapornych realnych ¢isel. Za toto vylepSeni se ale plati

vvvvvv

Hustota pravdépodobnosti

1

To/ 2T

— 55 (Inaz—p)®

f(x) =

e

Toto rozdéleni se hodi napt. pro modelovani dopravniho proudu. Pro velké intenzity mohou
byt zmény kladné i zaporné (blizké normalnimu rozdéleni), pii nulové intenzité mohou byt
zmény jen kladné.
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3.2.4 Exponencialni rozdé&leni

Exponencidlni rozdéleni je spojitou obdobou geometrického, které popisuje pocet netspéchi,
které je tfeba absolvovat, nez dojde ke zméné stavu a obdrzime tuspéch. Podobné exponenci-
alni rozdéleni popisuje napt. dobu fungovani urc¢itého pristroje, nez dojde ke zméné stavu -
pristroj se poroucha. Tomuto jevu se bézné ik bezporuchova doba fungovéini ptistroje. Zde
se ale jedna o velmi specialni ptipad, kdy porucha je zptisobena nikoli starnutim, ale néjakou
vnéjsi pricinou, kterd ptistroj v ¢ase ohrozuje se stale stejnou intenzitou. Z této skutec¢nosti
plyne vlastnost exponencialniho rozdéleni, ktera fika, ze toto rozdéleni nema pamét. To lze
vyjadiit vztahem P (X >t + s|X >t) = P (X > s), ktery fika: jestlize p¥istroj fungoval az
do ¢asu t, pak pravdépodobnost, ze bude jesté dale fungovat po dobu s je stejna, jako prav-
dépodobnost, ze bude fungovat po dobu s, aniz byl pfed tim v provozu. Tato vlastnost je
dokadzana v Dodatku 13.2.

Hustota pravdépodobnosti

f(x,8) = %eg, x>0

PRIKLAD: Zivotnost zévodniho automobilu: Jaka je pr., ze zavodni automobil dokon¢i tii-
hodinovy zavod, jestlize jeho stifedni zivotnost na plny vykon je 2 hodiny a 15 minut?

Hp je f (z) = 55=e~™/*% Dale P (X < 3) fo z)dr =

3
1 3
_ —x/2.25 _ . —x/2.251° __ 1 _ .,—3/2.25 __
_/0 e d = 5= (=2.25) [e lo=1—e = 0.736

3.2.5 Y’rozdéleni

n

X () = (Ni (0,1))

i=1

Pozn.: Toto rozdéleni doprovazi veli¢iny, které jsou tvoreny kvadréty - rozptyl, kriterium ve
tvaru souctu ctverci - - -

3.2.6 Studentovo rozdéleni
N (0,1)
X2 (n) /n

Pozn.: Generator mé jmenovatel. Bude-li v ném malé ¢islo (coz muze), bude hodnota realizace
velka - rozdéleni s tézkymi konci.

St(n) =
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3.2.7 I rozdéleni (jen generator i v Matlabu)

_ Xi(m)/m
Flmn) ==ty n

Pozn.: Popisuje veli¢inu ve tvaru podilu dvou rozptyli. Typicky se jedna o rozptyl vysvétleny
a nevysvétleny pfi zkoumani zavislosti dvou nebo vice veli¢in.

PRIKLADY

1. Kvantil (,, kritickd hodnota z,, pr. vlevo p~ (z), pr. vpravo p* (z)

Ca
N I /f

p (@)= P(X <2) pt(z)=P(X >2)
Pro N (0, 1) plati:

Za="C=Ca p (@)=1-p (z)=p (-2)
Z tabulek jsme zjistili, ze P (X < 1.645) = 0.95. Urcete:

(a) P(X > 1.645) [0.05]; P(X < —1.645) [0.05]; P (X > —1.645) [0.95];
(b) Coos [—1.645]; 2005 [1.645]; 2095 [—1.645] --- Nakreslit !

2. V dodéavce 1000 vyrobki je 50 vadnych.

(a) Jaka je pravdépodobnost, 7e ve vybéru 80 vyrobki bude 5 vadnych?
(b) Jaky bude primérny pocet vadnych vyrobki v opakovaném vybéru 80 ks?
(c) Provedeme 100 vybéri po 80 kusech. Jaky je oCekavany pocet vybéra s péti vad-
nymi vyrobky?
Resen:
(a) Uplné pFesné:
P = C5(50)C75(950) /Cs0(1000)
(nejde spocitat.)

Aproximace binomickym rozdélenim s n = 80 a # = 50/1000 = 0.05. Hledana
pravdépodobnost je

80
P(5) = ( . )o 05°0.95" = 0.1603.

Dalsi aproximace Poissonovym rozdélenim (n velké, 7 malé) s A = nm = 4.

5

4
f(5) =e = =0.1563.
5!
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(b) Bude to stiedni (ofekavana) hodnota E[K| =nm =\ = 4.

(c) Podle statistické definice je pravdépodobnost rovna po¢tu tispésnych pokusu dé-
lenému celkovym poc¢tem pokusi, tedy

Nt Nt
P5)=—=016=— = N" =16
(5) N 100
3. Pravdépodobnost vyroby vadného vyrobku je 0.01%. Novy pracovnik vyrobil 5000 vy-
robkil a z nich byly 3 vadné. Je tento pocet normélni, nebo lze predpokladat, ze je
zpusoben nezkusenosti pracovnika?

Resen:
Néhodna veli¢ina "pocet vadnych vyrobki v sérii 5000" ma Poissonovo rozdéleni (n
velké, m malé) s A = 5000 x 0.0001 = 0.5. Potom pravdépodobnost, Ze za béznych

okolnosti (tj. s béZnou pravdépodobnosti vyrobeni vadného vyrobku 7 = 0.01) je pr.
tii a vice vadnych vyrobki rovna

P(K>3)=1-P0)—P(1)—P2)=1-e"(14+05+ 0‘752) =0.014

Tj. pravdépodobnost, Ze za norméalnich okolnosti budou v sérii 5000 vyrobk 3 nebo vice
vadnych je 0.014; jinak TFeceno, jen 1.4% pracovniki by mélo tolik vadnych vyrobki.
To ukazuje na nezkuSenost nového pracovnika.

4. Meérici pristroj je zatiZzen jednak systematickou chybou 0.5, jednak ndhodnou chybou
se smérodatnou odchylkou 0.3.
a) S jakou pravdépodobnosti bude zméfena hodnota s odchylkou v intervalu (0.4; 0.6)7
b) V jakych mezich Ize o¢ekavat odchylky od spravné hodnoty s pravdépodobnosti 0.957

Resen:
a) Normélni rozdéleni. Pfedpokladame, ze mame k dispozici pouze tabulky pravdé-

podobnosti, kde jsou uvedeny jen pravdépodobnosti normovaného rozdéleni. Budeme
proto normovat. (Pozn.: napi v Excelu lze ¥egit bez normovani.)

X —pu 0.4—-0.5 0.6 —0.5
Z = =—=-0.33 = —=10.33.
o 7 T 03 T T3
Pozadovana pr. je

P(X € (0.4; 0.6)) = P(Z € (—0.33; 0.33)) = 1—2P(Z < —0.33) = 1—2 x 0.37 = 0.26.

b) Je-li pravdépodobnost intervalu 0.95, je pravdépodobnost vpravo i vlevo rovna 0.025.
Hledame kritickou hodnotu zg g5 (kvantil (g25), tj hodnotu, pro kterou plati

P(Z > 20.025) = 0.025, nebo P(Z < C0.025) = 0.025

Z tabulek: zgg25 = 1.96 nebo (gpo5 = —1.96. Po odnormovani (p¥echodu k puvodni
néhodné veli¢ingé X') dostaneme

X=p+ox2Z = 23=05-196x03=-0.088, x4=0.541.96x0.3=1.088.
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Chyba bude s pr. 0.95 lezet v intervalu (-0.088; 1.088).

PozNAMKA: Tento druh vypocti je velmi dulezity. Bude zdkladem pro fadu iloh ve
statistice (intervaly spolehlivosti, testy hypotéz).

5. Primérna doba c¢ekéni na zakaznika je 50 s. Doba cekani se fidi exponencidlnim rozdé-
lenim. Jaka je pravdépodobnost, Ze zdkaznik bude obslouzen v dobé kratsi nez 30 s?

Reseni:
Priamérna doba ¢ekani je stiedni hodnota, tedy § = 50.
30

P(X <30)= | f(&)dE=F(30)=1—e 5 =0.45.
0

4 Vektorova ndhodna veli¢ina

4.1 N&ahodny vektor

V komentéii k definici ndhodné veli¢iny jsme uvedli, Ze ndhodnou veli¢inu lze chapat jako
ekvivalent nahodného pokusu. Z pokusu dostavame vysledky, z ndhodné veli¢iny generujeme
¢isla, kterad jsou vysledkiim pfifazena. Tato predstava vsak odpovida jen v piipadé, kdy
experiment se tyka jen jedné veli¢iny. Naptiklad: hod kostkou, kde sledovana veli¢ina je
pocet ok, kterd padla, nebo, méfeni intenzity dopravniho proudu, kde sledovanou veli¢inou
je intenzita (pocet aut, ktera projedou za jednotku ¢asu). To ale neni jediny typ ndhodného
pokusu. Ten se miize tykat vice nez jedné veli¢iny. Jedna se napfiiklad o pokus hod dvéma
kostkami, kde prvni veli¢ina je pocet ok na prvni kostce a druha veli¢ina jsou oka na druhé
kostce. Stejné tak, lze uvazovat experiment, pii kterém méfime intenzitu provozu na vice
mistech sledované oblasti. Kazdé méfené misto je potom spojeno s jednou veli¢inou.

Obecné lze tuto situaci formulovat takto. Nahodny pokus spociva ve sledovani urc¢itého pro-
cesu. Nahodna veli¢ina je pak uréena méricim mistem na tomto procesu. Procesem miize
byt napt. dopravni sit a ndhodné veli¢iny - intenzity dopravniho proudu - jsou spojeny s
jednotlivymi méficimi misty - méficimi detektory.

Priklad

Uvazujeme ¢tyi-ramennou kiizovatku, kde v kazdém rameni ve sméru vjezdu je umistén mé-
fici detektor. Na kazdém z detektoru méfime intenzitu dopravniho proudu. Protoze vSechna
méfeni jsou pod vlivem neurcitosti (drobné poruchy a nepravidelnosti), lze intenzity spojené s
jednotlivymi detektory povazovat za ndhodné veli¢iny. Konkrétni métfeni jsou realizace téchto
nadhodnych veli¢in. Jak ndhodné veli¢iny, tak i jejich realizace lze uspotradat do vektort.

4.1.1 Nahodny vektor

Nahodny vektor X je vektor ndhodnych velicin X, Xs, -+, X,
X = [X17X27 e 7Xn]/
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Komentar k definici

Na nahodnou veli¢inu je mozno pohlizet jako na ,méfici misto” na procesu, ktery sledujeme,
ktery ve svém chovani vykazuje neurcitost a ktery se snazime poznat. V praktickém ptipadé
si mizeme predstavit napf. dopravni oblast, kterou projizdi automobily a my sledujeme je-
jich rychlosti. Je celkem logické, ze pokud je oblast vétsi, budeme se snazit métit rychlost
nejen na jednom misté, ale na nékolika mistech najednou. Pracujeme tedy nejen s jednou
nidhodnou veli¢inou, ale s celou mnozinou nadhodnych veli¢cin. Nahodny vektor piedstavuje
takovou mnozinu ndhodnych veli¢in, kterou jsme navic sefadili do uspoiradaného ttvaru - do
vektoru.

POoZNAMKA

UvaZovani vice ndhodnyjch velicin ve tvaru vektoru umozni strucny zdpis s vyuZitim maticové
symboliky. Vektor uvazujeme jako sloupcovy kvili prehlednosti dalsich vzorci (apostrof znaci
transpozici).

4.2 Rozdéleni nahodného vektoru

Rozdéleni nahodného vektoru (podobné jako tomu bylo u ndhodné veli¢iny - viz odstavec 2.2)
dava tplny popis ndhodného vektoru v pravdépodobnostnim smyslu. Tento popis se tedy se-
stava ze specifikace mnoziny, ze které pochazeji hodnoty nadhodného vektoru a z piidéleni
pravdépodobnosti prvkim piislusného borelovského pole, tedy systému riznych podmnozin
oboru hodnot ndhodného vektoru. Tyto podmnoziny jsou (podobné jako pro skalarni ndhod-
nou veli¢inu) definovany vztahem X; <z A Xo <29 A -+ A X, < .

4.3 Sdruzené, marginalni a podminéné rozdéleni

Sdruzené rozdéleni

Stejné jako pro nahodnou veli¢inu (2), tak i pro nahodny vektor X = [X1, Xy, -+, X, je
tieba definovat tplny popis. Pfi jeho definici vyjdeme z pravdépodobnosti priniku jevi (1)

a pro X budeme definovat sdruzenou distribu¢ni funkci Fx (zq, %2, - ,x,) jako pravdépo-
dobnost oblasti, na které je X; <x3 A Xo <29 A--- A X, < x,. Srovnejte s (4).

4.3.1 SdruZena distribu¢ni funkce

Pro nahodny vektor X = [Xi, Xy, -, X,]’ definujeme sdruzenou distribu¢ni funkeci jako
redlnou funkci n redlnych argumenti predpisem

Fx (x,29,- ,2,) =P (X1 <ty A Xy <o A+ AN X, < ay)
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Komentar k definici

Sdruzena distribu¢ni funkce je definovana na borelovském poli v R™ (viz odstavec 13.1). Toto
borelovské pole je generovino dtvary popsanymi nerovnostmi X; < 3 A Xy < 29 A--- A
X, <z, ze kterych je mozno pomoci operaci doplnék, sjednoceni a prinik vytvorit vSechny
potiebné podmnoziny. V piipadé jedné ndhodné veli¢iny je situace popsana v odstavci 13.1,
pro dvé ndhodné veli¢iny je obecny generujici prvek naznaceny na nésledujicim obrazku.

X2

X2

[x1,x2]

: x1 X1

Pomoci takovych ,roht”, jejich doplikt, sjednoceni a priniki lze konstruovat tsecky, ob-
délniky, pravouhlé mnohothelniky a v limitnim pfechodu prakticky libovolné plosné oblasti
a jejich sjednoceni. Bohatstvi téchto atvart, které predstavuji obrazy jevu definovanych na
sledovanych ndhodnych pokusech, naznacuje, Ze zobrazeni z mnoziny jevii do mnoziny téchto
atvari (podobné jako tomu bylo pro jednu ndhodnou veli¢inu) prakticky vzdy existuje.

Dvourozmérné rozdéleni

Obecné n-rozmérné rozdéleni nelze jednodu$e zobrazit, protoze existuje v (n + 1)-rozmérném
prostoru - kazda nadhodné veli¢cina predstavuje jednu dimenzi prostoru a v dimenzi n + 1
bychom zobrazovali vlastni distribu¢ni funkci. Proto se budeme zabyvat predevsim dvouroz-
mérnym nadhodnym vektorem X = [X;, X5|. Jeho distribuéni funkce je

Fx (z1,22) = P (X1 <21, Xy < 9),

kde ¢arka , predstavuje konjunkci A.

Hustotu pravdépodobnosti pro diskrétni resp. spojity nahodny vektor X = [X;, X5
dostaneme analogicky podle jedné ndhodné veli¢iny

82FX (Il, ZEQ)

fX = P (Xl = xl’XQ = ZEQ), resp‘ fX <x17$2) - 8([}18:52
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nebo v integralnim tvaru

Fy = Z Z fx (t1,t2), resp.,

t1<z1 t2<z2

T1 9
Fx (1, 12) = / / fx (t1,to) dtidis

Pro nezavislé ndhodné veli¢iny plati

Ix (x1,22) = fx, (1) fx, (72) .

PRIKLAD

Uvazujme nadhodny pokus, pfi kterém hézime levou rukou minci a pravou rukou kostku. S
hodem minci je spojena ndhodné veli¢ina X; s hodnotami 1 (rub) a 2 (lic) a s hodem kostkou
nadhodna veli¢ina X5 s hodnotami 1, 2, 3, kde 1 odpovida vysledku ,padne 1% 2 zahrnuje
vysledky ,padne 2 nebo 3“ a 3 reprezentuje vysledky ,padne 4 nebo 5 nebo 6“. Vysledkem
pokusu je uspotadana dvojice [X;, Xo]. Mame urcit distribu¢ni funkci ndhodného vektoru
X =[X1, Xol.

Hodnoty distribu¢ni funkce Fx (21, z2) budeme poéitat pro jednotlivé oblasti, tvorené body -
hodnotami ndhodného vektoru X = [X7, X5| vymezené nerovnostmi X; < 1 a Xy < xo. Pri
pohledu ,shora®“ bude zkoumana oblast [X;, X;] rozdélena tak, jak je ukdzano na nasledujicim
obrazku

X2

Cerné tecky predstavuji usporadané dvojice, které tvoii realizace ndhodného vektoru X.
Jsou to body [1,1], [1,2], [1,3], [2,1], [2,2], [2,3]. Pravdépodobnosti jednotlivych bodu jsou
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dény sou¢inem pravdépodobnosti jednotlivych slozek ndhodného vektoru (slozky jsou neza-
vislé):

P([l,l]):P([XlzlAng1]):P(X1:1)P(X2:1):%.%:E’
P(L2)=g P(L3)=7 P(2A)=5, P22) =g P(23) =1

Pravdépodobnosti jednotlivych oblasti, na obrazku naznacenych odliSnym odstinem nez je
pozadi a rozliSeny ¢islem v krouzku, jsou vzdy dany souctem pravdépodobnosti realizaci,
které jsou smérem vlevo a dolti od dané oblasti.

Tak pravdépodobnost piifazena oblasti (1) je 0 - protoze ,ylevo a dold nic neni“.

Oblast (2) ma pravdépodobnost %, protoze ,vlevo a doli* lezi realizace [1,1], kterd ma
pravdépodobnost 1—12

Oblast (3) ma pravdépodobnost % - % = }1, protoze ,vlevo dole* le7i realizace [1,1] a [1,2] a
pravdépodobnostmi 1—12 a %.

Dale podle stejného principu, budou pravdépodobnosti oblasti nasledujici

()= 5 P(() = 5 P((6) = 5, P((T) =1

---------------------

........

_______________________________

X1

PRIKLAD

Uvazujme dvé ndhodné veliciny X; a Xy tvofici ndhodny vektor X = [Xi, X5|. Prvni méa
hodnoty rovnomérné rozdéleny na intervalu (a, b), druha také rovnomérné, ale na intervalu
(¢,d) . Obé nahodné veli¢iny jsou nezavislé. Mame uréit distribu¢ni funkei Fy (zq,x2) .

Zadani je graficky znazornéno na nasledujicim obrazku
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X2

2]

Opét dostavame oblasti, na kterych se predpis pro distribu¢ni funkci bude lisit. Tak na oblasti
(1) bude distribu¢ni funkce nulova, protoze vSechny jeji body [x1, z2] maji ,vlevo a dole” (tj.
pro dvojice [ X X5, pro které plati X; < x; A Xy < z5) oblasti s nulovou pravdépodobnosti
- X1 < a a Xy < ¢ maji nulovou pravdépodobnost.

Déle se podivame na oblast (2). Tady mé nenulovou pravdépodobnost jak ndhodna veli¢ina
Xy, tak i X,. Dika rovnomérnému rozdéleni pravdépodobnosti obou ndhodnych veli¢in mu-
zeme Tici, Ze ¢im postoupime vice doprava a nahoru, tim bude pravdépodobnost oblasti ,vlevo
a dole“ vétsi. Konkrétné, oznacime-li aktualni bod x = [z1, 23], bude platit

1T —a Io9 —C

b—a d—c’

FX(l’l,fL'Q) :P<X1 S$1/\ XSLEQ) =

Budeme-li postupovat nahoru, narazime na oblast (3). Tady se jiz dostavame za pravou mez
nahodné veli¢iny X5 a pravdépodobnost oblasti dole bude jedna. Pro distribu¢ni funkci tedy
plati

T —a
Fx (x1,22) = bl_ 0

Obdobné to bude na oblasti (4)
Ty —c
FX (Il,flfQ) = d2—C .

Oblast (5) je jiz za hornimi hranicemi obou nahodnych veli¢in, a tedy celkova pravdépodob-
nost ,vlevo a dole* musi byt F' (xy,z) = 1.

Dostavame tedy distribu¢ni funkci ve tvaru
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pro r1 <aAzy < c
s mee pro r € (a,b) Axg € (¢, d)
Fx (xq1,29) = o= pro z; € (a,b) Nzy > d
S pro z; > bAxs € (¢,d)
\1 pro x1 > bAxy >d

Vysledek je schematicky zachycen na dal$im obrazku

...........................................

X1

PRIKLADY
1. Hod dvéma mincemi, kde R — 0 a L — 1 a mince rozliSujeme. Potom
Q= {[0;0], [0; 1], [1;0], [1, 1]}

A= {®7{[070]} ) {[07 1]} ) {[1;0]}7{[1’ ]}a
{[0;01, [0;1]}, £10; 0, [1; 0]} , {[0; O], [1; 1]}, {[0; 1], [1; 0}, {[0; 1], [15 2]}, {[15.0], [1; 1]},

{[0;0], [0;1], [1; 0]}, {[0; 0], [0; 1], [1; 1]}, {[0; 0], [1; 0], [1; 1]}, {[0; 1], [1; 0], [15 1]} , 2}

1 1 1

1
P [0; S () IR S |
[0;0] — 4,[,0]—>4,[,]—>4

— 0; 1] —
)
2. Na trech vybranych mistech v Praze sledujeme stupen dopravy s = 1 - malé zatéz, 2 -
velka zatéz. Sledovana datovéa polozka (data item) je x = [s1, s, s3] . ZméFeny vektor
dat povazujeme za realizaci ndhodného vektoru X =[Sy, Ss, S3]’. Uréete pr., 7e stupné

budou tak a tak a tak..
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3. Sledujeme provoz na vybrané fizené kiizovatce. V kazdém rameni kiizovatky je umis-
téna kamera, ktera poskytuje aktualni obraz provozu v ktizovatce a tak umoziuje mérit
délky kolon. Navic mame k dispozici fidici plany ze SSZ. Data snimame v diskrétnich
okamZicich ¢ jako 5ti rozmérny vektor - x = [q1, g2, g3, u, 2, 1], kde ... ProtoZze namé-
fend data nejsou vzdy stejna, povazujeme je za realizace vektorové nadhodné velic¢iny
X =1[Q1,Q2,Q3,Q4, Z, T, ktera piedstavuje sledovana data na kiizovatce.

Pr., ze kolony budou tak a tak a zelena bude tak a ¢as bude tak, ale nevime, kdy to
bylo zméfeno.

Marginalni rozdéleni

Uvazujme nasledujici pokus: Na n mistech dopravni sité méfime rychlosti projizdéjicich au-
tomobilii. Takovy pokus je spojen s n-rozmérnym ndhodnym vektorem jehoz slozky jsou na-
hodné veli¢iny odpovidajici jednotlivym méfenym mistiim. Tento ndhodny vektor je popsan
sdruzenou hustotou pravdépodobnosti a tato hustota obsahuje veskerou pravdépodobnostni
informaci jak o jednotlivych nahodnych veli¢inach nebo jejich skupinéch, tak i o vztazich
mezi nimi.

Nejdrive se budeme zabyvat otazkou, jak se 1ze s pomoci sdruzené hustoty pravdépodobnosti
dostat k popisu jednotlivych nadhodnych veli¢in a k popisu jejich raznych skupin. Odpovéd
na tuto otdzku dava definice marginélni hustoty pravdépodobnosti.

4.3.2 Marginalni hustota pravdépodobnosti
Uvazujme nahodny vektor X = [X1, Xy, -+, X,] acelé¢islo0 < k <n.Zindexi 1,2, --- , n

vybereme k-prvkovou podmnozinu ¢y, i, - - - , ix. Zbylé indexy budou ix41, tk12,- -, ;. Mar-
gindlni hustotu pravdépodobnosti definujeme vztahem

oo oo oo
in1,Xi27"',Xik (xi17xi27 T ’xik) = / / T / fX (231, Loy ,$n) dxik+ldxik+2 o 'd‘rin
— 0 — 00 — 00

Pro n = 2, tedy dvé ndhodné veli¢iny, je sdruzené hustota pravdépodobnosti fx (x1,x2) a ta
mé dvé dvé marginalni hustoty pravdépodobnosti

F (1) = / T (enas)dey a fy (o) = / " fx (o1, m) de

PRIKLADY

1. Jaka je pr, Ze na prvni minci padne ...
2. Jaka je pr., Zze na prvnim sledovaném misté bude stupen 1
3. Jakeé je rozdéleni pr. délek kolon (bez ohledu na zelené a ¢as) - | zejména nezavislost na

¢asu je ilustrativni pro vyklad marginaln{ hp !
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Podminéné rozdéleni

Uvazujme nahodny vektor X = [xq,x9,- -, x,] a jeho sdruzené rozdéleni fx (zq, 22, -, x,).
Jiz jsme hovorili o situaci, kdy nas zajima jen urcitd podmnozina nahodnych veli¢in, je-
jiz indexy jsme oznadili 7, 29, - -, 7. Nyni se zabyvame situaci, kdy pro vybrané veli¢iny
(i), Tiy, -+, @i, ] jsme n&jakym zptsobem zjistili jejich skutecné realizace a s touto znalosti
hledame pravdépodobnosti ostatnich, tj. rozdéleni vektoru [wikﬂ,xikﬁ, sl xln} O tomto
rozdéleni mluvime jako o podminéném rozdéleni a znacime jej takto
ink+17Xik+2,"',Xin‘XipXigu""Xik (xik+17'xik+27 c T [Ty, Ty, x%) .

Jeho vypocet ur¢uje nasledujici definice

4.3.3 Podminéna hustota pravdépodobnosti

Uvazujme nahodny vektor X = [X1, Xy, -+, X,] acelééislo0 < k <n. Zindexi 1,2, --- , n
vybereme k-prvkovou podmnozinu iy, 4o, - - - , 4. Zbylé indexy budou 41, tgyo, -, 2,. Pod-
minénou hustotu pravdépodobnosti, pii znalosti realizaci vektoru [z;,, z;,, - , ;] , definu-

jeme vztahem

ink+17Xik+2,'“,Xin|Xik+1¢k+1i1,Xi2,“' Xy, (wik+1 y Ligras """ s xzn) =
. fX(xth).” ’xn)
ink+17Xik+2,“',Xin‘XipXiQ,"',Xik (xik+17 xik+27 Ty xin’xila Ligy s xzk) .

Pro n = 2, tedy dvé ndhodné veli¢iny, je podminéna hustota pravdépodobnosti fx,|x, (z1]22)
definovana takto

fx (21, 72)
fx, (v2) ®)

Opacna podminénd hustota pravdépodobnosti, tedy pii znalosti realizace ndhodné veli¢iny
Xl je

fxix, (T1]z2) =

Ix (w1, 22)
Fo () ©)

fxo1x, (wa|m1) =

POozZNAMKA

Podminénd hustota pravdépodobnosti nahodné veliciny X, za podminky znalosti realizace nd-
hodné veliciny Xo (viz proni ze dvou piedchozich vztahi) je funkci xy - xo je zndmo a vystupuje
tedy jako konstanta. Z uvedené definice plyne, Ze tvar podminéné hustoty pravdépodobnosti
je dan tvarem hustoty sdruZené. Podminend pravdépodobnost je ale definovdna jen na cdsti
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celého zdkladniho prostoru, a to na cdsti, vymezené podminkou. Kdybychom tedy ponechals
podminénou hustotu presné stejnou jako sdruZenou (na podmnoziné vymezené podminkou) ne-
byla by splnéna podminka jednotkového integrdlu. Proto je treba sdruZenou hustotu normovat.
To je ddno jmenovatelem definicniho vztahu, konkrétné hodnotou fx, (x2) .

To, co jsme pravé popsali budeme ilustrovat na piikladé: Uvazujme pokus ,hod kostkou“ a s
nim svazanou nahodnou veli¢inu X. Na tomto pokusu definujeme dva jevy. Prvni X; ,padne
mensi nez Sest”, tj. {1,2,3,4,5} a druhy X, ,padne sudé ¢islo, tj. {2,4,6}. V nepodminéném
piipadé je P (X;) = %, P(X,) = % a pravdépodobnost kteréhokoli jednotlivého ¢isla 1---6
je %. Za podminky X, - padlo sudé, je omezeny zakladni prostor roven {2,4,6} a tedy
kdybychom ponechali kazdému ¢islu pravdépodobnost %, byla by pravdépodobnost celého
zakladniho prostoru rovna % Tvar sdruzené hustoty (tj. rovnomérnost) ponechame a hodnoty
preformujeme tak, 7e kazd4 hodnota bude mit pravdépodobnost % =2X %. Normovaci faktor
je tedy 2, coz je prave = 2, kde symbol f(X3) zna¢i P ({2,4,6}) v pivodnim

1
f(X2)
pravdépodobnostnim prostoru.

vl =

PRIKLADY

1. Jaka je pr. sudého souc¢tu, kdyz na prvni minci nepadl R?

2. Jaka je pr., ze na prvnim sledovaném misté bude stupen 1, jestlize druhé dva stupné
byly 1 a 2.

3. Jaka je pr. délek kolon, kdyz vime kdy bude méfeno a za jakého signalu SSZ.

Retézové pravidlo
Z definice podminéné pravdépodobnosti plyne

Ix (w1, 29) = fxy)x, (w2]71) fx, (21)

Tento vztah ma velice hezkou interpretaci. Rika, ze pravdépodobnost, Ze jevy x; a xo nasta-
nou soucasné (leva strana), lze rozlozit na dvé ¢asti - prvni je pravdépodobnost jevu x za
predpokladu, 7e nastal jev x; a druh& vyjadfuje pravdépodobnost toho, 7ze zkutecné jev x;
nastal.

Obecny tvar fetézového pravidla je

fx (@, zp) = f (901 Liyy " 'Iinfl) / (xin71|xi17"'$in72) o f(@ay|a) f (1)

kde jsme pro ptehlednost vynechali indexy u f a fidime se znacenim v argumentu.
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4.4 Tlustrace pro diskrétni ndhodné veliCiny

Uvazujeme méfenou intenzitu I s hodnotami ¢ € {0,1} (0 znamené do 50 aut/bmin, 1 ozna-
¢uje nad 50 aut/5min) a pozorovany stav dopravy S s hodnotami s € {1,2,3}. Z dlouhodo-
bych métend jsme ziskali tabulku sdruzenych pravdépodobnosti f; g (¢,s). S¢itanim uréime
marginaly fs (s) a f; (i)

Sdruzena hp f; s a margindly fr a fs

s |1 2 3 f1 ()
0 [018 0.15 0.14 0.47
1 013 0.18 0.22 0.53

fs(s) 1031 033 0.36

Podminéné hp dostaneme podle vzorct (8) nebo (9). Konkrétné napf.

f1.5(0,1)  0.18

fo() o031 008

frs (0[1) =

nebo
frs(0,1) 018

£100) 047 038

11 (1]0) =

Vysledné podminéné hustoty jsou v nésledujicich tabulkich, vlevo fys a vpravo fg;

fusI|S=1) fnsU]|S=2) frns{[]S=3)
1-3 0.58 0.45 0.39 0.38 0.32 0.30 fS\I (5”[ = O)
0.42 0.55 0.61 0.25 0.34 041 | fg; (S| =1)

4.5 TIlustrace pro spojité nahodné veliiny

Uvazujme hustotu pravdépodobnosti danou predpisem

f(z,y) =sin(x+2y), prozé€ (0,z>, = (0,E>

2 2
Marginaly jsou
/2 | z+2y=2z | | pat
f(x) :/ sin (x + 2y) dy = | 2dy = dz | :5/ sin (2) dz =
1 T+ 1
=75 [cos (2)], " = —5 (cos (x +m) — cos (x)) = cos (x)
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protoze cos (z + m) = — cos ().

/2 | r+2y==z | 2+ T
f(y) :/ sin (z +2y) dx = | de =dz | :/ sin (z) dz =
0 | z2=2 - 2y+7% | 2y

= — [cos (z)]ifg =— <cos (2y + g) — cos (2y)> = cos (2y) + sin (2y)
protoze cos (2y + Z) = —sin (2y).

Podminéné hustoty pravdépodobnosti jsou

_ sin(z +2y)
f (aly) = cos (2y) + sin (2y)
o) = sin (x + 2y)
f(y| ) - COS (I)

Nahodné veli¢iny X a Y nejsou nezavislé, protoze f (x,y) # f (z) f (y)!

4.6 Dvourozmérné rovnomérné rozdéleni

Uvazujeme nahodnou veli¢inu X = [X1, X5]" a jeji hustotu pravdépodobnosti
fzy,z) =k

pro z; € (a,b) a x5 € (¢,d) (viz obrazek)

" f(x1,y1)

X2

Chceme ur¢it konstantu k, distribu¢ni funkci Fl, x,, stfedni hodnotu F [X] a kovarianéni
matici C'[X].
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Konstanta k

Uréime z podminky, 7Ze integral pies (a,b) x (¢, d) je roven jedné.
1

b pd

kdxidxy = (b — d— k=r—vr7——

[ [ rande=0-0w-0 + k=G
Distribu¢ni funkce FYk, x,

Ze vztahu mezi hp a DF

Fx, x, (x1,22) = /UC1 /W f(u,v) dudv
Pocitame postupné:
1. Pro x < a nebo zy < ¢ je Fx, x, (x,y) = 0.
2. Prox € (a,b) ay € (c,d) je

P = [ [ gt gogag ), W
Y x

—C [u] :(‘T_a)(y_c)
(b—a)(d—c) ™" (b—a)(d—c)

3. Prox € (a,b) ay >dje Fx, x, (z,y) stejna, jako pro x € (a,b) ay =d

r—a
FX17X2 (xay) = FX17X2 (I>d) = b—a

4. Proxz >bay € (c,d) je podobné
y—c

FXl,Xz (.T,y) = FXl,X2 <b7 y) = d— c

5. Prox >bay>dje Fx, x,(z,y) =1

Nakreslit !!

a| b | x1
x1<a, x2<c
c |
a<x1<b x1>b
c<x2<d c<x2<d
d |
a<xi<b
2>d
X2V X
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Stfedni hodnota E[X] a E[Y]

Podle definice je

Odvozeni:

E[X]://W/X* W zn, e wn] (@0 da, - @) dayda, s, -+« dan —
Z//---/*[961f(---),$2f(---),---,mnf(---)]/l,dxz,-“,denZ

I |

xlf(xl)dxl,---/ o f (zn)dan| = [E[X)], E[Xa], - E[X,]]

X *

n

*
1

Marginala

d
)= [ o=t 10 7=

Stredni hodnota

b
E[Xl]:/ I dlL‘lz

Podobné pro x,.

Rozptyl

D)= B[] - B = [ ato i - (my (a-bp

4.7 Dvourozmérné normalni rozdéleni.

z webu (otaceni)
Uvazujeme nadhodny vektor X = [Xl,Xg]/, ktery je normalné rozlozen se stfedni hodnotou
= [p1, po) a kovarianéni matici
R _ 0'% p0'120'2 :
PO102 02
C(X1,X2)

. Urcete podminéné a marginalni rozdéleni.
D(X1)D(X2)

kde p je korela¢ni koeficient p =
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Sdruzena hp

Pro z = [z1, 1]’ je sdruZend hustota pravdépodobnosti

1 1 'l g
f<x>:%—mexp{—5<x—m R a0},

Determinant kovarianéni matice R je

|R| = o703 (1—p?)

a inverze kovarian¢ni matice je

R = ai  po1oy - _ 1 a5 —pP0102
poioy 03 otos (1 —p2) | —poroa  0f

Upravime kvadratickou formu v exponentu hustoty pravdépodobnosti

! —1
Ty — i1 o} poioy Ti— |
Ty — U2 PO102 CT% Ty — M2

_ 1 [(xl — 11)” _ 2p($1 — pi1) (22 — p12) n (72 —2M2)2] _

substituce: & = x1 — 1, & = 1o — o

1
0= 7073 |

* = — 0567 — 2p010261& + 0183] =

1 2 ) ¢2 01 o} 2
= — —9p-L -1 -
2 (1 . pg) 0'%0'% |:0-2 {51 p0_2€1€2 + 0_362

B 1 5 | o o1 o1 ? 01 ’ a3 .o _
9 (1 — p?) 0202 [02 {51 - 2P0—25152 + (PJ—2§2> - (Pa—zfz) + U—%Q}] =
2(1— p?) o2 |72 1 /)02 2 P) 0182

- (o oz m]) )
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Podminéna hp

1 1 1

a tedy stfedni hodnota je py + pZ (x5 — 1) a rozptyl (1 — p?) o7,

Marginalni hp

fx, (22) = ! 5 &XP {—%Ji% (w2 — Mz)z}

2mos

odkud stiedni hodnota je ps a rozptyl je o3.
Poznédmka

Upravy (doplnéni na ctverec), které jsme provddeéli jsou velice dileZitou vipocetni technikou
pii prdci s normdlnim rozdélenim. - - - N hp nemd primitivnd funkci, proto integrdl pri vijpoctu
margindly se dela rozkladem na podm. a marg. Tim se vlastné ziskd integrdl.

4.8 Charakteristiky nahodného vektoru
4.8.1 Kovariance

C [XlaXQ] = / . / ) (331 - ,Ul) (l’z - #2) f (551,552) dridxy

Popsat vyznam: 0 nekorelované, +velkd pozitivné a -velkd negativné korelované.

Srovnat: nekorelovanost a nezavislost.

4.8.2 Stfedni hodnota a kovarian¢éni matice.

E[Xl] D[Xl} C[XhXQ] C[X17X7L]
E[X] — E[XQ] , C[X] O[X%Xl] D[XQ] C[XQ;XR]
E[X,)] ClXn Xi] ClXnXa] -+ DX,

Pramérna délka prvni kolony; prium. délka 1. kolony za poledne, prim. délka 1 kolony pri
kratké zelené, prum. délka 1 kolony pii pii dlouhych sousednich kolonach !!! — pokazdé jiny
primér (podminény)
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4.8.3 Momenty

k—ty centralni moment k—ty obecny moment

= [ @) f @) po= [ afie)ds

a analogicky vzajemné momenty a momenty pro ndhodné vektory.

4.8.4 Kvantily a kritické hodnoty

kvantil (, kritickd hodnota z,
Ca o0
/ f(x)de =« / f(x)dr =«

4.9 Priklady

PRIKLAD 1
1
f($1,$2)zﬁ($1+$2+1> pro 1 =0,1,2; x,=0,1
RESENT:
Marginélni hustoty:
f($1>372) To=0 mp=1 f(%)
_ 1 2 1
NOEbAE I A N
N I T
. I
f(z2) £ s 1
Stredni hodnota:
1 1 7 19 4
E - 0-41--49. L 7 =
(z1) A T T T
2 3 3
E(w) = 0-241.2=2
(z2) 571575
Rozptyl:
19 .1 19..1 19.. 7 134
D _ Ay I A LD S A U
(1) O=15) 5+ =353~ 5) 5 = 553
3..,2 3.53 24
D) = (0—2PZ+(1—-2p2 =22



Kovariance:

cov(xy, x2)

Kovarian¢ni matice:

PRIKLAD 2

RESENT:

Marginalni hustoty:

Stredni hodnota:

Rozptyl:

Kovariance:

19 1 19 3
- — 200 = 2y — 1= 2
(0 15)(0 5)15 (0 15)( 5
19 3.2 19 3
B 17 W VT4 T V4
(1 15>(0 5)15 ( 15)< 5)
19 3.3 19 3
B V7 W NI ) W 6 B
+ (2 15>(0 5>15+< 15)< 5
134 _ 2
c-| % 7|
75 125
f(x1,22) = 4x129  pro  x1,29 € (0,1)

1
f(xl) /0 T1X20T2
flaa) = 2,
1
E(ZL‘l) = /I12I1d$1:
0
Bm) = 3

[Qxlxg]é =21

~—

SN~——
Gl Gle Gl

~—

_1_

_I_

|
ot v

1 1 2 2
cov(wy,xa) = / / (x1 — g)(asz — §)4x1x2d1:1:v2 =0
o Jo

Kovarianéni matice:



PRIKLAD 3

flz1,20) =21+ 22 pro x1,x9 € (0,1)
RESENT:

Marginalni hustoty:

1 1 1 1
f(x1) = / (z1 + x2)day = |:$1ZL‘2 + —x%} T
0 27, 2
flxa) = @2+ =
Stredni hodnota:

1 1 1 LT .
E(x,) = / 1 (21 + §)d$1 = {51‘? + Za:f] =3
0

7
E(Zlfg) = E
Rozptyl:
1 1
7 1 1 2 35 49 3
D = — )2 oy = | =gt — 23 — 2 - =
@) /0 (0= 3) (@ + g)dn {4% 0" " 283" T 288", T 16
3
D S
(v2) 16
Kovariance:
1 1 7 7
cov(ry,my) = /o /0 (LUl—E)(xg—ﬁ>($1+$2)d$1d$2 =
1 1
T[1 5 1, 7 7
— _ — — — —_ — —_— — d —
/0@1 12) {3x2+2x2 ($1 12) 12951%}0 T
R U C N A RO
o367t 288t 2s’T, T 144

Kovarian¢éni matice:

PRIKLAD 4

flxy,20) = ™7" pro xp,79 € (0,00)

Reseni:
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Marginalni hustoty:

fla) = /0 e T dry = e [—e‘m};o =™
flzy) = e ™

Stredni hodnota:

E(zy)

D(z3)

Kovariance:

o0 o oo e.)
/ T — 1 e 'dr, = / a:fe_xldajl - 2/ rie idry —|—/ e “'dx, =
0 0 0 0

00 2
/ x%e’xldm —1=
0

u =z u =21
[—xfeﬂl]go + 2/0 rie tdry —1=1
1

V=" p=—e ™

cov(wy,x) = / / (1 — 1)(z2 — 1)e” " 2dxyday =
o Jo

= / (I‘l — 1)6x1dI1/ ((L’Q - 1)6712d1’2 =
0 0
(o) 00 2
= (/ xe_"”dx—/ e_“’dx) =0
0 0

Kovarianéni matice:

PRIKLAD 5

Reseni:

o=[y 1]

flzy,29) =(a—1)(a—2)(14+ 21+ 22)"" pro x1,29 € (0,00), a >4
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Marginalni hustoty:

[e.e]

f(z) = /Ooo(a—1)(a—2)(1—|—:c1+3c2)_“dx2 =(a—1)(a—2) T161(1+x1+$2)1_a 0 _

= (a—1)(a— 2)&(1 —I—$1)1_a = (a—2)(1 +$1)1_a

fl@a) = (a=2)(1+wz)""

Stredni hodnota: i,
E[Xl] = / $1(a—2>(1+1’1)1_adx1 =
0

|: u = o, U/ = (1 —|—$1)1_a ‘| 1
pu— 2_(1/ pu—
W=1, v=gt (1+a) (@—3)

Rozptyl:

e 1

D[Xi] = / ri(a—2)(1+2)' ""dey — ——— =

0 (a—3)
_fu=at W=Qtn) ) Ju=z =0+t ) 2
T lu=22, (142 T T W=l o v==(1+2) ] (a—3)(a—4)
Kovariance: |

C1X1, Xy =

(X1, X2 (a—3)(a—4)

Kovarian¢ni matice:

CZ(a—3>1<a—4>H é]'

4.10 Transformace hustoty pravdépodobnosti

Hovofime-li o transformaci ndhodné veli¢iny, pak méame na mysli situaci, kdy zdrojem ne-
urcitosti je urc¢itd nadhodné veli¢ina, my se ale zajimame o jinou ndhodnou veli¢inu, kterd
je deterministickou funkci puvodni veli¢iny. Napiiklad, na vaze vazime ndhodné rizné tézké
predméty. Vaha je $patné postavena a proto vazi o 5 grami méné. Oznac¢ime-li x navazenou
hodnotu (v kg), pak spravna hodnota y (v kg) bude

y =z + 0.005 (10)

Pokud budeme navazené hodnoty povazovat za realizace ndhodné veli¢iny X, pak Y bude
rovnéz nahodné veli¢ina, definovana vztahem (10) jako funkce navodné veli¢iny X.

Nejcastéji pouzivanym popisem nahodné velic¢iny je hustota pravdépodobnosti. Budeme proto
hledat hustotu transformované ndhodné veli¢iny vyjadfenou pomoci hustota pivodni né-
hodné velicCiny.
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Transformace pomoci rostouci funkce

Je déna rostouci funkce y = h (z), kterd definuje transformaci Y = h (X). Predpokladame,
ze zname distribu¢ni funkci Fy (z) puvodni ndhodné veli¢iny X a hledame distribu¢ni funkci
Fy (y) transformované nahodné veli¢iny Y.

Plati
Fy(y) =PY <y)=Ph(X)<y)=P(X<h'(y)=Fx(h'(y). (11)

PozZNAMKA

Pro klesagici transformacni funkci plati  Fy (y) =1 — Fx (h™' (y)). Dokazle!
Ndvod: pro klesajici transformacni funkci se obraci nerovnost, tj. je-li Y < vy, pak X >
h=t(y). Potom staci uz jenom si wvédomit, jakd je pravdépodobnost dopliikového jevu.

Transformace pomoci monoténni funkce

Opét sledujeme postup pouzity v (11). V piipadé, Ze transformac¢ni funkce je klesajici, bude
% = —fx (h1(y)) dh;—;(y), ale vzhledem k tomu, Ze h je klesajici, bude také jeji inverze
klesajici a tedy jeji derivace zaporna. Formalné miizeme proto odstranit znaménko minus a
také minus z derivace (pomoci absolutni hodnoty). Dva minusy v sou¢inu daji plus a vyraz

se tak nezméni. Odvozeni je nasledujici

d d dh= (y)

fy (y) = d_yFY () = —Fx (™' (1) \d—y! = fx (' ()|

dh (y) |
dy

Regularni transformace ndhodného vektoru
Postup, uvedeny v piedchozim odstavci, mizeme aplikovat i na n-rozmérny nahodny vektor v

pripadé, ze transformujeme na novy vektor stejné dimenze. Transformace tedy probiha podle
soustavy n funkci n proménnych

i = h(v,220 1)
Y2 = ha(x1, 720 20)
Yn - hn (.Il, Lo« In)
Inverzni funkce ozna¢ime x; = hy'(y), --h;' (y), tj. + = h™'(y) a determinant jejich

parcialnich derivaci

69



onyt  ony! ony!

oY1 Y2 OYn,

ohy'  Bhy! ony!

J = oY1 Ay2 OYyn
Ohg'  Bha' . Ohx'

oy Y2 OYn

Determinant z matice J, ktery ozna¢ime |J| se nazyva Jakobian.

Transformacni vztah ma potom tvar

fr () =fx () |J]

PRIKLADY

1. Transformace normovani N (0,1) — N (u, 0?)

1 10 Y —p dr 1
—N(0,1) = Y =0X X = — =20
L) =NOD = Je ™ Y= oXen o dy o
1 _1<Y—u)21 9
= o —:N
f (@) e ? ~=N(n0%)

2. Transformace Y = X; + X,

%) y—2
Fy (y) =P (Y <vy) ://x1+:c2§y fx (21, 22) drydy I/ / fx (x1,22) dr1day

fy (y) = Aty (y) = /Oo f(y —xg,fm) dxs.

dy
Dopocitat pro fx rovnomérné na ¢tverci g &= h X g £ h nebo
exponencialni f (zq,x9) o e” %1792 pro gy, 9 > 0.

3. PRIKLAD 3. Transformace 2 x 2 - viz LaTex

Y = Xi+Xo Xi=V1-Y,
Y, = Xy Xo=»

J = det [ é _11 } =1, fy () = fx(x1,22) = fx (1 — y2,2)

fln) = /_Oo fy (y) dyz = /_OO Ix (Y1 — y2,92) dys

coz odpovida predchozimu vysledku.
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Dalsi priklady

Urcete distribu¢ni funkci transformace Y = X; + Xy pro nezavislé, rovnomérné rozdélené
néhodné veli¢iny X a X5 s hustotou pravdépodobnosti f(x) = ﬁ pro x € u =+ h.

Pocitame na zakladé definice Fy (y) = [y. fx(z)x, kde X* je oblast integrace dan podmin-
kou h(z) < y, tj. 1 + x2 < y. Pfitom obory integrace pro x jsou z1 € (u1 — h,u1 + h) a
xo € (g — h, o + h). Oblast integrace tedy bude podle obrazku

s Tg=—T1+Y
2h
2 ) 2h
X X
X X X
X X X X
| .
H1 1

Hustota pravdépodobnosti X je fx(x) = #, protoze X; X5 jsou nezavislé.

Nejprve budeme integrovat pres dolni trojihelnik, tedy s mezemi
1= (= h): (y—p2+h) a Ty = (p2 — h): (y — 71)

a tedy

y—p2+h  py—z1 1 1 y—p2+h
Fy(y) = //L /m—h 4—h2d9€2d1’1 = 4_}12/; (Y — w1 — pp+h)x, =

1—h 11 —h
| subst. y — 1 — g + h = 2|

1 y—p1—p2+2h
=72
h? Jo

pro y € (pun + pio — 2h, puy + fia).

1
2dz = —5(y — po — po + 2h)?

8h?
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Pokracujeme v integraci pfes horni trojihelnik. Meze integrace jsou
= (y—p2—h): (1 +h) a Ty = (y— 1) (g2 +h)

Budeme pocitat P(Y > y) a tedy bude F(y) =1— P(Y > y).

ui+h p2+h 1 1 pit+h
Fy(y) =1- / / —dl‘gdl'l = W/ (,UQ + h — Y+ xl)dxl
Yy Yy Y

—p2—h Jy—mx; —p2—h
| subst. y — x1 — ps + h = 2|

1 p1t+p2+2h—y 1 )
4n? J, caz Sh2 (y — p1 — po )
pro y € (p1 + iz, p + pio + 2h)

Dalsi priklad:

Urcete hustotu pravdépodobnosti fy(y) pro funkci Y} = ﬁ,}@ = X; + X, jestlize
fx(z1,m9) = €7™17%2 a xy, 29 > 0.
Meze pro Y jsou y; € (0,1) a y2 > 0.
Inverzni funkce: z1 = y1y2 a T2 = Yo — Y1Yo.
Jakobian

o0z o0z

dy1 Oys Y2 Y1

il I = Y2
Ozy  Dxp —yy 1 —
Oy1  Oy2 Y2 h

Hustota Fy tedy bude

Iy (W) = fx(hyz, yo — niy2)|J| = yoe 2.

pro y1 € (0,1) a yo > 0.

4.11 Operatorovy pocet se stiedni hodnotou

V piedchozich kapitolach jsme definovali charakteristiky ndhodné veli¢iny a ndhodného vek-

jejich definice
Stredni hodnota:
BIX) = [ f (@) do, (12)
X

Rozptyl:
D[X] = E[(X - E[X))]. (13)
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kde fx -dxr znamena ffooo -dz pro spojitou ndhodnou veli¢inu a ) pro diskrétni nahodnou
veli¢inu.

Protoze se s témito charakteristikami pomérné ¢asto pracuje, vyplati se (pro stru¢nost za-
pisu) odvodit operatorovy pocet, kde pracujeme s operatory F || a D [-] a pouZivame pro né
pravidla, odvozené na zakladé definic (12) a (13). Pravidla uvadime déle, jejich odvozeni je
v Dopliku 13.3.

Uvazujeme nahodné veli¢iny X, Y a ¢isla a, b. Potom plati

1. Efal =a

2. Ela+ X|=a+ E[X]

ElaX] = aF [X]
EX+Y]|=E[X]+E[Y]

ElaX +bY] =aFE [X]+bE[Y] linearita
ale E[XY]#E[X]E[Y], E[X} #E[X]

al =0
a+ X]

3.
4.
5.

X+Y]|=D[X]|+D[Y] proX,Y nezavislé !
[aX +bY]=a’D[X]+*D[Y] pro X,Y nezavislé !

<

PRIKLADY
Uvedeme dva priklady vyuziti operdtorového poc¢tu k odvozeni statistickych vztaht

Vypocetni vzorec pro rozptyl

DIX]= E[(X - E[X])*] = E[X?] - E[X)

Pro X; kde E[X;] = pa D[X;] =02 Vi=1---n, X; nezavislé plati

E[X|=FE

1 n
E;Xz] =p

D [X] :D[%;:Xi] :%2
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5 Nahodny vybér

Hlavnim tkolem statistiky je rozbor dat, ktera vykazuji ndhodné kolisani. Jedna se vétSinou
o data méfena na urcitém procesu za ucelem (lepsiho) poznéani tohoto procesu. Nap¥. méfime
hustoty a intenzity dopravniho proudu na nékolika mistech urcité dopravni oblasti, abychom
byli schopni (1épe) fidit dopravu v této oblasti.

5.1 Pojem nidhodného vybéru

Zkoumany proces chapeme jako ndhodnou veli¢inu s ur¢itym, ndm nezndmym (nebo ne plné
znamym), rozdélenim a méfend data jako realizace této nahodné veli¢iny. Pro jednoduchost a
lepsi predstavu se pii vykladu omezime na nejbéznéjsi druh procesu, ktery nazveme zaklad-
nim statistickym pokusem a ktery spociva v dotazu vybrané jednotky z dané mnoziny
jednotek na urcitou véc. Mnozinu vSech odpovédi nazveme soubor a podmnozinu ziskanych
odpovédi nazveme vybér.

Napriklad sledovani spotfeby automobili uréitého typu, vyrobené v daném roce a pii na-
jeti 5000 km. Souborem jsou spotieby automobilii vyrobenych v daném roce. Vybérem jsou
spotieby sledovanych automobilii. Dotaz je symbolicky nazev pro zméreni spotieby auto-
mobilu. Jednotka je automobil, vyrobeny v daném roce (prvek souboru). Mnozina spotieb
v8ech automobilt z daného roku je soubor a podmnozina spotieb sledovanych automobili)
je vybér.

Abychom ziskali objektivni informace o zkoumaném procesu, je tieba, aby vybér dotazova-
nych jednotek byl nezavisly.

Napriklad zjistujeme-li primérné stari automobild, je nesmyslné omezit se na autobazary.

Jestlize vybér, tj. sérii dotazi, opakujeme, dostaneme jiné odpovédi. To je dano tim, Ze
dotazy jsou adresovany nahodné a pii dalsim vybéru zahrneme jiné jednotky. Abstraktné
Ize definovat ndhodny vybér jako uspofadanou mnozinu (vektor) ndhodnych veli¢in, jejiz
realizaci dostaneme jednu konkrétni realizaci vybéru — ¢iselny vektor.

5.1.1 Nahodny vybér

Néhodny vybér X = [X;, Xo,...,X,] je vektor nezavislych a stejné rozdélenych na-
hodnych veli¢in. ¢islo n se nazyva rozsah vybéru. Vektor realizaci nahodnych veli¢in x =
[1, xa,...,x,] nazveme realizaci ndhodného vybéru.

Jedna z typickych tuloh statistiky je odhad stfedni hodnoty souboru, pricemz predpokladame,
7e typ rozdéleni souboru je znamy. Odhadujeme jeden z jeho parametri — stiedni hodnotu.
O té vypovidaji vSechna data ndhodného vybéru. Je proto uziteéné znat rozdéleni celého
nadhodného vybéru.
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5.1.2 Distribuéni funkce ndhodného vybéru

X = [Xy, Xy, ..., X,] je ndhodny vybér a F(x;), i = 1,2,...,n je distribu¢ni funkce, uréu-
jici rozdéleni jeho slozek. Pak distribu¢ni funkce ndhodného vybéru H(z) je rovna soudinu
distribuc¢nich funkci jeho slozek

H(x) = H(xy,29,...,2,) = F(x1)F(x2) ... F(x,).

Tvrzeni plyne pfimo ze skutec¢nosti, Ze slozky ndhodného vybéru jsou nezavislé a distribu¢ni
funkce nezavislych nahodnych veli¢in je rovna soucinu jejich distribu¢nich funkei.

5.2 Charakteristiky vybéru

Realizace ndhodného vybéru je datovy soubor. Ten lze popsat pomoci charakteristik popisné
statistiky. Témito charakteristikami lze popsat i ndhodny vybér, s jednou diilezitou odlisnosti.
Charakteristiky datového souboru jsou konstanty (napi. pro stiedni hodnotu plati: se¢tu-li
dana ¢isla odpiedu nebo odzadu, dostanu vzdy totéz). Charakteristiky nahodného vybéru
jsou nadhodné veli¢iny. Nahodnost zde vznika vzhledem k opakovanym vybérim. Provedeme-
li prvni vybér a spo¢teme charakteristiku (napf. prumér) této realizace, dostaneme ¢islo.
Dalsi vybér poskytne novou realizaci a protoze je ndhodny, budou v ni jina ¢isla. Proto i
charakteristika (priumér) bude mit jinou hodnotu. Tedy: kazdy vybér da jinou realizaci a jinou
hodnotu charakteristiky — realizaci charakteristiky ndhodného vybéru, kterd je ndhodnou
veli¢inou.

Rizné charakteristiky ndhodného vybéru budou dale velmi dilezité. Kazda zkoumana vlast-
nost bude mit svou charakteristiku, které budeme fikat statistika. Protoze statistika je né-
hodna, ma své rozdéleni (hustotu pravdépodobnosti statistiky). Ta je zdkladnim nastrojem
pro veskerd odvozeni klasické statistiky.

Nejprve se podrobnéji podivame na nejznaméjsi charakteristiku vybérovy primér, v pristi
kapitole si pak uvedeme dalsi zakladni charakteristiky a jejich vlastnosti.

5.2.1 Vybérovy pramér

Pro vybér X = [X1, Xs,...,X,] ze spojité ndhodné veli¢iny X se stiedni hodnotou p a
rozptylem o? je vybé&rovy pramér definovin vztahem

— 1
X=-) X, (14)
Komentar k definici

1. V&imnéme si, ze ve vzorci pro vybérovy prumér figuruji velkd pismena. Neni to tedy
primér z ¢isel, ale formalné zapsany primeér z ndhodnych veli¢in.
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5.2.2 Charakteristiky vybé&rového priméru

Pro vybérovy prumeér, jako ndhodnou velicinu, uvedeme jeho stfedni hodnotu a rozptyl. Jsou
to vlastné charakteristiky definované na charakteristice vybérovy prumér. Tyto charakte-
ristiky se pocitaji pro vSechny mozné hodnoty vybérového pruméru. Zavisi proto na vSech
realizacich souboru. Jsou to tedy jiz konstanty (diikladné rozmyslet).

PRIKLAD

Uvazujme soubor s hodnotami {1,2,3} a vybér z tohoto souboru o rozsahu n = 2. V8echny
mozné vybéry jsou uvedeny jako sloupce nasledujici tabulky

mozné 1 1 1 2 2 2 3 3
vybéry 1 2 3 1 2 3 1 2 3
vyb. priméry [1 15 2 1.5 2 25 2 3

Jestlize zprumérujeme vSechny vybérové priméry, dostaneme stiedni hodnotu vybérového
praméru. Zde je to 2.

St¥edni hodnota vybérového priiméru X je rovna stiedni hodnoté souboru E[X] = u

— 1 & I 1 < 1
R D S B S S

Rozptyl vybérového priméru X je roven rozptylu souboru D[X] = ¢2, délenému rozsahem
vybéru n

2

2 — | = , = 1= —no? = —
s%=D[X]=D [n ;1 X,] n2D [;1 XZ] 3 ;1 D[X/] il - (16)

nezavislost

5.2.3 Rozdéleni vybérového priméru

Pro vybér z ndhodné veli¢iny s normélnim rozdélenim N(u,o?), nebo pro dostatecnd velky
vybér (viz Centralni limitni véta) plati

X ~ N(E[X], D[X]) = N(u, 0% /n)

tj, vybérovy primér méa norméalni rozdéleni se stfedni hodnotou p a rozptylem o2 /n.
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5.2.4 Vybérovy rozptyl

Pro vybér X = [Xj, Xy,..., X,] ze spojité ndhodné veli¢iny X se stiedni hodnotou p a
rozptylem o? je vyb&rovy rozptyl definovin vztahem

g2 1 d (X —X) (17)

5.2.5 Vybérovy podil

Pro vybér X = [X1, X, ..., X,] z alternativni ndhodné veli¢iny X se souborovym podilem
7 je vybérovy podil definovin vztahem

b= 0 (18)

kde nt je pocet priznivych pokusi ve vybéru a n je rozsah vybéru.

5.3 Typy tloh s ndhodnym vybérem

Vybérovy priumér je nejznaméjsi, ale zdaleka ne jedinou charakteristikou vybéru. Nyni uve-
deme ty charakteristiky, které¢ budeme dale nej¢astéji pouzivat. Mohou se tykat jednoho nebo
dvou vybéri.

Jeden nahodny vybér
Uvazujeme vybér z jednoho rozdéleni, napt. zjistujeme staif ndhodné vybranych automobili.
Budeme sledovat tii zakladni charakteristiky ndhodného vybéru: vybérovy primér, rozptyl

a podil. Protoze je vybér ndhodny, jsou i tyto charakteristiky ndhodné a kazda z nich méa
své rozdéleni.

5.3.1 Vybérovy primér pii zndmém rozptylu souboru

Normovany vybérovy primér z normélniho rozdéleni N(u;0?), nebo dostatecnd velky vybér
z libovolného rozdéleni se stiedni hodnotou p a rozptylem o2 je

Z=%1/n ~ N(0,1) (19)

a mé normované normalni rozdéleni N(0;1).
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5.3.2 Vybérovy primér pit nezndmém rozptylu souboru

V pripadé neznamého rozptylu souboru, ze kterého je vybér pofizen, se neznamy rozptyl
odhadne pomoci vybérového rozptylu.

Normovany vybérovy primér je definovan

t=221/n ~Stn—1) (20)

a mé Studentovo rozdéleni s n — 1 stupni volnosti.

5.3.3 Vybérovy rozptyl

Normovany vybérovy rozptyl je definovan vztahem

X2 = =05 Chi2(n —1) (21)

o2

a mé rozdéleni rozdéleni x? s n — 1 stupni volnosti.

5.3.4 Vybérovy podil

Normovany vybérovy podil je

Z= i ~ N (22)

a ma piiblizné normélni normované rozdéleni N(0; 1). To plati pro np > 5 a zaroveii n(1—p) >
o.

Dva ndhodné vybéry

Uvazujeme dva vybéry, tj. dvé ndhodné veli¢iny, které chceme zkoumat. Napiiklad méfime
nahusténi prednich pneumatik u ndhodné vybranych automobili. Tlak v levé pneumatice je
realizaci prvni ndhodné velic¢iny, tlak v pravé je realizaci druhé ndhodné veli¢iny. Charak-
teristikami budou opét primér, rozptyl a podil a vztahuji se na rozdil obou ndhodnych
veli¢in. Predpokladame, ze rozptyl rozdéleni neni zndm a je nahrazen vybérovym rozptylem.

Znagime: xy,To VYbEry, ni,ny rozsahy vyberi, p, po stiedni hodnoty vybért a o, 03 roz-

ptyly vybéru.

Rozdil dvou vybérovych priméri pri shodniych rozptylech
(n1 —1)S} + (no — 1)S3

n1+n2—2

b — X1-Xo—(pm—p2) St(n N 1) : §2 —

23
Spa/1/n1+1/n2 (23)
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a ma Studentovo rozdéleni s n — 1 stupni volnosti.

Rozdil dvou vybérovijch priméri pii rizngch rozptylech

=2 Xolnom) gy 1) (24)

\/Sf/nl—&—S%/ng

a mé Studentovo rozdéleni s § stupni volnosti, kde

2 2 2
5 . (kl + ]CQ) k‘ . S1 k’ . So
- k2 k2 1 — 2 —
L4 2 s N9

ni—1 no—1

Rozdil dvou vybérovich priméri pit pdrovich vijbérech

t=D2om) e Stn - 1) (25)

kde D = X; — X5, D je vybérovy primér a Sp vybérovy rozptyl ndhodného vektoru D.

— 1< 1 —
Di=X;—Xa; D=-) Dy b= > (D; - D)
i — X2 w2 Sp= "7 Z’:1( )

Tato charakteristika ma Studentovo rozdéleni s n — 1 stupni volnosti.

PRIKLAD
Sledujeme nahusténi prednich pneumatik u osobnich automobili. U kazdého auta zméiime
tlak v levé pneumatice (prvek vybéru 1) a v pravé pneumatice (prvek vybéru 2). Tedy, pro

kazdy objekt (automobil) méfime dvé vlastnosti (pravou a levou pneumatiku). Tak dosta-
neme parové vybeéry.

POZNAMKA
Pdrovy rozdil vijberovijch prumeri dostaneme tak, Ze odecteme poloZky jednotlivijch viybéri,

tak dostaneme vgbér D a z ného sestavime obyéejny normovany vybérovy primeér (20).

Podil dvou vybérovych rozptyli

F=%% ~F(ny—1ny—1) (26)

Tato charakteristika mé& F' rozdéleni s n; — 1 stupni volnosti pro Citatele a ny — 1 stupni
volnosti pro jmenovatele.

Rozdil dvou vybéroviych podilid p, a p, pro dvé alternativni rozdéleni s podily 7 a 7 je

_ _ p1—p2—(m—m) ~ .
Z= \/W1(1*W1)+ﬁ2(1*7r2> N0 1) (27)

ni n2

a mé piiblizné normalni rozdéleni N(0;1).
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6 Bodové odhady a jejich vlastnosti

6.1 Statistika

Vybér potizujeme proto, abychom se (vice) dovédéli o souboru, ze kterého jsme vybér pofidili.
Zde se soustredime na situaci, kdy zname rozdéleni souboru az na jeden nebo vice parametrii.
Napr. vime, Ze rozdéleni souboru je norméalni, ale nezndme jeho stfedni hodnotu, pifipadné
i rozptyl. Z vybéru se snazime hodnoty téchto nezndmych parametri odhadnout. Predpis,
pomoci kterého z vybéru vypoc¢teme hodnotu neznamého parametru se nazyvé statistika.
V souladu s tim je i nasledujici definice.

6.1.1 Statistika

Statistika 7' = T'(X) je funkce vybéru X.

Komentar k definici

1. Statistika urcend pro odhadovani se nazyva odhadova statistika, pro testovani tes-
tova statistika.

2. Definice nefika nic o tom, jak statistiku volit vzhledem k jejimu cilovému vyuziti (odhad,
test). Jeji vhodnost ¢ nevhodnost budeme zkoumat pozdéji.

6.2 Bodovy odhad parametru rozdéleni
6.2.1 Bodovy odhad

Sledujeme rozdéleni s hustotou pravdépodobnosti f(z; ) s neznamym parametrem 6. Provedli
jsme realizaci ndhodného vybéru o = (xq, x9, ..., z,) z tohoto rozdéleni a definovali statistiku
T(X). Bodovy odhad 0 parametru @ pro realizaci ndhodného vybéru x je hodnota statistiky
T s dosazenou realizaci nidhodného vybéru x

0 =T(x)
Komentar k definici

1. Pro kazdou novou realizaci vybéru obdrzime jiny bodovy odhad. Odtud je zfejmé, ze
bodovy odhad nemiize dat iplné presnou hodnotu parametru.

2. Vlastni volbu statistiky jsme zatim nechali stranou. Lze pro ni pouzit metodu momentt
nebo maximalni vérohodnosti, o které se zminime. Statistiku je také mozno volit heu-
risticky, potom je vS8ak tieba ovérit jeji vlastnosti.
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6.2.2 Priklad

Odhadujeme parametr stfedni hodnotu p. Provedli jsme vybér
x=A{x,29,...,x,} ={3,5,2,4,5}.

Protoze vime, 7e stfedni hodnotu si lze pfiblizné predstavit jako prumér vSech moznych
realizaci, usoudime, Ze jejim vhodnym odhadem bude aritmeticky prumér = = % Yo . Po
dosazeni realizace vybéru dostaneme T = 19/5. Vlastnosti zvolené statistiky je vSak tieba
overit (viz dale).

6.3 Vlastnosti bodovych odhadi

Vlastnosti bodového odhadu 6 vypovidaji o vhodnosti pouzité statistiky 7"k odhadu hodnoty
parametru 0. Uvedeme tii vlastnosti: nestrannost, konzistenci a vydatnost.

6.3.1 Nestrannost

Statistika T poskytuje nestranny bodovy odhad parametru 6, jestlize jeji stfedni hodnota
se rovna tomuto parametru

E[T] =0 (28)

Komentar k definici

1. Stfedni hodnotu E[T] je tfeba chéapat jako ,pramérovani pres v8echny mozné vybéry.
Jestlize bychom chtéli naznaédit vypocet této stfedni hodnoty, bylo by tfeba postupovat
takto: provedeme prvni vybér, spo¢teme bodovy odhad, provedeme druhy vybér a opét
spoc¢teme bodovy odhad, atd. Po provedeni vS§ech moznych vybért udélame priameér ze
vSech jednotlivych bodovych odhadii. To je hledané stfedni hodnota.

2. Nestrannost ik, ze odhad je ,v pruméru“ (rozumime pfes vSechny mo7né vybéry)
presny.

6.3.2 Priklad

Ovérime nestrannost vybérového primeéru vzhledem ke stiedni hodnoté. Mame dokazat, ze

plati E[X] = u. Dosadime definici vybérového priméru a manipulujeme s operatorem stiedni

hodnoty
%ZXZ»] = %ZE[XZ-] = %Zuzu
=1 i=1 i=1

Vychyleni bodového odhadu B(6) je definovano jako rozdil mezi stfedni hodnotou statistiky
a odhadovanym parametrem

E[X|=E

B(0) = E(T) — ¢ (29)
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POozZNAMKA

7 definice nevychylenosti primo plyne, Ze je-li statistika T’ pro odhad parametru 6 nevychijlend,
pak vychgleni B(0) je nulové.

6.3.3 Konzistence

Statistika 7' dava konzistentni bodovy odhad parametru 6, jestlize pro rostouci rozsah
vybéru se hodnota statistiky (v pravdépodobnosti) neomezené blizi skute¢nému parametru

lim, oo P(|T — 0] <€) =1, Ve>0 (30)

Komentar k definici

Tato vlastnost je limitni. Lze ji sledovat jen pfi zvétSujicim se rozsahu vybéru — napf. zmé-
fime 10 hodnot, pak 100, atd.

Kriterium konzistence

Odhad je konzistentni, jestlize je

— asymptoticky nestranny,
— jeho rozptyl jde k nule s rozsahem vybéru jdoucim k nekonec¢nu.

PRIKLAD

Ovétrime konzistenci vybérového priméru vzhledem k odhadu stfedni hodnoty. Pro dikaz
vyuzijeme CebySevovu nerovnost, kterou zapiSeme pro vybérova prumér a stiedni hodnotu

0,2

PIX —pul<e)>1— —
(X —pl<e)>1-—

Protoze limnﬁoog—; = 0, je odhad konzistentni.

6.3.4 Vydatnost
Pro dvé nestranné statistiky 7" a U definujeme jako vydatnéjsi tu z nich, kterd ma mensi
rozptyl

D[T| < D[U] = T je vydatné&jsi nez U (31)
6.4 Konstrukce bodovych odhadi
Rekli jsme co je bodovy odhad a jaké u ného sledujeme vlastnosti. Nyni se budeme vénovat

otazce, jak lze takovy odhad zkonstruovat. UkdZeme dvé zakladni metody pro konstrukei
statistiky, vhodné pro odhad daného parametru.
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6.4.1 Metoda momentu

Tato metoda je velmi jednoduché, obecné v8ak nedava piili§ kvalitni vysledky. Spociva v
porovnéani obecnych (nebo centralnich) momenti souboru a vybéru. Podle toho, kolik para-
metri odhadujeme, tolik momenti musime porovnat. Momenty souboru poc¢itame s pomoci
hustoty pravdépodobnosti souboru f(z,6). Budou tedy obsahovat neznamy parametr 6. Vy-
bér je mnozina zméienych hodnot. Moment vybéru bude tedy ¢islo. Porovnanim momenti
ziskdme rovnice kde neznamé budou odhadované parametry. Z nich odhad vypocteme.

Budeme odhadovat neznamy parametr ¢ exponencidlniho rozdéleni s hustotou pravdépodob-
nosti f(z,0) = dexp{—dz}, 6 >0, z € (0,00) z vybéru z = [z, xa, ..., Tp].

Protoze odhadujeme jediny parametr, sta¢i porovnat prvni momenty, tj. stfedni hodnotu
souboru (exponencialniho rozdéleni) a vybérovy primeér zméfeného vybéru.

Stiedni hodnota souboru je

E[X] = /Oooxf(x,é) dx = /Ooox5exp{—5:z:}dx =1/0.

Vybérovy prumér je
n
1 o
T=— E x; = Cislo.
n -
=1

Porovnanim dostaneme ]
S=7 = 6=
)

kde symbolem ) jsme oznacili bodovy odhad parametru 0.

Y

Sl

6.4.2 Metoda maximalni vérohodnosti

Odhad pro obecné rozdéleni

Tato metoda dava velmi kvalitni vysledky a je ¢asto pouzivana. Pro normalni rozdéleni sou-
boru je ekvivalentni s metodou nejmensich ¢tverci, o které budeme mluvit v regresni analyze.
Metoda je zaloZena na minimalizaci tzv. vérohodnostni funkce nebo jejim logaritmu (coz
je totéz— proc?).

Vérohodnostni funkce

Pro rozdéleni s hustotou pravdépodobnosti f(z, 0) a realizaci ndhodného vybéru z = [z1, xa, . .., y)
definujeme vérohodnostni funkei £,,(6) vztahem

Maximalné vérohodny odhad
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Maximalné vérohodnym odhadem parametru 6 rozdéleni f(x, ) nazveme odhad 6 0*, ktery
maximalizuje (logaritmus) vérohodnostni funkce, tj. plati

InL,(0) >1InL,(0), Voeb* (33)

kde 6* oznacuje mnozinu vSech pripustnych hodnot parametru 6.

Obecny postup pfi urc¢eni maximalné vérohodného odhadu je nasledujici:

1. Sestavime vérohodnostni funkci tak, ze nasobime hustoty pravdépodobnosti souboru a
do kazdé dosadime za x jeden prvek vybéru x;.

2. Je-li to vyhodné, vérohodnostni funkci logaritmujeme. Protoze fada rozdéleni ma hus-
totu pravdépodobnosti ve tvaru exponencialy, byva logaritmus uzite¢ny pro zjednodu-
Seni soucinu. Neni vSak nutny.

3. Hleddme maximum logaritmu vérohodnostni funkce. V jednoduchém piipadé napi. po-

vvvvvv

Bod, kde lezi maximum je maximéalné vérohodny odhad.

Odhad pro exponenciilni t¥idu rozdéleni

Exponencialni tiida rozdéleni - fekneme, Ze hustota pravdépodobnosti patii do exponencialni
tridy, jestlize je mozno ji zapsat ve tvaru

f(x,0) = exp{Q(0) U(x) + R(0) + V(x)}, (34)

kde @, R jsou funkcemi jen 6 (ne z) a U,V jsou funkcemi jen x (ne 6).

Alternativni rozdéleni je z exponencialni tiidy, nebot plati
fla,m) =71 —m)' ™" = exp{log(n*(1 — m)'7*)} =
= exp{zlog(m) + (1 — z)log(1 — m)} = exp{[log(m) — log(1 — 7)] = + log(1 — 7)}.
Zde plati: Q = log(mw) —log(1 —m), U=z, R=log(l—m), V =0.

Je-li rozdéleni z exponencidlni tiidy, dostavame nésledujici jednoduché feSeni tlohy maxi-
malné vérohodného odhadu.

Max. vér. odhad pro exponencialni tiidu

Pro rozdéleni s hustotou pravdépodobnosti f(x,0) = exp{Q(0) U(x)+R(0)+V (x)} a realizaci
vybéru x = [x1, 29, ..., x,] je extrém logaritmické vérohodnostni funkce dén FeSenim rovnice

Q'(0) S(x) +n R'(6) =0,
kde @', R’ jsou derivace podle 6 a S(z) =37, U(z;).

Aby nalezeny extrém byl maximum, musi byt jesté splnéna nerovnost

Q"(0)S(x) +nR" <0.
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Dukaz:

Vérohodnostni funkce je

= Hexp{@(@) U(x;) + R(0) 4+ V(x;)} = exp {Z(Q(9> U(xi) + R(0) + V@z))} =

i=1

= exp {Q(G) Z U(x;) +nR(0) + Z V(xl)} :

Tento vyraz logaritmujeme a se zavedenym znacenim dostaneme
log L£,,(0) = Q(0)S(z) + nR(0) + Z V().

Po derivaci podle 0 posledni vyraz zmizi. Anulovanim derivace dostavame podminku pro ex-
trém. Podminka pro maximum je zaporna druhé derivace.

PRIKLAD
Metodou maximalni vérohodnosti urcete odhadovou statistiku pro parametr 7 alternativniho

rozdéleni.

UvaZzujeme alternativni rozdéleni, jehoZ exponencialni tvar jsme jiz odvodili (viz p¥iklad k
(34)) a zjistili jsme, ze plati Q = log(w/(1—m)), U=z, R=1log(l—m), V =0. Abychom
mohli pouzit prislusné vzorce, potiebujeme jesté spocitat funkci S a jeji derivace.

S = Z?:1 T, =nT, Q = W(ll_w)a Q" = 7T2271r 71r)2 R = _ﬁa R" = _(1_1702

Podminka extrému

U
=N
Il

Sl

Q'S—i—nR':;nE—n =0
T

Podminka maxima (s dosazenym odhadem T = 7)

21 —1
21— 7)?

. 1 .
n’/T—TLm<O = a<1

coz je vzdy splnéno, nebot m = 1 je patologicky piipad.

7 Intervalové odhady

7.1 Pojem intervalu spolehlivosti

V minulé kapitole jsme se zabyvali bodovym odhadem nezndmého parametru souboru. Tento
odhad zkonstruujeme tak, Ze (i) zvolime odhadovou statistiku, (ii) ovéfime jeji vhodnost
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vzhledem k odhadovanému parametru, (iii) dosadime realizaci vybéru. Hodnota statistiky s
dosazenym vybérem je bodovy odhad.

Bodové odhady poskytuji hodnotu odhadu parametru, ale nefikaji nic o jeho ptesnosti. Ta je
zahrnuta v intervalu spolehlivosti - tj. intervalu, ve kterém lezi neznamy parametr s danou
pravdépodobnosti. P¥esnost (nebo neurcitost) odhadu je dana sitkou intervalu.

7.1.1 Interval spolehlivosti

Interval I, = (0p, 0y ) nazveme a-interval spolehlivosti pro parametru 6, jestlize plati

Plel,)=1-a. (35)
Komentar k definici

1. Interval spolehlivosti budeme zkracovat IS.
2. 1, se také nazyva 100(1 — a)-procentni interval spolehlivosti, tj. 0.05-IS je 95% IS.

3. Pokud je —oo < 0p a 0y < o0, tj. I,je zdola i shora omezeny, hovofime o oboustran-
ném IS. Je-li 0p = —0, tj. I, = (—00,0y), jedna se o pravostranny IS, pro 0y = oo,
tj. I, = (0p,0) jde o levostranny IS.

Uvedena definice ik pouze co interval spolehlivosti je, nikoliv jak ho ur¢ime. Pro konstrukei
intervalu spolehlivosti se budeme opirat o bodové odhady, coz jsou hodnoty statistiky po
dosazeni konkrétni realizace vybéru. Statistika pfedstavuje urcité “kukatko”, pres které ne-
znamy parametr sledujeme. Jaké kukitko vezmeme, tak neznamy paramertr vidime. M&-li
statistika velky rozptyl, vidime paramtr s velkymi chybami. Je-li statistika vychylena, vidime
jeho polohu polohu posunutou.

PozZNAMKA

V jednoduchich pripadech, kterymi se zde zabyvame, tj. odhad stFedni hodnoty, rozplylu a
podilu, vychdzi odhadovad statistika jednoznacne. Ve sloZitéjsich pripadech muZe byt situace
komplikovanéjsi a zdvislost bodového odhadu na volbé statistiky je treba si uveédomit.

Odvozeni IS piimo z definice neni mozné. Parametr 6 je neznamé ¢islo, které “pozorujeme”
pouze pies hodnoty statistiky. Musime proto vzit na pomoc vhodnou statistiku. Tou je pravé
statistika pro konstrukci bodového odhadu.

Podle definice (35) mame ur¢it interval I,,, ve kterém bude lezet neznamy parametr 0 s prav-
dépodobnosti 1 — a. Tento pozadavek vyjadiime priblizné jako interval, do kterého teoreticky
padne (1 —«) x 100% v8ech bodovych odhadi. Tento novy pozadavek muzeme vyjadiit vzta-
hem
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P(T(X)el,)=1-aq,

kde T' je zvolena odhadova statistika a X je ndhodny vybér, ktery jsme zapsali ve tvaru
nadhodného vektoru abychom zdtraznili jeho potencidlni opakovani.

Podle tohoto nového vyjadieni lze také konstrukei intervalu spolehlivosti provést. Pro nej-
jednodussi piipad ji budeme ilustrovat v nasledujicim ptikladé.

PRIKLAD

Urcete 95% IS pro stifedni hodnotu p normalniho rozdéleni s rozptylem o2 = 1 na zakladé
realizace vybéru o rozsahu n = 100 s realizaci vybérového pruméru jako statistiky 7 = 3.7.

Podle pozadavkii na IS musi platit

Plup <X < pg)=1-a.

Normujeme
P(C% < 5) =1—«
a v argumentu vyjadiime p a pouzijeme vztah (e = —zg, zaroveil za vybérovy prumér
dosadime jeho realizaci
—2g <X—-p< za = X —

N 7 g

Upravenou podminku dosadime zpét

\/_

P(X — za \/_

<u<X—|—z )zl—a

Podle definice a s dosazenou realizaci vybérového priumeéru dostavame IS ve tvaru

_ g  _ g
[a:(:p—z% T+ za )

nebo v jiném zapisu

=T =*£ 2a .
I s
Na obrazku je hustota pravdépodobnosti bodového odhadu, tj. vybérového priméru, a na ni
jsou vyznaceny pifslusné pravdépodobnosti, vymezujici pravdépodobnost 1 — «. Hranicemi
intervalu (v normované oblasti) jsou kvantil —za a kritickd hodnota z« . Jestlize tyto hrani¢ni
body “odnormujeme”; dostavame piimo interval spolehlivosti.
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Konkrétné, po dosazeni zadanych hodnot,

a =0.05/2 = 0.025; T = 3.7, o=1; n = 100; za = 1.96 (z tabulek)

dostavame interval spolehlivosti ve tvaru

1 1
Ipos = (3.7 — 1—01.96; 3.7+ 1—01.96) = (3.504; 3.896).

POZNAMKA

V predchozich yivahdch jsme pouZivali ndzvy normovand a nenormovand oblast. O normovdnt
a “odnormovdni” ndhodné veliciny jsme 712 mluvili v pravdépodobnosti. Pripomenme. Pro
ndhodnou velicinu X se stiedni hodnotou i a rozptylem o* uréime normovanou velicinu Z

pro niZ plati E[Z] =0 a D[Z] = 1. Vzorec pro odnormovdni dostaneme vyjddirenim X

X =07+ p.
Pro wijbérovij primér X se stiedni hodnotou p a rozptylem "—: maji predchozi vzorce tvar
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7 =

X—,u — o -
X=—7
> N Jn +u

Vijznam téchto uprav je ndsledugjici: nenormovand oblast je z redlného svéta. Naptiklad kdyz
sleduji rychlost projizdéjicich automobilii a nazvu ji X, pak X € (40, 120) znamend, Ze sku-
tecné vybirdm rychlosti mezi 40 km/h a 120 km/h. Nevghodou ale je, Ze kdybychom chtéli
urcit napf., jokou pravdépodobnost magji rychlosti vétsi nez 90 km/h, budeme bez pocitace v
potizich. I kdyz budeme predpoklddat néjaké znamé rozdéleni nahodné veliciny X, v tabulkdch
potiebné hodnoty nenajdeme. Kdyby totiZ mela bijt tabelovina rozdéleni pro kaZdou hodnotu
svého parametru 2vldst, tieba normdini rozdéleni pro kaZdou hodnotu p a o, dostali bychom
veletabulky. Proto je tabelovano jen normované rozdélent, tam uréime normované hodnoty a
ty se pak “odnormuji” do nenormované oblasti kterd odpovidd realité.

7.2 Druhy intervalt spolehlivosti

Jak jsme se jiz také zminili, souborovych parametrt, pro které je mozno pocitat intervaly
spolehlivosti, je celd fada. Od téch nejjednodussich, kterymi se zde budeme zabyvat, az po
velmi komplikované. Snad jiz bylo patrné z ptredchoziho vykladu, 7e zakladnim bodem pii
odvozeni intervalu spolehlivosti je nalezeni vhodné statistiky a jejiho rozdéleni. A pravé v
tom, 7Ze potiebujeme znat rozdéleni statistiky, je hlavni potiz. Hledani takového rozdéleni
je tloha transformace nahodné velic¢iny s predpokladanym (vétsinou normalnim rozdélenim)

vvvvvv

komplikovana.

V nasem piipadé se omezime na dva typy soubort, a to

e spojitou ndhodnou veli¢inu s normalnim rozdélenim se stfedni hodnotou p a roz-
ptylem o2,

e diskrétni ndhodnou veli¢inu s alternativnim rozdélenim a se souborovym podilem
.

Spojité rozdéleni je jasné. Pripomenme situaci spojenou s alternativnim rozdélenim. Typic-
kym piikladem je sklad s vyrobky. Nahodna veli¢ina je definovana jako kvalita vyrobku s
hodnotami 0 = kvalitni vyrobek, 1 = nekvalitni vyrobek. Potom parametr m oznacuje podil
nekvalitnich vyrobkiu v celkovém poc¢tu vyrobki ve skladu.

Parametry o které se budeme zajimat a které budeme odhadovat jsou pravé parametry téchto
soubori, tedy stfedni hodnota u, rozptyl % pro spojitou nahodnou veli¢inu a podil 7
pro diskrétni ndhodnou veli¢inu.

Pti odhadu st¥edni hodnoty spojité ndhodné veli¢iny se objevuje jesté mald komplikace. Je
tfeba odlisit dvé situace.
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1. Rozptyl souboru zname: V tomto pfipadé musime znét skutecné rozptyl souboru,
a to z jinych, hlubsich, zdroji, nez je pouhy vybér.

2. Rozptyl souboru nezname: Tady rozptyl souboru nena znam a misto ného musime
pouzit odhad, ktery se potidi z vybéru.

POozZNAMKA

Tady je potreba ddt pozor. Jde opravdu o znalost souborového rozptylu, tedy o znalost hlubst,
neZ jen tu, zaloZenou na datech z vybéru. Jestlize je v zaddni prikladu: Zmérili jsme vijber
a spocitali rozptyl - -- Odhadnéte stredni hodnotu ---, pak, 1 kdyZ je rozptyl c¢iselné zaddn,
je treba jej povaZovat za nezndmy, protoZe je spocten pouze na zdklade vybéru. Jind siluace
je v priklade: 7 dlouhodobého pozorovani vime, Ze rozptyl --- Provedli jsme vybér a mdme
odhadnout stredni hodnotu. Zde je mozno rozptyl povaZovat za zndmy, protoZe jeho znalost je
zaloZena na hlubsich podkladech nezZ jen na vijbéru.

Kromé odhadu parametrt jediného souboru uvedeme jesté také tzv. dvouvybérové odhady, pii
kterych sledujeme dva soubory (tj. dvé nahodné veliciny). Jestlize ndhodné veli¢iny oznacime
X;, i = 1,2 s parametry u;, o2 nebo m;, i = 1,2, potom budeme odhadovat rozdil dvou
stfednich hodnot nebo podili y; — e nebo m — m pripadné podil dvou rozptyli 0% /o3.

POZNAMKA

Proc¢ odhadujeme zrovna tyto vyrazy? ProtoZe rozdil rovny nule nebo podil rovny jedné vypo-
vidd o shodé obou parametri. Odhady rozdili blizké nule nebo odhad podilu blizkyj jedné svédci
tedy o tom, ze zkoumané parametry jsou si rovny.

Pti dvou-vybérovém odhadu rozdilu stfednich hodnot se opét objevuje mala komplikace. Je
tfeba rozlisit tii druhy vybért, ze kterych odhad vychazi.

1. SdruZeny vybér: Vybéry se provadi nezévisle (mohou mit i rozdilné délky). Podminka
je, ze rozptyly obou soubori jsou pfiblizné stejné (dejme tomu, Ze se nelisi fadove).

2. Nesdruzeny vybér: Vybéry jsou opét nezavislé, avsak o rozptylech souborti plati, ze
jsou rozdilné.

3. Parovy vybér: V tomto pripadé vybirdme prvky vybért v parech. Vétsinou se tyto
vybéry pofizuji tak, ze bereme jeden objekt za druhym a na kazdém zméfime vzdy dvé
hodnoty. Hodnoty z raznych objektu se pak pfi dalsim zpracovani nemichaji.
Specifickou charakteristikou tohoto vybéru je, Ze i kdyz se hodnoty veli¢in z rtiznych
objektu tfeba i znacné lisi, ve vysledcich se to neprojevi. Rozhodujici je vzdy jen vztah
hodnot z jednotlivych part.

Jednotlivé typy vybéru budeme ilustrovat na prikladé.
PRIKLAD
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Sdruzeny nebo nesdruzeny vybér (nezavislé vybéry):
Testujeme hlu¢nost vozii Skoda a Peugeot. Ndhodné jsme vybrali 30 vozi od kazdé znacky
(muze byt i rizny pocet) a podrobili je testu - - -

Parovy vybér:

Srovnédvame stupen opotiebeni brzdového oblozeni pfednich kol vozii Opel. Ndhodné jsme
vybrali 35 vozi a u kazdého jsme zaznamenali stupen ojeti levé a pravé brzdy. Evidentné,
pocet zdznamu pro levou i pravou brzdu musi byt stejny.

V nésledujicich odstavcich se budeme vénovat jednotlivym piipadim odhadu. Uvedeme vzdy
vzorec pro interval a funkci, kterou je mozno ve Scilabu p¥islusny interval spocitat.

7.2.1 Stfedni hodnota (znamé o?)

Vzorec

o

%Za/m

I,: pex+ 2z~ N(0;1)

Funkce:

[dolni_mez, horni_mez]=z _int (stredni_hodnota, rozptyl,n,strana,alpha)

7.2.2 St¥edni hodnota (neznamé o?)

Vzorec

I, uefi%ta/z, t ~ St(n—1)

Funkce

[dolni_mez, horni_mez]=t _int (stredni_hodnota,rozptyl,n,strana,alpha)

7.2.3 Rozptyl

Vzorec

I ((n —1)s* (n—1)s

2

2 .
, , X° ~ Chi(n—1)
X(QJz/Q X%—Q/Q )
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Funkce

[dolni_mez, horni_mez]=var _int(rozptyl,n,strana,alpha)

7.2.4 Podil

Vzorec
1
I,: mep+t uza/g, 2z~ N(0;1)
n
Funkce
[dolni_mez, horni_mez]=prop __int(p,n,strana,alpha)
PRIKLAD

V jakém intervalu lze ocekavat zivotnost zakoupené pneumatiky s pravdépodobnosti 0.95,
jestlize pro 10 nahodné vybranych pneumatik byly zjistény nasledujici zivotnosti (v rocich)

2 4 5 6 10 8 6 5 6 7.

Pripravné vypocty:
=239, s = 2.183, to.025(9) = 2.262

Interval:

8 Parametrické testy hypotéz

8.1 Pojem parametrického testu

V piedchozi kapitole jsme hovotili o intervalech spolehlivosti. Parametr sledovaného souboru
jsme odhadovali intervalem, ve kterém jeho hodnota lezi s velkou pravdépodobnosti (1 —
a, kde « je malé). To znamena, 7e odhady, leZici mimo interval spolehlivosti jsou velmi
nepravdépodobné nebo, coz povazujeme za stejné, skute¢né hodnoty parametru mimo interval
jsou velmi nepravdépodobné.
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V této kapitole budeme vlastné piimo navazovat na intervalové odhady. Budeme uvazovat
dva soubory. Prvni bude s danou hodnotou sledovaného parametru, o druhém budeme pied-
pokladat, zZe hodnota jeho parametru je jina. Otazka je, ktery z téchto dvou soubort skute¢né
generoval data, kterd jsme poridili vybérem. Resent je jednoduché. Sestrojime interval spoleh-
livosti pro prvni soubor. Pokud v ném uvazovana hodnota jeho parametru lezi, jsme spokojeni
a s touto hodnotou mizeme i nadale pocitat. Pokud ale hodnota jeho parametru lezi mimo
sestrojeny interval spolehlivosti, mame bud velikou “smulu” p¥i potizovani vybéru, nebo neni
pravda, 7e hodnota parametru je ta, co jsme dosud uvazovali. Na velkou nadhodu nevéiime,
proto se priklonime k druhému tvrzeni a hodnotu parametru prvniho souboru zamitneme.

Ve skutecnosti jsme dva soubory uvedli jen pro lepsi predstavu. Mame jen jeden soubor a
na ném sledujeme jeden nebo vice parametrii. O hodnoté parametru tohoto souboru pochy-
bujeme a proto o nich vyslovujme tvrzeni (hypotézy). Prvni hypotéza (nulova) obhajuje tu
hodnotu, kterd doposud platila. Druh& hypotéza (alternativni) tu prvni hypotézu popira.
f{iké, 7e parametr je vétsi, nebo mensi, nebo prosté jen 7e je jiny, nez se pivodné myslilo.

Podobné jako u intervali spolehlivosti, budeme se zabyvat testy parametri jednoho souboru
nebo budeme testovat rozdil (nebo podil) parametri dvou soubori. Budeme mluvit o jedno-
vybérovych nebo dvou-vybérovych testech.

8.2 Formulace tlohy testovani

UvaZzujeme soubor, tvofeny nadhodnou veli¢inou X s rozdélenim f(x,#), kde 6 je neznamy
parametr rozdéleni, jehoz hodnotu testujeme.

Nulova hypotéza H, je tvrzeni, které obhajuje stavajici stav, tedy rika, ze 6 = 0.
Alternativni hypotéza H, popira tvrzeni nulové hypotézy. Rika bud 6 > 6, nebo 6 < 6,
nebo 6 # 6.

Testova statistika T je stejna jako statistika pro odhad testovaného parametru.

Realizovana testova statistika 7, je hodnota statistiky vypocitand pro konkrétni dosa-
zenou realizaci vybéru.

Obor pfijeti O je normovany interval spolehlivosti pro odhad parametru podle nulové
hypotézy (je to mnozina hodnot statistiky, pro které nulovou hypotéuzu nezamitame).

Kriticky obor W je doplnék oboru ptijeti W = R — O (je to mnozina hodnot statistiky,
pro které nulovou hypotézu zamitame).

Hladina vyznamnosti je pravdépodobnost « se kterou pocitame interval spolehlivosti -
obor pfijeti.

Smeérovani testu urcuje, tvar a polohu kritického oboru.

alternativni hypotéza ‘ kriticky obor
e 0 podle H, je v&tsi nez podle Hy, 6 > 0y (T, 00)

e 0 podle H, je mensi nez podle Hy, 6 < 6, (—00,T1_0a)
e 0 podle H, je jiny neZ podle Hy, 0+#6y| R— (Tl_%,T%)
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kde 6y je hodnoty parametru € podle nulové hypotézy, T je testova statistika a T, je jeji
a-kritickd hodnota (pro symetrické rozdéleni, jako napf. normélni, bude T7_, = 21_4 = —24)-

PRIKLAD

Na volné silnici sledujeme rychlosti projizdéjicich automobili znacky Skoda. Predpokladame,
7ze rychlosti maji normalni rozdéleni u kterého zname rozptyl (t¥eba dany pomérem novych
a star§ich vozi) a stfedni hodnotu (z pruzkumu, ktery probihal pred péti lety). Testovanym
parametrem je ¢ = u - stfedni hodnota rychlosti.

Nulova hypotéza obhajuje stavajici hodnotu, tedy zméfenou v prizkumu pired péti lety. Al-
ternativni hypotéza hodnotu z priuzkumu popira. Tvrdi, ze za pét let se podstatné zmeénil
automobilovy park smérem k silnéj$im automobilim a Ze tedy stfedni hodnota rychlosti je
vetsi.

POozZNAMKA

7 predchoziho vykladu je patrné, Ze testy hypotéz jsou konstruovdany na zdklade intervalového
odhadu (parametru podle nulové hypotézy) Jeding formdlni rozdil je v tom, Ze pro konstrukci
intervalu spolehlivosti pouZivame nenormovany tvar statistiky, napt. pro stiedni hodnotu se
zndmym rozptylem je to vybérovy primér X, zatimco pro test pouZijeme normovani vybé-
rovy primer z = X—po \/n. Pripomenime, Ze normovdni ndhodné veliciny X na normovanou

o

velicinu Z s nulovou stredni hodnotou a jednotkovym rozptylem se obecné provadi podle vzorce

_X-n

Y

Z

o

kde p = E[X] a 0 = /D [X].
POozZNAMKA

Zastavme se jesté u vijznamu hladiny vyznamnosti a. Definovali jsme jej jako pravdépodobnost
intervalu spolehlivosts, ktery tvori obor prijeti testu. Dalsi vijznam tohoto koeficientu je, Ze
predstavuje pravdépodobnost tzv. chyby prvniho druhuw. To je chyba, kterd spocivd v tom,
Ze nulovou hypotézu zamitneme, zatimco ona ve skutecnosti plati. Pravdépodobnost se kterou
se dopustime tohoto omylu mizZeme predem zvolit - volbou koeficientu «. Nejcastéji pouZivand
hodnota je 5% coZ je pravdépodobnost 0.05. Kromé chyby pruniho druhu lze jesté definovat
chybu druhého druhu, kterd spocivd v tom, Ze nezamitneme nulovou hypotézu a ona ve
skutecnosti neplati. Volbu velikosti chyby druhého druhu ale v rukou nemdme.

8.3 Postup testovani
V predchozim odstavci jsme nastinili podstatu testovani hypotéz a uvedli zdkladni ndzvoslovi.

Nyni ukdZeme obecny postup pii provadéni testu a budeme jej ilustrovat na konkrétnim pii-
kladé, ktery jsme uvedli v minulém odstavci.
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PRIKLAD

Testujeme stiedni hodnotu rychlosti vozi Skoda. Chceme prokézat, Ze v soucasnosti jsou
rychlosti vétsi nez 95.7 km/h, jak bylo zjisténo pfi poslednim prazkumu. Zméfili jsme rych-
losti u 100 ndhodné vybranych automobili a uréili vybérovy primér X = 96.4 km/h. Rozptyl
povazujeme za znamy o2 = 13.8 (km/h)*. Volba hladiny vyznamnosti je na nas. Zvolime
béznou hodnotu o = 0.05.

1. Typ prikladu

(a) testovany parametr: jedna stiedni hodnota, znamy rozptyl

(b) nulova hypotéza: 1= Lo
alternativni hypotéza: p > po

(c) typ testu: pravostranny (podle H4)

2. Statistika: normalni rozdéleni

3. Hodnota statistiky

X — o 96.4 — 95.7
— n=——v100 = 1.884
o \/_ v/ 13.8

4. Kritickd hodnota: normalni rozdéleni

1,

Za = 20.05 — 1.645

5. Kriticky obor
W = (24,00) = (1.645, 00)

6. Zavér: T, € W - nulovou hypotézu zamitame. 5
Odpoved: Neni pravda, Ze soucasna stiedni rychlost automobili Skoda je 95.7 km/h
(jak bylo diive zjisténo prizkumem).

8.4 P-hodnota

Z predchoziho prikladu je patrné, ze z vysledku klasického testu nepozname, ,jak moc* Hy
zamitame nebo ,jak daleko” od zamitnuti se Hy nachazi. Abychom tento nedostatek odstra-
nili, a také abychom vysledek testu vyjadrili jedinym ¢islem, zavadime p-hodnotu p,. Ta je
definovana

e pro pravostranny test
DPv = P(T > Tr’H0)7 (36)

e pro levostranny test
Py = P(T < Tr’HO)7 (37)
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e pro oboustranny test

po =2 min {P(T > T,|H,), P(T < T,|Ho)}. (38)

P-hodnota pravostranného testu je plocha pod hustotou pravdépodobnosti normované sta-
tistiky, vpravo od realizované statistiky. Situace je zachycena na nasledujicim obrazku.

A Hustota pravdépodobnosti
statistiky f(T|H0)

p-hodnota
(plocha od T, az do o)

Y

7 obrazku je patrné, Ze:

e bude-li p, = «a, budeme na hranici zamitnuti,
e pro p, < « lezi realizované statistika v kritickém oboru W, a tedy H, zamitame,

e pro p, > « lezi realizované statistika mimo kriticky obor W, a tedy Hy nezamitame.

PRIKLAD
Dokonc¢ime piiklad o testovani rychlosti automobili Skoda.

Spocitali jsme hodnotu statistiky 7; = 1.884. ProtoZe test je pravostranny, bude mit p-
hodnota tvar
po =P (T >T.|Hy) =P (T >1.884) =0.03

Vysledek bud uzavieme se spo¢tenou p-hodnotou (p-hodnota je mala, proto Hy zamitame),

nebo testujeme na dané hladiné vyznamnosti o = 0.05 a porom fekneme: p, < « proto H
zamitame.
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POozZNAMKA

Srovndme-li zdver zaloZeny na p-hodnoté se zavérem, ktery jsme ucinili na zdkladé realizované
statistiky a kritického oboru vidime, Ze vysledek je stejny. Pro p-hodnotu vsak mdme urcitou
miru, ze kterou je Hy zamitnuta. Hy md pravdépodobnost 3%, zatimco my poZadujeme mini-
mdlné 5% abychom ji mohli pFijmout.

8.5 Dalsi priklady

PRIKLAD (test pro dva podily)

Na dvou pracovistich A a B byly sledoviany pracovni prostoje. Pracovisté A bylo sledovano
v na = 800 ¢asovych okamzicich a bylo zaznamenano n’; = 116 prostoji, zatimco pracoviste
B bylo sledovano np = 1200 krat a zjisténo nj; = 138 prostojii. Na hlading vyznamnosti
a = 0.05 testujte hypotézu o rovnosti stfednich podili prostoji na obou pracovistich.

Reseni provedeme podle uvedeného schématu:
Zname:

Hypotézy: Hy:pa=pp, Ha:pa# DB
Smérovani: oboustranny test.
Podily:

116 138 - .
=300~ 0.145, pp = —— = 0.115, _ pi( p1)+p2( p2)

=2410"*
1200 L Ny — 1

pA

Hladina vyznamnosti: « = 0.05

Testova statistika:
” - D1 — P2 N(0; 1)
\/ PP

Hodnota statistiky: 2z, =1.94
Kriticky obor W = (—1.96;1.96)
P-hodnota: p, =2 x 0.0265 = 0.053.

Zavér: Na hladiné 0.05 hypotézu Hy nezamitame, podily prostoju na pracovistich A a B
nejsou stejné. P-hodnota navic ukazuje, 7ze zamitnuti je pomérné tésné.

Budeme sledovat parametrické testy pro stfedni hodnotu, rozptyl a podil, jako pro IS.
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Stfedni hodnota (znamé ¢?)
[p_hodnota, T,z_ alpha]=z__ test(Mu0,stredni_hodnota,rozptyl,n,strana,alpha)

[p_hodnota, T,z_alpha]=z test 2(alpha,nl,str_hod_1,n2,str_hod_2,rozptyl 1, rozptyl 2,
strana)

Stfedni hodnota (neznamé o?)

[p_hodnota,T,t_alpha]=t test 2s(stredni_hodnota_1,rozptyl_1,nl,stredni_hodnota_2 rozptyl 2,
n2,strana,alpha),

[p_hodnota, T ,t_alpha]=t test 2n(stredni_hodnota_1,rozptyl 1,nl,stredni_hodnota_2,rozptyl 2,
n2,strana,alpha),

[p_hodnota,T,t_alpha]=t test 2p(vyberl,vyber2 strana,alpha)
Rozptyl
[p_hodnota, T|=var _test(sigma0,rozptyl,strana,n,alpha),

[p_hodnota, T ,f_alpha]=var_test 2(Rozptyl S1,nl,Rozptyl_S2,n2,strana,alpha)
Podil

[p_hodnota, T,z_ alpha]=prop __test(p0,p,n,strana,alpha),

[p_hodnota, T,z_alpha]=prop _test 2(pl,nl,p2,n2,strana,alpha)

9 Neparametrické testy

Dosud jsme se zabyvali tzv. parametrickymi testy. Jsou to testy hypotéz, které vyslovuji
tvrzeni o parametru sledovaného souboru, tedy o parametru rozdéleni ndhodné veli¢iny, ktera
tento soubor predstavuje. Piitom tyto testy byly tizce svazany s intervaly spolehlivosti, které
prislusny parametr odhadovaly. Nyni pfikroc¢ime k dalsi skupiné testi, jejichz hypotézy se
netykaji parametri, ale vyslovuji se o dalSich vlastnostech souboru, jako naptiklad typu
rozdéleni souboru nebo nezévislosti dvou soubor.

98



9.1 Chi-kvadrat testy

Prvni podskupinou téchto tzv. neparametrickych testa jsou testy chi-kvadrat (Chi2). Jejich
nazev je odvozen od typu rozdéleni statistiky, ktera je pro né pro vSechny spolec¢na.

Chi2 testy pracuji s cetnostmi. To znamend, Ze naméfena data je nejprve tieba rozdélit
do skupin, podle testované vlastnosti. Napriklad, budeme-li testovat shodu poc¢tu nehod v
pracovnich dnech, budeme pocitat nehody v pondéli, ttery, --- , az patek. Dostaneme tak
¢etnosti nehod pro jednotlivé pracovni dny.

Pro test se pouzivaji pozorované ¢etnosti O (observed) a ofekavané Cetnosti E (expected).

Pozorované Cetnosti O ziskdme z datového vybéru tim, 7Ze naméiena data roztiidime do
predem danych skupin.

Ocekavani Cetnosti £ konstruujeme pro stejné skupiny jako pozorované ¢etnosti, ale tak,
aby tyto ¢etnosti presné odpovidaly pozadavkim nulové hypotézy. Riké-li nap¥. nulova hypo-
téza, ze data jsou rovnomérné rozdélena, konstruujeme ocekavané Cetnosti tak, aby celkovy
pocet dat v nich obsazeny byl stejny jako v datovém vzorku a kazda skupina obsahovala
pocet dat, amérny jeji velikosti. Piitom tyto teoretické cetnosti dat nemusi byt celoc¢iselné.

PRIKLAD

Srovnavame pocet nehod za vSedni dny a vikendy. Naméfili jsme 238 nehod béhem tydne a
128 nehod béhem soboty a nedéle. To jsou pozorované Cetnosti. Oc¢ekavané ¢etnosti urcime
takto: celkovy pocet nehod je 238 4+ 128 = 366. Tento pocet musime rozdélit v poméru 5 : 2
(pét v8ednich dni a dva dny vikendu). Teoreticky (oc¢ekdvany) pocet nehod pro vSedni dny
bude 3662 = 261.43 a pro vikendy 3662 = 104.57,

Statistika

Pro namétené cetnosti O;, i = 1,2,...,n a teoretické cetnosti F;, i = 1,2, ..., n ma statistika
tvar

=3 (O;—E)Q ~ Chi2(n — 1) (39)

i=1 v

a jeji rozdéleni je chi-kvadrat s n — 1 stupni volnosti.

POozZNAMKA

Uvedend statistika méri vzddlenost mezi pozorovangmi a teoretickymi cetnostmi (je nezd-
pornd). Jsou-li pozorované i ocekdvané cetnosti stejné, rovnd se hodnota statistiky nule. Cim
vice se cetnosti [iS7, tim je hodnota statistiky vetsi.
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Jak jsme jiz tekli, oCekdvané Cetnosti vyjadiuji pozadavky nulové hypotézy. Budou-li tedy
zméiené (pozorované) Cetnosti rovny o¢ekavanym (hodnota statistiky je nula) plati presné
nulova hypotéza. Cim vice se budou pozorované cetnosti lisit od ocekdvanych, tim bude
hodnota statistiky vétsi a tim vice neplati nulova hypotéza. V okamziku, kdy se hodnota
statistiky dostane do kritického oboru prohlasime nulovou hypotézu za neplatnou. Jak je
patrné z toho, co jsme pravé popsali, lezi kriticky obor vzdy vpravo - test je vzdy pravostranny

s kritickym oborem

W = (x2,00)

a p-hodnotou
po=P(X* > x7).

Nejvyznamnéjsi aplikace tohoto testu jsou pro testovani typu rozdéleni (test dobré shody) a
testovani nezavislosti dvou rozdéleni (test nezavislosti). Oba testy vylozime na piikladech.

Test dobré shody

Jednou z nejznaméjsich aplikaci chi-kvadrat testu je test dobré shody rozdéleni testovaného
souboru s rozdélenim predpokladanym. Toto predpokladané rozdéleni opét ,vtélime” do oce-
kdvanych cetnosti. Na pfedem danych, nebo zvolenych, intervalech potiebujeme urcit abso-
lutni cetnosti vyskytu realizaci ndhodné veliciny s pfedpokladanym rozdélenim. Pro tento
ukol 1ze obecné vyuzit vlastnosti distribuc¢ni funkce, jejiz hodnota v bodé x je rovna pravdé-
podobnosti intervalu (—oo, z) . Pravdépodobnost intervalu (x;, x3) pak bude P ((z1, z3)) =
P (=00, 29) — P(—00,x1) = F (x3) — F (x1), tedy bude se rovnat rozdilu hodnot distribu¢ni
funkce v koncovém a pocatecnim bodé intervalu. Tak ziskdme pravdépodobnosti intervalu.
Absolutni ¢etnosti dostaneme, nasobime-li tyto pravdépodobnosti celkovym poctem dat -
rozsahem vybéru

V nékterych jednoduchych pripadech 1ze ale o¢ekdvané ¢etnosti vypocitat piimo, aniz bychom
potiebovali distribuc¢ni funkci. Tento piipad budeme ilustrovat ihned v nasledujicim piikladu.

Test rovnomérnosti

Sledujeme nehodovost na prazskych silnicich béhem ruznych dni tydne. Po urcité dobé jsme
shromazdili nasledujici idaje

den ‘ pocet nehod

Po - Pa 1879
So 421
Ne 406
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Na hladiné vyznamnosti 0.05 testujte tvrzeni (nulové hypotézy), ze nehody se béhem tydne
vyskytuji rovnomérné.

Pozorované cetnosti jsou zadané.

O = [1879, 421, 406]

Teoretické cetnosti uré¢ime takto: mame 3 intervaly s délkami [5, 1, 1]. Celkovy pocet pozo-
rovani je 1879 + 421 + 406 = 2706. Tento pocet pozorovani mame rozdélit na dané intervaly
rovnomérné. Prvni bude mit 5/7 druhy 1/7 a t¥eti také 1/7. Bude tedy

E =2706 x [5/7,1/7, 1/7] = [1932.86, 386.57, 386.57].
Hodnota statistiky

,_ (1879~ 1932.86)* (421 - 38657)° (406 — 386.57)°
Xr = 1932.86 386.57 386.57

Kriticky obor: W = (x%2(3 — 1);00) = (5.99; 0)
P-hodnota: Py = P(x* > 5.54) = 0.063

= 5.54

Zdver: Nulovou hypotézu nelze vyvratit. Zustava v platnosti tvrzeni: "nehody se vyskytuji
rovnomérné'.

Test normality

Testujeme, zda rychlosti osobnich automobilu jedoucich po nuselském mosté maji normalni
rozdéleni s = 60 a 0 = 7.6. Vysledky naméfenych rychlosti jsou v tabulce

Interval rychlosti [km/h] | (20-50) (50-60) (60-70) (70-120)
Zjisténa Cetnost |35 268 315 21

Pozorované cetnosti: O = [35, 268, 315, 21]

Teoretické cetnosti urcéime pomoci distribuéni funkce normalniho rozdéleni. Abychom mohli
pouzit distribu¢ni funkci standardniho norméalntho rozdéleni, normujeme hranice zadanych
intervalu h; = [20, 50, 60, 70, 120]

B —
p= R = [-5.263, —1.316, 0, 1.316, 7.895]

g

Odpovidajici hodnoty distribuc¢ni funkce standardntho normélniho rozdéleni jsou

F(z) = [0, 0.094, 0.5, 0.906, 1].
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Pravdépodobnosti p; intervali dostaneme jako rozdily F' (z;11) — F (z;), i = 2,3,4,5

pi = [0.094, 0.406, 0.406, 0.094].

Z celkového poctu pozorovani 35+4268+315+4+21 = 639 tedy jednotlivym intervalim p¥islusi
teoretické Cetnosti

E =639 x p; = 639 x [0.094, 0.406, 0.406, 0.094] = [60.06, 259.43, 259.43, 60.06]

Hodnota statistiky: x* = 48.05
Kriticky obor: W = (7.82;00)
P-hodnota: p, = P(x* > 48.05) = 2.10710

Zaver: 7jisténé c¢etnosti nepochazi z normalniho rozdéleni se stfedni hodnotou 60 a sméro-
datnou odchylkou 7.6.

Funkce ve Scilabu:

[p_hodnota, T ,alpha]=chisquare _test(O,E,alpha)

Test nezavislosti

Tento test pouziva kontingenéni tabulku? absolutnich ¢etnosti dvou ndhodnych veliéin, jejichz
nezavislost testujeme. Jednotliva policka tabulky tvofi pozorované ¢etnosti O.

Ocekavané etnosti £ uréime s pomoci definice nezavislosti f(z,y) = f(z)f(y). Tato definice
iika, ze ndhodné veliciny X a Y jsou nezavislé, jestlize se jejich sdruzené hustota pravdépo-
dobnosti rovné soucinu jednotlivych marginalnich hustot. Sdruzenou hustotu pravdépodob-
nosti zkonstruovanou z potizeného vybéru (vybérovou hp) dostaneme normovanim tabulky
pozorovanych c¢etnosti tak, aby soucet jejich prvku po normovéni byl roven jedné. Z této
tabulky ur¢ime marginalni hustoty a z nich zkonstruujeme tabulku nezavislych nahodnych
veli¢in - kazdy jeji prvek je dan soucinem odpovidajicich prvki marginalnich hustot. Ta-
bulku absolutnich ¢etnosti dostaneme renormalizaci, tedy nasobenim celé tabulky ptivodnim
sou¢tem prvki.

Uvedeme algoritmus konstrukce tabulky ocekavanych ¢etnosti:

e Vezmeme tabulku pozorovanych cCetnosti a normalizujeme ji - celou tabulku délime
souc¢tem vSech prvki. Tak dostaneme sdruzenou vybérovou hustotu pravdépodobnosti
testovanych nahodnych velic¢in.

2Kontingenéni tabulka m4 fadky odpovidajici skupindm prvni ndhodné veli¢iny a sloupce skupindm druhé
nahodné velifiny. Libovolné policko tabulky obsahuje ¢etnost vyskytu dvojic [x1,x2] kde x1 je ze skupiny
urcend radkem policka a x5 je ze skupiny urcené sloupcem policka.
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e Ur¢ime marginalni hustoty pravdépodobnosti tak, ze secteme rfadky nebo sloupce nor-
mované tabulky. Soucet sloupci da marginalu prvni ndhodné veli¢iny (jejiz hodnoty se
meéni po fadcich), soucet Fadku definuje marginalu druhé nahodné veli¢iny (s hodnotami
po sloupcich).

e Vypocteme tabulku nezavislych pravdépodobnosti. Prvek nezavislé tabulky s indexem
(1,7) je sou¢inem i-tého prvku sloupcové a j-tého prvku fadkové marginaly.

e Tabulku re-normalizuje na absolutni ¢etnosti. Celou tabulku nésobime ptuvodnim souc-
tem vSech prvku tabulky pozorovanych cetnosti.

Test je pravostranny a ma (n, — 1)(n, — 1) stupiii volnosti, kde n, je pocet skupin pro prvni
nidhodnou veli¢inu X a n, je pocet skupin pro druhou ndhodnou veli¢inu Y.
Pomoci statistiky (39) se porovnava puvodni tabulka s tabulkou absolutnich ¢etnosti neza-

vislych veli¢in. Statistiku poc¢itame pro v8echny prvky tabulek (srovname obé tabulky do
vektort). Nulova hypotéza Hy je "jsou nezavislé".

PRIKLAD

Testujeme tvrzeni, ze u ¥idi¢a osobnich automobilii nesouvisi vék V' [roky| a reakéni doba
R (méfena ¢asem, za ktery tidi¢ prehlédne kiizovatku). Zjisténé tudaje jsou sestaveny do
nasledujici tabulky

R \ V ‘ 1 = (18-30) 2 = (30-50) 3 = (50-70)
1 — mensi nez 2 sec 56 42 23
2 — vétsi nez 2 sec 32 49 37

Nezavislost testujte na hladiné vyznamnosti a = 0.05.

Resent:

Pozorované €etnosti jsou: O = [56, 32, 42, 49, 23, 37].
Teoretické Cetnosti dostaneme podle vyse uvedeného postupu:

— soucet prvka tabulky

56 + 32442 + 49 + 23 4+ 37 = 239
— normalizovana tabulka f (r,v)

0.234 0.176 0.096
0.134 0.205 0.155

— marginalni hustoty f (v) a f (r) jsou
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0.50628

0.368 0.381 0.251 0.49372

— tabulka nezavislych pravdépodobnosti fy (r,v)

0.186 0.193 0.12710
0.182 0.188 0.124

— tabulka absolutnich ¢etnosti F

44.552 46.071 30.377
43.448 44.929 29.623

Ocekavané Cetnosti: F = [44.552, 43.448, 46.071, 44.929, 30.377, 29.623]
Hodnota statistiky: x? = 10.315.

Kriticky obor: W = (x2((3 —1)(2 —1));00) = (5.99; 00).

P-hodnota: p, = 0.006.

Zavér: Nulova hypotéza je vyvracena, reakcéni doby fidi¢i jsou zavislé na véku.

Funkce ve Scilabu:

[p_hodnota,T,chi_alpha]=chisquare _test i(KT,alpha).

9.2 Znaménkovy test

Tento test ovéruje tvrzeni o hodnoté medianu sledovaného souboru.

Uvazujme realizaci vybéru z = [z1, z2, ..., T,] ze spojitého rozdéleni s neznamym medianem
Zo.5. Testujeme nulovou hypotézu Hy : xg5 = x, kde zq je dané ¢islo.

Vypocteme rozdily prvka vybéru x; a testované hodnoty medidnu xg

Di:.l‘i—l'o, i:1,2,...,n

a pismenem b oznac¢ime pocet kladnych rozdili D;. b je statistika s binomickym rozdélenim,
kterou lze pro n — oo aproximovat normalnim rozdélenim N(%; 7).
Normovani statistika testu ma tvar

2b—n
= ~ N(0:1
=22 SN

a lze ji testovat pomoci oboustranného z-testu.
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PRIKLAD
(Jen demonstrace postupu! Neni n — 00)

Testujeme, zda vybér
r=[5.3, 42, 6.8, 5.7, 5.1, 3.1]

pochéazi z rozdéleni s medianem xy = 5.
Pocet dat vybéru: n = 6.
Rozdily D; = x; — xg jsou

D; =[0.3, =08, 1.8, 0.7, 0.1, —1.9]

a z nich b = 4 jsou kladné.

Normovana statistika je
_2x4-6

V6

a p-hodnota pro oboustranny test je p, = 0.207.

z = 0.817

Zaveér: Nulova hypotéza "data pochézi z rozdéleni s medidnem 5" se nepopira.

[p_hodnota, T,z_ alpha]=sign _test(X,Y strana,alpha)

9.3 Test nezavislosti prvki vybéru

Tento test, na rozdil od jinych testli nezavislosti, pii kterych se testuje nezavislost dvou
soubori (tj. nezavislost dvou nahodnych veli¢in), se zabyva jen jednim souborem. Uvazuje
nahodny vybér X = [X1, X, -, X,,] jako posloupnost nahodnych veli¢in®. Ukolem tohoto
testu je ovéfit, zda jednotlivé prvky vybéru jsou nezavislé nahodné veli¢iny. P provadéni
testu samoziejmé vybéry neopakujeme, ale opirdme se o jedinou realizaci vybéru. Postup
testu je nasledujici.

Uvazujeme realizaci vybéru o = [xy, 29, -+, ,] 0 rozsahu n a vypocteme jeho vybérovy me-
dian zg 5. Test vychézi z rozdilt mezi prvky vybéru x;, i« = 1,2,...,n a vybérového medianu
Zo5 (srovnej znaménkovy test)

Di:(’ﬂi—f}of) 2':1,2,...,n.

Na téchto rozdilech se definuje série, tj. souvislé posloupnosti prvku se stejnym znaménkem,
oddéle zménami znaménka. Jako statistiku b definujeme pocet sérii v posloupnosti rozdilu D.

Tato statistika ma piiblizné normalnf rozdélenf N (2 + 1; ¥2=1).,

3Piipomenme, Ze ndhodnost jednotlivych prvki ndhodného vybéru spociva v potencialni opakovatelnosti
vybéru. Kazda novéa realizace vybéru bude obsahovat jind ¢isla - vybirame nahodné. A tak, kazda slozka
vybéru muize nabyvat ruzné realizace - chova se jako ndhodné veli¢ina.
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Normovana statistika je

20— (n—2) N _
Z——m N(0;1).

Nulovou hypotézu H, : "prvky vybéru jsou nezavislé" lze testovat pomoci levostranného
z-testu.

PRIKLAD

Testujeme nezavislost prvki vybéru s realizaci

z=1{24, 22, 16, 1.8, 1.5, 1.8, 2.2, 2.3, 2.3, 2.5}

o rozsahu n = 10. Median vybéru je Zo5 = 2.2 a diference

D; =z; — 295 = [0.2, 0.0, —=0.6, —0.4, —0.7, —0.4, 0.0, 0.1, 0.1, 0.3].
V téchto diferencich je mozno nalézt b = 3 série se stejnymi znaménky. Statistika tedy je

_2x3—(10-2)

= —0.667
v10 -1

z

a p-hodnota p, = 0.25.

Zavér: Prvky vybéru lze povazovat za nezavislé.

POZNAMKA

Tento test je velmi vyznamny nejen pro testovdni, zda nds vybér je skutecné nezdvisly (jak
poZaduge definice vijbéru), ale také napiiklad pro test rezidui po vijpoétu regresni analijzy, pro
ovérent kvality regrese, kterou se budeme zabiyjvat v ndsledujici kapitole.

[p_hodnota, T,z_ alpha]=ordinal _test(X,alpha)

4 o

9.4 Test nezavislosti vybéru
Pearsontiv test
Pro dvé nadhodné realizace vybéri x a 1 oba o rozsahu n vypocteme vybérovy korelac¢ni

koeficient r = s,,/1/5252, kde s, je vybérova kovariance a s3, s; jsou pifslusné vybérove
rozptyly.

Statistika je ddna vztahem
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~ St(n —2)

a mé Studentovo rozdéleni s n — 2 stupni volnosti.
Pro test nulové hypotézy Hy : "vybéry jsou nezavislé" lze pouzit oboustranny t-test.
PozNAMKA

Tento test budeme pouZivat 1 pro overeni vysledku regresni analyzy.

[p_hodnota, T,z_ alpha]=pearson _test(X,Y,alpha)

Spearmaniiv test

Uvazujme dva ndhodné vybéry X a ), oba o rozsahu n. Pro oba vybéry definujeme pofadi
P, resp., Q, tj. napt. pro z = [6.2, 2.8, 4.1] je p = [3, 1, 2], protoze 6.2 je na tietim misté
uspoiddaného vybéru x, 2.8 na prvnim a 4.1 na druhém. Tato poradi dosadime do vzorce
pro vybérovy korela¢ni koeficient a dostaneme statistiku

Spq 6
pg=—__1___ > g
s2s2 n(n?—1)
kde sy, 52, 52 jsou druhé vybérové momenty realizaci ndhodnych vybéra P a Q; S =

Z?:l(pi —q)*.
Tato statistika se testuje podle specidlnich tabelovanych hodnot Spearmanova testu.

Nulova hypotéza Hy : "vybéry jsou nezavislé".

[p_hodnota, T,z_ alpha]=spearman _test(X,Y alpha)

Kendaliv test

Uvazujme dva ndhodné vybéry X a ) o rozsahu n a jejich pofadi* P a Q. Z pofadi sestavime
dvouradkovou matici a jeji sloupce usporadéame tak, aby v prvnim radku bylo 1,2,... n.
Druhy tadek uspordadané matice oznac¢ime R a jeho prvky ry, ro, ..., r,. Pismenem k;
oznac¢ime pocet vSech prvkl r; 1, 110, ..., Ts, které jsou vétsi nez r;. Dale oznacime K =
> k;. Statistika pak je

4K
nn—1)—1

a testuje se opét podle specidlnich hodnot Kendalova testu.

Tk =

4Je-li napt. x = [5, 7, 3] bude p = [2, 3, 1] protoZe v uspoiddaném vektoru je 5 druha, 7 tieti a 3 prvni.
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9.5 Test typu rozdéleni
Kolmogorov-Smirnoviv test

Tento test slouzi k ovéreni, zda zkoumané rozdéleni ma dané rozdéleni. Je zaloZen na po-
rovnan{ distribu¢ni funkce F(z) daného rozdéleni X a vybérové distribu¢ni funkce F,(z)°,
urc¢ené z vybéru o rozsahu n.

Statistika testu je definovana vztahem

ks = sup |F,(z;) — F(x;)]

z,€X

a ma ruzna rozdéleni, podle typu testované distribu¢ni funkce. Pro dilezita testovana rozdé-
leni jsou hodnoty rozdéleni k, tabelovany.

Nulova hypotéza H, : "rozdéleni ma predpokladany typ".
bude dodan co nevidét :-)

PRIKLAD

Naméfili jsme rychlosti automobili na dalnici D1 pfi vyjezdu z Prahy. Chceme védét, jestli
je opravnény piedpoklad o normalité téchto rychlosti.

[pval,ks]=KS_test(x,"normal",0,1),

kde alt je « > 7 jako pfedvolba.

POoZNAMKA

Uvedeny test je velmi dileZity, nebot Tada jinijch statistickych procedur vyZaduje urcity typ
rozdélent (vétSinou normdlni). Neni radno délat zdvéry ze statistickyjch procedur, pokud ne-
mame ovéfenu platnost predpokladi!

10 Regresni analyza

Regresni analyza poskytuje nastroj k hledani stochastické zavislosti mezi dvojici ndhodnych
dobé zkouma, zda mezi obéma veli¢inami existuje linearni vztah. Velice jednoduse lze také
zkoumat napf. polynomicky nebo exponenciadlni vztah. Déle se budeme vénovat piedevsim
line4rni regresi, o ostatnich se stru¢né zminime pozdéji.

5Vybérovou distribuéni funkei F,, dostaneme tak, Ze na realné ose uspordddme prvky realizace vybéru
podle velikosti. Pocet prvka oznacime n. Zatneme kreslit pro —oco v nule a kde narazime na hodnotu vybéru,
udélame skok o velikosti 1/n. Skon¢ime v +o0o v hodnoté jedna. Je to tedy schodovita funkce s p¥irustky 1/n
v mistech zméfenych dat.
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10.1 Linearni regrese

PRIKLAD

Sledujeme produkeci automobilového zdvodu béhem pil roku. Produkece v jednotlivych mési-
cich byla

mésic |1 2 3 4 5 6
produkce (ksx100) | 4.3 3.9 42 45 44 5.1

Odhadnéte linearni trend téchto dat a urcete, zda maji tendenci k ristu nebo poklesu.

Zadana data jsou vykreslena na obrazku a je jimi "od oka" proloZena pifimka. Ihned nas
napadnou otazky

e jsou tato data vhodné k aproximaci pfimkou?

e je nakreslena pirimka tou nejlepsi, ktera data aproximuje?

produkce

mésic

Abychom na otazky z piikladu dokazali odpovédét, budeme datové dvojice [z;, v;], @ =
1,2,...,n reprezentovat geometricky, jako body v roviné. Pfimku, kterou chceme body pro-
lozit, budeme uvazovat ve smérnicovém tvaru y = bjx + by, kde [z, y] je libovolny bod
piimky, by je smérnice a by absolutni ¢len (tisek na ose y). Optimalni piimku nazveme re-
gresni piimka a budeme pozadovat, aby poloha této regresni primky vuci datovym bodim
minimalizovala urcité kriterium vzdalenosti. Abychom mohli byt konkrétni, zavedeme nésle-
dujici pojmy a uvedeme vzorce pro vypocet regresnich koeficientii:

Predikce ¢; je bod, jehoz xz-ova soutradnice je x;a y-ova bix; + by, tj. lezi na prolozené
primce.

Chyba predikce e; je rozdil mezi datovym bodem a predikci, tj. svisla vzdéalenost bodu
od primky.
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Model datovych bodt lze pomoci prolozené primky vyjadiit takto: datovy bod je predikce
plus chyba predikce, tj.
Yi = bixi +bo + ¢ (40)

Kritérium optimality pro "idealni regresni primku" definujeme jako soucet kvadrati

vSech chyb predikce
J = Z e, (41)
i=1

a pozadujeme, aby bylo minimalni.

Chyby predikce odpovidajici regresni piimce, tj. ptimce, pro kterou je kriterium J minimalni,
nazyvame rezidua.

Koeficienty regresni piimky b; a by jsou®
bl = — bo =y — blf, (42)

s oznacenim

SRS
S|

o o Se= 3 Sa = Y- D)D)

Korelaéni koeficient r je

kde Syy =i (i — 7).

POoZNAMKA

Uvedeny vzorec neni v rozporu s tim, ktery jsme uvedli v souvislosti s Pearsonovym testem.
Po vydélent citatele 1 ymenovatele vyrazem n — 1 dostaneme totéz.

Vyznam:

e Koeficient b; vypovida o trendu regresni primky. Je-li b; > 0 pfimka roste, pro by < 0
klesa a v pfipadé b; = 0 je vodorovna.

e Korela¢ni koeficient r nese informaci o tom, jak silna je vazba mezi daty = a y. Jeho
rozsah je r € (0, 1) a je li nulovy, veli¢iny x a y spolu nesouvisi — regrese nema vyznam.
Je-li kladny ptrimka roste, je-li zdporny, klesa. Cim vice se blizf +1 tim je vazba silnéjsi.
Pro r = %1 lezi datové body na regresni pfimce.

6Qdvozeni vzorci je uvedeno v Dodatku 77,
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PRIKLAD
(pokracovani) Podle zadani naseho piikladu o produkei automobilit bude
T=35 J=44, Sp=175 S, =08, S, =29, b =0.166, by=23.82, r=0.775

Predikce v bodech méfeni (nebo i kdekoliv jinde) ur¢ime tak, ze do odhadnuté regresni primky
dosadime prislusna x

ti.  3.99, 4.15, 4.32, 4.48, 4.65, 4.82

Hodnota regresniho koeficientu r = 0.775, stejné jako smérnice regresni piimky b; = 0.166
potvrzuji, Ze data maji tendenci naristu. Regresni koeficient navic ukazuje, ze data lze dosti
dobfe aproximovat pfimkou (0.775 — 1).

Funkce ve Scilabu:

- jednoduché regrese a predikce

p = lin_reg(xy),
yp=lin_ pred(x,p),

- vicendsobnéa regrese a predikce

p=lin_reg n(xy),

yp=lin_pred n(x,p)

10.2 Nelinearni regrese

Piimka je nejznaméjsi, nikoliv v8ak jedinou funkci, kterou lze mérenymi body prokladat.
Jako dalsi z moznosti uvedeme polynomickou a exponencidlni regresi. Dulezité pfi tom je,
abychom dokazali vyjadiit zavisle proménnou y (nebo jeji funkei) jako skalarni soucin vektoru
parametri a regresniho vektoru, tj. vektoru, jehoz slozky jsou funkce méfenych dat, pomoci
kterych chceme y vyjadrovat. Tak dostaneme obecnou regresni rovnici

Jo (i) = b fn (i) + b1 frna (i) + -+ + b fi(zi) +bo + € = (44)

= [fm<l'z), fm_l(x,% cee fl(f[‘i), 1] X [bm, bm—h .. ,bl, bg]/ + €;,
kde
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frlxy), k=1,2,....m, i=1,2,...,n jsou znAmé funkce nezéavisle proménnych z;,

fo(yi), i=1,2,...,n je znaméa funkce zavisle proménnych y; a

/

symbol " znaci transpozici.

Regresni koeficienty obdrzime takto:

e Sestavime vektor vystupt a datovou matici

fo (y1) fo(@1), fooa(z), .., filz), 1
v — | fo() X = S (@2), fmoa(22), -y filza), 1
o (1) F (). Fu (a)s o filw), 1
e Regresni koeficienty jsou
) b= [bm, bm_1,-..,bo) = (X'X) " X'Y. (45)
POZNAMKA

Vsimneéte si, Ze pro skaldrni pripad tento vzorec souhlasi s diFive uvedengm.

PRIKLAD
(polynomialni regrese) Regresni piimka ma tvar
Y = b ™ 4 by 2™ 4 - -« by + by, (46)

ktery je vzhledem k parametrim linearni.

Datova matice bude

m m—1

Y1 Ty, Iy y ey Ll 1
m m—1

y=| ¥ | x=| % T2 - 22 1
m m—1

Yn Tpy Ty s ooy Ty 1

Dalsi postup podle obecného navodu vyse.

p=pol _reg(x,yk)

yp=pol_pred(x,p)
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10.3 Exponencialni regrese

Regresni kiivka ma tvar

y = a exp{bz}, (47)

ktery je nelinedrni. Linearizujeme je logaritmovanim

Iny=Ina+bx = g=>bz+b, (48)

kde y =Iny a by = Ina.
Dale jiz postupujeme podle obecného navodu.
POzZNAMKA

Pozor! 7 linearizované regresni piimky dostaneme logaritmy predikei In . Skutecné predikce
jsou y = exp{lng}.

p=exp _reg(x,y),

yp=exp _pred(x,p).

10.4 Logisticka regrese

Obycejna regresni analyza, jak jsme ji dosud prezentovali, neumi jako zavisle proménnou y
uvazovat diskrétni veli¢inu, tj veli¢inu, kterd muze nabyvat jen vybranych hodnot (vétsinou
celo¢iselnych). Je to pochopitelné. Kdyz budeme nésobit data z regresniho vektoru odhad-
nutymi parametry, tézko zajistime, aby soucet téchto soucinu patfil do mnoziny predem
vybranych (zpravidla celych) ¢isel. Pfitom piipady, kdy potfebujeme modelovat diskrétni
veli¢inu, jsou dosti ¢asté. Tak napiiklad nehoda (je, neni), (je smrtelnd, je se zranénim, jen
hmotné skoda, neni) nebo kolona (neni, je mala, je velkd) nemluvé ani o stupni dopravy
(1,2,3,4,5), ktery je ptimo jako diskrétni definovan.

Jak je patrné z predchoziho vyc¢tu, nékteré veliciny jsou diskrétni jiz svou povahou, jiné
lze chapat jako spojité a vhodné je diskretizovat. Kazdopadné je mozno Fici, Ze statistické
postupy pro diskrétni modely jsou jednodussi a 1ze s nimi FeSit i takové tulohy, které by ve
spojité formé byly nefeSitelné. Nicméné ani diskrétni modely nejsou bez vady. Zvlasté pri
pocatecni diskretizaci se snadno dostavame do prostort s tak vysokou dimenzi, Ze vypocetni
postupy také zhavaruji. Proto je pocet hodnot pii diskretizaci tfeba volit velmi obezietné a
mnozstvim hodnot pii diskretizaci neplytvat.

Uloha, ktera modeluje diskrétni veli¢iny s hodnotami y = 0,1, v zavislosti na jinych, at uz
diskrétnich nebo spojitych, se nazyva logistickd regrese. Své jméno dostala po logistické
kiivce

7= logit (p)



pro p € (0,1). Tato funkce provadi transformaci intervalu (0, 1) na celou realnou osu R’. Cel4
logisticka regrese se velmi podobé obycejné regresi az na to, ze misto y modelujeme funkci
logit (p), kde p = P (y = 1|z, b), coz je podminéna pravdépodobnost, ze y = 1 pii znalosti
regresniho vektoru x a regresnich parametri b.

Rovnice logistické regrese méa tvar

logit (p) = b
kde 2'b = by + byzy + -+ + byx, a x 1 b jsou sloupcové vektory (vektor b zacinid nulovym
indexem, vektor x jednickou).

Jestlize dosadime za funkci logit (-), dostaneme uvedenou rovnici v jiném tvaru

~ exp(2'b)
1 +exp(2'D)

Odhadovani

Ukolem odhadu je ur¢it hodnoty vektoru parametri b na zakladé zméfeného datového vzorku
Yi, xyproi = 1,2,--- N kde z; = [1, 21,4, o5 - - , Tpy) . Protoze se jedna o nelinearni model,
nelze pouzit metodu nejmensich ¢tverct jako u obycejné linearni regrese. Pro identifikaci tedy
pouzijeme metodu maximalni vérohodnosti. Sestavime vérohodnostni funkei (sou¢in modelu
s dosazenym vybérem) a budeme ji numericky maximalizovat.

Model pro y je podminéna hustota pravdépodobnosti y s alternativnim rozdélenim (dva
mo7né vysledky) a s parametrem p = p (x,b) zavislym na parametrech b a zméfeném regres-
nim vektoru x. Pro zmétené y; a x; dostavame

f (yiles, ) = p (2, 0)" [1 = p (5, b))

a pro logaritmus vérohodnostni funkce [y (b) = log Ly (b)

In (b) =log Ly (b) = 10gH f (yilx;, b) = log Hp (25,0)" [1 — p (a, b)]l_yi _
= 3" llog (pi) + (1= yi) log (1~ p.)] =

Z yix:b —log (1 + exp {x;b})] (50)

=1

"Skute¢ng, pro p =0 je y = —oo, pro p = 0.5 je y = 0 a pro p = 1 dostaneme y = 0o
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Prvni derivace logaritmické vérohodnostni funkce je

Oy (b)) & 1 N
N
o, ;@x] e (2] TPV }xj’) 2 wi=p)tie (51

kde p; = p (x;,b) a dale jsme vyuzili vztah (49).

Druha derivace je

iy (b) _ Oly (b) Il (D)
obob; — Oby,  Ob;

=pi (1 — p;) Tz

Pro maximalizaci lze pouzit Newtonovu metodu. Tu dostaneme pomoci rozvoje maxima-
lizované funkce Taylorovym rozvojem druhého radu.

l(b+6):f(b)+f'(b)5+%f”(b)62

Derivaci podle § polozime rovnu nule a dostaneme

Fo)+f ®s=0

Odtud plyne vzorec pro numerické hledani extrému. Polozime obecné by, =b+9d ab=b; a
dostaneme

’

f(by)
f (br)

kde Hessova matice H je matrice druhych parcidlnich derivaci a gradient G je vektor prvnich
parcialnich derivaci

byir = by — nebo vektorové by = b, — H (b)) G (by)

DLy (b)

' ~ Oy (b)
P Bbb; -

b

G

Program realizujici zminénou optimalizaci je nésledujici
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% Program pro logistickou regresi zavislosti poctu nehod
% na vybranych charakteristikach dopravnich komunikaci
A T T T
T

matini

load nehody /» natazeni dat

[nh m]=size(x);
x1=[ones(n,1) x1;

th=rand (m+1,1); % startovaci hodnoty parametru
for 1=1:1000
[g hl=gradHessL(y,x1,th); % generovani gradientu a Hessovy matice
gg=sqrt(g’*g) ;
hh=h+eye (m+1) *le-5; %» regularizace pro inverzi
th=th-inv(hh) *g/(1+gg) ; /» promennd delka kroku
if gg<le-3, break, end % test na ukonceni iteraci
end
yp=logit_inv(x1xth); % predikce v pravdepodobnostech
yi=round(yp) ; % bodova predikce
SE=sum(abs (y-yp))/n; % kriterium pro vyhodnoceni kvality
fig,plot(1l:n,y,’0’,1:n,yp,’x’,1:n,yi, %)
i,th,SE

kde procedura, ktera pocita gradient a Hessovu matici z log-likelihoodu pro logistickou regresi
je
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function [g hl=grHess(y,x,th)

%» [g hl=grHess(y,x,th) gradient and Hessova matice pro

4 logaritmus logisticke verohodnostni
b funkce

b

% g gradient

% h  Hessova matice

%y zavisle promenna

% x  nezavisle promenna

%y th parametry
[n ml=size(x);

% gradient
g=zeros(m,1);
for t=1:n
xt=x(t,:);
pe=exp (xt*th) ;
p=pe/ (1+pe);
g=g+(y(t)-p)*xt’;
end

% Hessova matice
h=zeros(m,m) ;
for t=1:n
xt=x(t,:);
pe=exp (xt*th) ;
p=pe/ (1+pe);
for i=1:m
for j=1:m
h(i,j)=h(i,j)-x(t,i)*x(t,j)*p*x(1-p);
end
end
end

Program pracuje s daty pro analyzu nehodovosti.

Modelovana veli¢ina y je

nehoda (hmotnéa skoda, zranéni nebo smrt),

v regresnim vektoru x jsou veli¢iny:
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doba (den, noc, soumrak)

viditelnost (jasno, mlha, dést, snih)

rychlost (normalni, piekroc¢ena)

typ srazky (stejny smér, protismér, vyjeti z vozovky)

vysledek (ohrozeni, st¥et, pevna piekazka, zver)

11 Korela¢ni analyza

V predchozi kapitole jsme ukazali, jak k danym realizacim vybéru = a y sestrojit regresni
piimku. Zaroven jsme konstatovali, ze vybérovy korela¢ni koeficient r vypovida o kvalité
regrese. Pfesnéjsi vyjadreni, zalozené na intervalech spolehlivosti a testech hypotéz, poskytuje
korela¢ni analyza, které se budeme nyni vénovat.

IdeAlni regresni piimka

Pro dalsi iivahy budeme pfedpokladat, Ze skutecné existuje idedlni regresni piimka s
rovnici y = fy + fix, ktera generuje body [x;,y;]. My je vSak nejsme schopni méfit Cisté
a méfime je se Sumem. O tomto Sumu piedpokliddame, ze ma nulovou stifedni hodnotu a
konstantni rozptyl o2. Nasi regresni piimku y = bz + by chipeme jako odhad této ideélni
primky.

Koeficienty b; a by jsou potom bodovymi odhady parametru 5; a §y a predikce 3; = by + byx;
jsou bodovymi odhady hodnot idealni regresni piimky [y + S1x; v bodech x;. V pfeneseném
slova smyslu fikdme, ze cela regresni piimka y = by+b1x je bodovym odhadem idealni primky
y = By + [z pro x € R.

11.1 Intervaly spolehlivosti v regresi

Podobné jako v kapitole o intervalech spolehlivosti uvazujeme soubor a jeho parametry. Témi
jsou By, B1 (koeficienty skutecné piimky), 5o + f1z (hodnota skuteéné piimky v libovolném
bodé ), p (souborovy korela¢ni koeficient), piipadné dalsi. My vSak tyto parametry nezname
a odhadujeme na zakladé vybéru. Intervalovy odhad pak urc¢uje mnozinu hodnot které para-
metr muze nabyt s danou pravdépodobnosti 1 — a.

Interval pro /5,
Jak jsme se zminili d¥fve, koeficient regresni pfimky u nezavisle proménné x je smérnici

piimky a jeho znaménko urcuje, zda je ptimka klesajici nebo rostouci. Tento fakt muze
byt v nékterych aplikacich rozhodujici a je stfedem zajmu regresni analyzy. Piedstavme si
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napiiklad, Ze hodnoty y; jsou zisky nasi firmy zaznamenané v jednotlivych mésicich. Zisky
se mohou mésic od mésice velmi liSit, ale co nas pfedevsim zajima je to, zda maji celkovou
tendenci rust nebo klesat.

Pritom je tfeba si uvédomit, Ze to, co nas zajima, je koeficient 1, coz je parametr skute¢ného
procesu (souboru), ktery sledujeme a ze kterého pofizujeme vybér v podobé bodu - dvojic
[x;, y;] . Statistikou pro odhad tohoto parametru je koeficient b; - smérnice regresni piimky,
kterou jsme spocetli z pofizeného vybéru.

Zkonstruovany interval potom ukazuje ,yvelmi pravdépodobné” hodnoty parametru ;. Pokud
napf. cely interval lezi v kladné poloose, je ,velmi pravdépodobné” 7e skutec¢nd piimka roste.
Pokud obsahuje jak kladny, tak i zdporny pod-interval, mame z poméru délek pod-intervali
alesponl predstavu o pravdépodobnosti rustu nebo klesani skute¢né primky.

Interval spolehlivosti pro (3; je oboustranny interval se stfedem v by, ve které bude lezet (3
s pravdépodobnosti 1 — a.

Interval spolehlivosti je dan vzorcem:

Se
p1€b £ Tta/%

kde

S = \/M’ a lq je krit. hod. St(n —1) (52)

n—2

VyYUZITi: obsahuje-li interval nulu, data nejsou prili§ vhodné pro linearni regresi.

Interval pro hodnotu regresni pifimky

Regresni primku konstruujeme proto, abychom odhadli ,skute¢nd y” pro rizna z. Pokud
bychom se ale zajimaly o hodnoty y, které budeme opakované dostévat v jednom bodé z = z,,
zjistime samoziejmé, ze se budou navzajem také lisit (méfime se Sumem a ten se neustale
méni). Neur¢itost hodnot y bude dana jednak neznalosti piesné polohy idealni piimky (pa-
rametry 3y a ;) a dale neznalosti sumu (rozptyl ¢?). Bude-li nas zajimat, v jakém rozsahu
miZeme ocekdvat hodnoty y v daném bodé x, miZeme zkonstruovat interval spolehlivosti
pro hodnoty y v bodé xz,,.

Tento interval pro hodnoty y v pevném bodé z, je oboustrannym intervalem ve kterém bude
lezet (1 — o) x 100% v8ech hodnot y generovanych v bodé x,,.

Interval spolehlivosti je:

1 (x,—7)
€ Gy £ Syl +— P
y(fﬂp) yp S \/ + n + S:m:

kde smérodatna odchylka s, je dana v (52).

119



VyuziTi: Cim $irsi je tento interval, tim méné vhodné je linearni regrese.

PozZNAMKA

Casto se uvddi celyj pds spolehlivosti, tvoreny intervaly na husté siti bodi x,,.

[is_e,is p,pval a,pval r|=reg infe(x,y,xp,alpha,alt),

is_e,is_p jsou IS pro stfedni hodnotu a predikeci,
pval_a,pval_r jsou p-hodnoty pro smérnici a korela¢ni koeficient,

X,y Vybéry, xp pevny bodx, alpha hladina vyznamnosti pro test, alt smérovani
testu.

11.2 Testy hypotéz v regresi

Intervaly spolehlivosti, o kterych jsme mluvili v minulém odstavci, vypovidaly o jistych vlast-
nostech sledovaného souboru, ktery je v pripadé regresni analyzy reprezentovan dvéma né-
hodnymi veli¢inami X a Y, mezi nimiz hledame zavislost. Parametry, které jsme odhadovali
souvisely praveé s vlastnostmi této zavislosti.

Vlastnosti sledovaného souboru jsou vyjadieny linedrni zavislosti s aditivnim Sumem ve tvaru

y= 0o+ Bix+e

kde pro sum e predpokladame nulovou stfedni hodnotu a konstantni rozptyl o2. Otazkou ale
zustava do jaké miry, nebo zda vibec, zmétfena realizace vybéru [z;, y;], 1 = 1,2,--- ,n maze
pochazet z predpoklddaného souboru, ktery generuje linearné zavisla data. Situaci budeme
ilustrovat na tfech néasledujicich piipadech:

Idealni regrese
V tomto piipadé je Sum nulovy a zmétené body lezi presné na regresni piimce.
Normalni regrese

Regresni primka body aproximuje ve smyslu nejmensich ¢tverct rezidui. Pokud bychom ale
polohu pfimky jakkoli zménili, dostaneme aproximaci, ktera je horsi. Cim vice jsou body
kolem piimky ,rozhazeny”, tim je kvalita aproximace p¥imkou pochybnéjsi.

Nesmyslna regrese

V tomto extrémnim piipadé (kdy zméfené body tvoii vrcholy ¢tverce) je aproximace piimkou
nesmyslna. VSechny piimky, prochazejici stfedem ¢tverce, jsou stejné dobre (nebo lépe, stejné
Spatné).

Dale uvedeme dva testy, které ovéiuji, zda je regresni analyza v daném piipadé, tj. pro sebrany
datovy vybér [z;, y;|, i = 1,2, ,n, vhodna.

120



t-test korela¢niho koeficientu (Pearsoniv test)

Prvni z uvedenych testli, Pearsoniv test, ktery jsme mimochodem jiz uvadéli mezi nepa-
rametrickymi testy, je zaloZzen na testu nulovosti souborového korela¢niho koeficientu p. V
piipadé, ze je korela¢ni koeficient p nulovy, jsou ndhodné veli¢iny X a Y nekorelované, neni
mezi nimi zadné zavislost, a tedy ani linearni. Opét, skute¢ny korela¢ni koeficient p nezname
a dozvidame se o nem jen z vybéru a to prostrednictvim vybérového korela¢niho koeficientu
r. Ten je také statistikou pro odhad p.

Normované statistika: .

t= ~ St(n —2)

1—r
n—2

Test je oboustranny, s nulovou hypotézou Hj : "data nejsou vhodna pro regresi'.
[p_hodnota, T,z_ alpha]=pearson __test(X,Y,alpha)

POZNAMKA

Vétsinou testujeme data na regresni analyjzu proto, abychom ji mohli provést. Pritom nulovd
hypotéza 7ikd, Ze data nejsou vhodnd pro regresi. Dostdvdme tak trochu zamotany viysledek:
nulovou hypotézu zamitame, data jsou vhodnd pro regresi. Jako by néco negativniho, prindselo
pozitivni vysledek.

F-test poméru vysvétleného a nevysvétleného rozptylu

Tento test je velice obecny a mé dalsi pouziti i mimo regresni analyzu - napiiklad se uziva i v
analyze rozptylu, kterou se budeme zabyvat dale. Navic je zalozen pouze na zmétrenych hod-
notach y; a na predikcich g;, tj. hodnotédch zmérenych na regresni piimce. Pracuje s rozkladem
celkového souc¢tu ¢tvercti na regresni soucet ¢tverci (ktery je vysvétleny) a rezidualni soucet
¢tvercit (ktery je nevysvétleny). Jednotlivé pojmy dale vysvétlime s pomoci nasledujiciho
obrazku.

Na obrazku je naznacena situace regresni analyzy se tfemi body. Plnou ¢arou je vyznacena
regresni pifimka a ¢arkovanou carou primérna hodnota ze vSech t¥i naméfenych y. Vpravo
nahofe je podrobné&ji rozkreslena situace pro jeden /teti) naméfeny bod. Dole je hodnota
priuméru, nad nim zméfend hodnota ys a jesté dale nahoru na piimce lezi predikce y3. Pritom
plati:

(y3 =) = (U3 — ¥) + (y3 — U3)

Tato rovnice ukazuje rozklad odchylky y3 od priaméru y do dvou slozek. Prvni, (93 — ) je
odchylka predikce lezici na regresni primce od primérné hodnoty y. Tato slozka je vysvétlena
existenci regresni piimky. Druhé slozka, (y3 — ¢3) je odchylka zmétreného bodu od regresni
piimky. Tato slozka je nevysvétlend. Predpokladame, Ze body budou vysvétleny piimkou a
pfitom tomu tak tplné neni, aniz bychom to uméli vysvétlit.
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Rovnost, kterou jsme pravé popsali pro odchylky, nalezneme i u souc¢tu ¢tvercii téchto od-
chylek. Plati

S, = 5; + S

kde

e celkovy soucet ¢tverctii odchylek dat od pruméru je

n

Sy = Z(yz - y)2 = Sy,

i=1
e regresni soucet ¢tverci odchylek predikci od primeéru je

n

Sy = Z(gl - g)Q = SaQ:y/Sw:ra

i=1
e reziduilni soucet &tverci odchylek dat od predikei (tj. od piimky) je

n

Se = Z(yz - ij)z = Syy — S:%y/sm = Sy — 5.

i=1

Regresni soucet ¢tvercli ukazuje, kolik ptivodniho rozptylu je vysvétleno na zakladé regrese.
Rezidualni soucet vypovida o zbylém, tedy nevysvétleném, rozptylu.

Statistika pro popisovany test je

(n —2)8;

F:
Se

~ F(1l,n—2),

coz je podil rozptylu vysvétleného regresi a nevysvétleného. Statistika mé rozdéleni F' se
stupni volnosti 1 a n — 2. Nulovou hypotézu Hj : "data nejsou vhodnéa pro regresi" testujeme
pomoci pravostranného F-testu.

[p_hodnota, T, df_num, df_den]=f test reg(x,y)

z-test nezavislosti rezidui

Dalsim ovéfenim spravného piistupu k regresni analyze, zejména k dostatecnosti linearni
aproximace nameéienych bodi, mize byt test nezavislosti rezidui. Dikazem toho, 7e aproxi-
mujici kiivka (vétSinou piimka) je postacujici, je nezavislost ,zbytki po aproximaci”, tedy
rezidui. Jestlize rezidua nejsou nezavisla, znamend to, Ze mezi nimi existuji vazby, které by
bylo mozno jesté dale modelovat. Napriklad, bude-li data generovat parabola, a my je budeme
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aproximovat piimkou, budou rezidua zavisla, a jejich zavislost bude svédcit o tom, ze linearni
aproximace neni dostacujici. Bude tieba hledat lepsi kiivku - polynom druhého radu.

Pro test nezavislosti rezidui pouzijeme Poradovy test nezavislosti podle odstavce

[p_hodnota, T,z_ alpha]=ordinal _test(X,alpha)

11.3 Test logistické regrese
Vhodnost jednotlivych prvki regresniho vektoru

Jedna se o test, ktery ma prokazat, ze vybrany prvek regresniho vektoru je platny pii vysvét-
lovani zavisle proménné y. Za timto G¢elem provedeme dvé regresni anylyzy. Prvni s celym
regresnim vektorem a ur¢ime hodnotu logaritmické vérohodnostni funkce [ (b) (50) a druhou
s regresnim vektorem s vynechanym testovanym prvkem a s logaritmickou vérohodnostni

funkei [~ ().
Statistika testu je
G=-2 [l* (b) —1 (b)}
Rozdéleni statistiky je Ch2, s jednim stupném volnosti. Test je pravostranny, nulova hypotéza:

testovand veli¢ina do regrese nepatii.

Vhodnost celého modelu logistické regrese

Cely logisticky model je mozno testovat podobné. Statistika G je pak dana ve tvaru

G=—2[1"(b) — 1 (b)]

kde [° (b) je logaritmicka vérohodnostni funkce pro model, tvoreny pouze konstantou by.
Statistika ma opét Chi2 rozdéleni, ale s po¢tem stupni volnosti rovnym poc¢tu nezavislych
proménnych. Test je pravostranny, nulova hypotéza: model neni vhodny pro logistickou re-
gresi.

12 Analyza rozptylu (ANOVA)

Podobné jako korela¢ni analyza, kterd z rozboru celkového rozptylu dat déla zavéry o funkci
regrese, pracuje i analyza rozptylu (ANalysis Of VAriance) z celkovym rozptylem dat. Roz-
klada jej do jednotlivych tiid a déla zavéry o téchto tiidach.

Predpokladem pro pouziti testu ANOVA je shoda rozptylu dat v jednotlivych tiidach. K
ovéieni tohoto predpokladu slouzi Bartlettuv test.

bude dodan pod jménem bartlett test()
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12.1 ANOVA prti jednoduchém tridéni

Uvazujeme nékolik podobnych zdroji dat a chceme se presvédcit, ze vSechny tyto zdroje
funguji stejné, tj. pruméry dat zméfenych na jednotlivych zdrojich jsou stejné. Postup testu
uvedeme podle prikladu.

PRIKLAD

Testujeme tii automobily stejné znacky pro zavod do vrchu. Vlivem nestejnych podminek
(rtzni 1idi¢i, povrch vozovky, atd.) se naméfené Casy 1isi. Nasim tkolem je zjistit, zda rozdily
v riznych primérnych casech pii opakovanych jizdach jsou zptsobeny rozdilnou kvalitou
automobili nebo je lze pri¢ist na vrub ndhodnym vliviim. Data, ktera jsme namérili, jsou v
tabulce

Casy pii opakovanych jizdach automobilii (min)

jizda | automobil 1 automobil 2 automobil 3
1 5.32 5.88 5.32
2 5.24 5.31 4.21
3 5.47 4.86 5.44
4 4.98 5.45 5.33
5 5.16 5.12 5.24

Oznacdime:

a pocet t¥id (automobili - pocet sloupcu tabulky),

n; pocet méfeni v j-té tiidé (pocet radku tabulky - zde stejny pocet méfeni, ale nemusi byt),
N =7, pocet viech méfeni (pocet vech prvki tabulky),

x;; je méfeni j-tého automobilu pii i-té jizdé (prvek tabulky na pozici (4, j),

Tj = [215,T2;,...,2n,;] mefeni od j-tého automobilu (j-ty sloupec tabulky,

= 1

=3 2wy praméry dat od j-tého automobilu (priméry ze sloupci),

T = %Z?Zl Z; primér z prumért pro jednotlivé automobily (celkovy pramér tabulky),

proj=12,... a.

Celkovy soucet ¢tverci zméfenych dat bude



]:1 =1 ]:1 =1 ]:1 =1
a ng a
= E § (i —T.5)" + § n; (T, —T),

protoze

e druh& zavorka v prostfednim ¢lenu je nezavisla na ¢, mtuzeme ji tedy vytknout pred
sumu a soucet prvniho ¢lenu da (z.; — z.;) = 0.

e cely tieti ¢len je nezavisly naia S 2, 1 =n..
=1 J

Definujeme:

S% - soufet &tverci uvnit¥ t¥id, ktery po normovani dava rozptyl uvniti t¥id - tj. nevy-

svétleny rozptyl
a nj
SE=3" (i —T.5)

j=1 i=1

a normaliza¢ni faktor, stupné volnosti, ktery je
de =N — a,

protoZe volnych proménnych jeny —1+ny —1+...,n, —1=5>% n;—a=N —a.

S2, - soufet tvercth mezi t¥idami je to druhé ¢ast rozkladu S%, kterd po normovani
dava rozptyl mezi tiidami - tj. rozptyl vysvétleny riznosti tiid

a
St = ni(@,; -7’
j=1

a normalizac¢ni faktor, stupné volnosti, je

df]V[ =a— 17
protoze prumeéru je a a mezi nimi existuje jedna vazba .
Statistika pro test je dana podilem

F— 512v1/(a— 1)

=S /N=1) ~ F(a—1,N—1),

coz je podil rozptylu vysvétleného tiidami a rozptylu nevysvétleného. Statistika ma rozdéleni
F' se stupni volnostia — 1 a N — 1.
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Nulova hypotéza Hy: "stfedni hodnoty t¥id jsou stejné". Test je pravostranny.
PRIKLAD (dokonceni)

V naSem prikladé o zavodnich automobilech je
a=3; n=ny=nzg=295 N=3x5=15--- priméry 7; : 5.23, 5.32, 5.11.

soudet ¢tvercti mezi t¥idami Sy, = 0.12; soucet ¢tvercli uvnitt t¥id s7 = 1.74.

stupné volnosti mezi tfidami dfy; = 2; stupné volnosti uvnitf tid dfy = 12.

e 01177/2
Statistika: F), = a3/ = 0.405

p-hodnota: p, = P(F > F,) = 0.676

pii pouziti rozdéleni F(a — 1, N — 1)) = F(2,12).

Zaveér testu: automobily jsou stejné.

[p_hodnota, T|=anova _1(y,n)

12.2 ANOVA pii dvojném t¥idéni

Uvazujeme podobné jako v predchozim nékolik zdroji dat. Rozdil je v tom, Ze na tyto zdroje
mohou mit vliv jesté dalsi faktory. Cilem je uréit, zda rozdily v datech je mozno vysvétlit
vlivem téchto dalsich faktoru, nebo zda zdroje jsou skutecné ruzné.

PRIKLAD

Testujeme t¥i automobily stejné znacky pro zavod do vrchu a mame k dispozici pét fidica.
Kazdého z tidi¢u nechame vyjet zavodni drdhu se vSemi automobily a zaznamenéme jejich
¢asy. Ty jsou uvedeny v tabulce

Casy pii jizdach automobili s riznymi fidi¢i (min)

automobil 1 automobil 2 automobil 3
Fidi¢ 1 5.32 5.88 5.32
Fidic¢ 2 5.24 5.31 4.21
Fidi¢ 3 5.47 4.86 5.44
fidic¢ 4 4.98 5.45 5.33
Fidi¢ 5 5.16 5.12 5.24
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Nasim tkolem je zjistit, zda rozdily v riznych primérnych ¢asech pii jizdach automobili jsou
zpusobeny rozdilnou kvalitou automobilii nebo je lze pficist na vrub rozdilim mezi fidici.

POoZNAMKA

V prikladé pro jednoduché tridéni jsme se snazili rozdilnosti v casech vysvétlit pouze rozdil-
nosti automobili. Nyni rozdily v casech vysvéetlujeme jednak rozdilnosti automobili, ale také
rozdilnosti Fidici.

Oznacime:

a je poCet automobilu (pocet sloupct tabulky),

b pocet fidi¢a (pocet fadka tabulky),

x;; je Cas j-tého automobilu s i-tym fidicem

T.j= %Z?Zl z;; je praumeérny ¢as j-tého automobilu (pfes v8echny fidice),

- 1 b : o x sy .y v iy v . .
Ti. = 5D, Tij je prumérny Cas i-tého fidice (se viemi automobily),

7 je celkovy primérny ¢as z celé tabulky.

Celkovy rozptyl dat a jeho ortogonélni rozklad je

a b
52 == ZZ (ZL‘i’j —E> =
i=1 j=1
a b
:ZZ(%] —§+TJ —T.;+T;. -7 +x—x)2 =
i=1 j=1
= [(f )] _%) + (E'Lv _i) + (IZ] xl])i|2 -
i=1 j=1
a b ) a ) b
= ZZ (z.;—7) +bz (zi. — T) +aZ(a:” Zii)°
=1 j=1 =1 7j=1
kde predikce z; ; je
B, =T ,;+%.—2=(T,;—2)+ (T, —T)+7 (53)

a posledni rovnost plati, protoze
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>, P08 X7 -0

Definujeme:

S?% soufet ¢tverct mezi priméry automobild (prostiedni ¢len v rozkladu S%)
SA=0) (T —T)
i=1

a odpovidajici stupné volnosti
de =a—1
S% soulet ¢tverci mezi prameéry Fidi¢t (posledni ¢len v rozkladu S?%)

b

Sp=a) (T,;-1)

=1
se stupni volnosti

dfs =b—1
S% rezidualni soudet ¢tvercit (uvnit¥ t¥id) (prvai ¢len v rozkladu S?)

b

St=3 (wiy— 2y)

i=1 j=1
ktery je vypocten z rozdili mezi daty x;; a jejich pfedpovédmi z; ; viz (53).

Stupné volnosti jsou
dfy = (@ —1)(b—1).

Statistika pro test automobild je dana podilem

(b—1)S3

Fu—
A SIQJ

~Fla—1,(a—1)(b—1)),
coz je podil rozptylu vysvétleného rozdily v automobilech a rozptylu nevysvétleného. Statis-

tika mé rozdéleni F' se stupni volnosti a — 1 a (a — 1)(b — 1).

Nulova hypotéza Hy: "stfedni hodnoty pro automobily jsou stejné". Test je pravostranny.

Statistika pro test fidi¢d je dana podilem

Fg:@%g%-wF@—Lm—nw—m,
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coz je podil rozptylu vysvétleného rozdily v fidi¢ich a rozptylu nevysvétleného. Statistika mé
rozdéleni F' se stupni volnosti b —1 a (a —1)(b—1).

Nulova hypotéza Hy: "stfedni hodnoty pro fidice jsou stejné". Test je pravostranny.

Funkce ve Scilabu:
[pv_col, pv_row]=anova 2(s)

POZNAMKA

Na pruni pohled by se mohlo zddt, Ze ANOVA s dvojnym tFidénim provddi pouze dva paralelni
testy pro dve veliciny, které maji vliv na sledovand data. Neni to vSak pravda. V kaZdém z
obou testu se berou v uvahu vlivy obou velicin. To co jsme drive museli prohldsit za nevysveél-
leng rozptyl (ktery byl treba proti vysvétlenému prilis veliky), lze nyni vysvétlit pomoci druhé
veliciny. Tim se nevysvétleny rozptyl zmensi a test miZe dopadnout zcela jinak.

PRIKLAD (dokonceni)

V nagSem piikladé o zavodnich automobilech je
a=3, b=25,

pruméry pro automobily z;. : 5.23 5.32 5.11,
pruméry pro fidice 7. ; : 5.51 4.92 5.26 5.25 5.17.

soucet ¢tvercii mezi automobily S% = 0.118, soucet ¢tvercii mezi Fidici  S% = 0.530,

rezidudln{ soucet ¢tvercii Sp = 1.213.

stupné volnosti mezi automobily df4 = 2, soucet ¢tvercu mezi rfidi¢i  dfg = 4,

stupné volnosti pro rezidualni soucet ¢tvercu dfy = 8.

Statistika: F)y = 0.388, p-hodnota4 = 0.69
Statistika: Fp = 0.874, p-hodnotag = 0.52

Zavér testu: ani automobily ani fidi¢i nejsou odlisni.

|[pv_col, pv_row| = anova_ 2(x),

pv_col, pv_row jsou p-hodnoty,

x data (matice s prvnim faktorem ve sloupcich a druhym faktorem v fadcich).
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12.3 Souvislost metody ANOVA s regresni analyzou

Ulohu ANOVA lze Fedit jako ulohu regresni analyzy. Nejprve se budeme zabyvat @lohou
ANOVA s jednoduchym t¥idénim, kdy zméfeny datovy vzorek délime na tiidy podle jediného
faktoru, potom tlohou ANOVA s dvojnym tfidénim, kdy data délime do t¥id podle dvou
faktorii. Pro jednodu$si zapis budeme uvazovat, ze v kazdé tiidé daného faktoru je vzdy
stejny pocCet méfeni. To mam umozni zméiend data zapsat v kompaktnim tvaru matice.
Stejny pocet méreni ve ti¥idédch vSak neni podminkou tlohy.

ANOVA s jednoduchym t¥idénim

Tato tloha analyzuje datovou matici X s n fadky (méfenimi) a a sloupci (t¥idami), data
jednotlivych tiid X, jsou uloZena ve sloupcich, napf.

11 T12 T13
X — To1 T2 T23
T31 T32 T33
L41 T42 T43
kde X; = [x1; o, T35, 74;]’ jsou pro j = 1,2,3 data t¥id 1, 2, 3.
Zakladni model pro jeden datovy bod je

Tijg = W + a; + €ij (54)

ktery tikéd, Ze bod, zméreny ve tfidé j ma hodnotu pu, spolecnou pro vSechny tiidy plus
hodmotu a;, ktera je spolecnd bodim jedné tridy, ale mezi tiidami se muze liSit plus Sum.
Cisla a;, j = 1,2,--- ,a tedy vyjadiuji, o co se jednotlivé tridy lisi. Budou-li vSechna a;
nulova, budou t¥idy stejné.

7 uvedeného modelu dostaneme pro jeden sloupec matice X
Xj = MOn + CLjOn + €5 (55)

kde O, je sloupcovy vektor jednicek o rozméru n a ¢; je j-ty sloupec matice Sumu e.

Sefadime-li nyni sloupce X; matice X pod sebe do vektoru, dostaneme s pomoci vztahu (55)
nasledujici model
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T11 1 100 €11
921 1 100 €91
31 1 100 €31
T41 1 1 00 €41
T12 1 010 % €12
T2 1 010 aq €99
T32 - 1 010 a9 + €32 (56)
T42 1 010 as €492
T13 1 0 01 €13
93 1 001 €923
33 1 0 01 €33
L T43 | L 1 0 01 1 L €43 |
ktery je regresnim modelem z = df + € s obecné parametry 0 = [, a1, a,- - ,a;] . Vektor y

je slozen s méfenych dat z jednotlivych t¥id postupné pod sebou. Datova matice d je tvofena
jednickami v prvnim sloupci a dale mé tseky jednicek na mistech odpovidajicich jednotlivym
t¥idam.

ANOVA s dvojnym tiidénim

Pii tloze ANOVA s dvojnym t¥idénim uvazujeme dva faktory. Zdrojem dat je matice X s n
fadky (tFidami 2. faktoru) a s a sloupci (t¥idami 1. faktoru).

Zakladni model pro jeden datovy bod je

xij:u+aj+bi+eij

kde a; se méni po sloupcich (v kazdé sloupci je stejné) a b; se méni po fadcich (v kazdém
fadku je stejné). a; tedy modeluje riznost t¥id 1. faktoru (sloupct) a b; riiznost t¥id 2. faktoru
(Fadkit).

Sefadime-li opét matici X do sloupce jako v (56) a pouzijeme-li stejného piikladu, dostaneme

T11 11001000 €11
T921 1100 0100 €921
a1 11000010/ [p] €1
T41 1100 00 01 aq €41
T12 10101000 as €12
T2 10100100 as €22
T32 N 1 0100010 b1 * €32 (57)
T 42 101 000O0O01 by €42
13 10011000 bs €13
a3 10010100]|/[by] €23
33 10010010 €33
L T43 | L 10010001 i | €43 |
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to je opét regresni model = df s parametry 0 = [y, a,--- ,b,- -]

Regresi testujeme F-testem. Je-li p, — 0 je regrese vhodné, koef. nejsou blizko 0 a tedy
faktory maji vliv. V opacném ptipadé nemaji.
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13 Dodatky k pravdépodobnosti

13.1 o-algebra a borelovské pole
o-algebra

Jevové pole jsme definovali jako mnozinu vSech jevi, tj. mnozinu vSech podmnozin zékladniho
prostoru. Ve skutecnosti ale nemusime pracovat s mnozinou vSech jevi. Staci uvazovat jen
urcitou podmnozinu jevi, kterd ale musi spliiovat pozadavky na o-algebru.

Priklad

Uvazujme pokus hod kostkou. Zakladni prostor tohoto pokusu je Q, = {1,2,3,4,5,6}.
Jestlize se rozhodneme pouzit kostku pro generovani vysledki pokusu hod minci, mizeme na-
priklad definovat vysledky jako sudé a liché (oznacime 1 a 2). Zakladni prostor nového pokusu
bude Q = {1,2} a prostor vech jevi A = {0, {1},{2},Q}. Prostor jevii A je podmnoZinou
prostoru jevi Ay spojeného s puvodni ulohou o kostce.

o—algebra jevi

Neprazdnou mnozinu jeva S C €2 nazveme o—algebrou, jestlize plati:

1. jestlize J € S pak také J' € S,
2. jestlize J; € Sproi=1,2,.-- pak také U2, J; € S

Vyklad definice

Uvedena definice 7ika, ze aby mnozina jevii byla o-algebrou, a tedy mohla byt povazovana
za jevové pole néjakého nahodného pokusu, musi byt uzaviend na dopliiky a (spocetné)
sjednoceni.

Priklad

Ovérime vlastnost uzavienosti o-algebry pro jevové pole koruny, kterou jsme obdrzeli z
kostky. Nejdiive ovéiime dopliky: O = Q, 1’ = 2, 2/ = 1, ' = (). Dale ovéfime sjedno-
ceni dvojice jevi: U1 =1,0U2=2,0UQ=Q,1U2=0Q,1UQ=0Q,200 = Q.
Pokra¢ujeme trojicemi: U1U2=Q, 0UlUQ =Q, 0U2UQ =Q, 1U2UQ = Q. A nakonec
PUTU2UQ = Q. Vsechny vysledky patti do A, a tedy A je o-algebra.

Diisledek definice

Ze skutecnosti, Zze o-algebra je uzaviena na dopliky a sjednoceni plyne, Ze je také uzaviena
na pruniky.

Toto tvrzeni dokdzeme pro dvojice jevu: Jestlize Jy,.Jo € S, pak také J{,Jé € S. Potom
(J;UJy) =JiNJy €5 - jak jsme chtéli dokazat.
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o-algebra generovana jevem

Jestlize je dan zakladni prostor €2 a jeho podmnozina (jev) J, pak mnozina jevi

{0, g, J, Q}

se nazyva o-algebra generovana jevem .J.
Tato mnoZzina mé skuteéné vlastnosti o-algebry - ovéite.®
Poznédmka

Pojem o-algebry generované jevem lze roz§itit na pojem o-algebry generované vice jevy.
Situaci budeme ilustrovat na piikladé pro dva jevy.

Priklad
Uvazujme zakladni prostor 2 = {a,b,c,d} . Napiste o-algebru generovanou jevy {a} a a,b.

Tato o-algebra bude

S ={0,{a},{a,b},{b,c,d}, {c,d}, {a,c,d},{b},Q}

Ovéite ze podminky pro o-algebru jsou splnény a srovnejte mnozinu S s mnozinou vSech
podmnozin zakladniho prostoru 2. Ovéite také, ze mnozina S je uzaviena rovnéz na pruniky.

Borelovské pole na realné ose

Borelovské pole na redlné ose je nejmensi o-algebra intervalii na redlné ose, generovana vSemi
intervaly (—oo,a), kde a € R. Prvky borelovského pole nazyvame borelovské mnoziny.

Ukazeme, priklady intervali, které jsou borelovskymi mnozinami.

1. Borelovské pole obsahuje vSechny polo-nekone¢né intervaly (—oo,a), tedy napiiklad
<—OO,5>, <_OO 2> nebo (_007 \/7>

73

2. Obsahuje také dopliiky uvedenych intervali (a,oc), napiiklad (5, 00), (2 oo) nebo

(V7. 00). :

3. Déle musi obsahovat i priniky, tedy napf. intervaly (—oo, b) N (a,o0) = (a,b), coz pro
a < b jsou omezené, zprava uzaviené intervaly.

8Nejdifve ovétime dopliky: (' = Q, J' = (J'), (J') = J, Q' = . Sjednoceni dvojic: PU.J = J, fUJ = J',
PUQ=0Q,JUJ =Q,JUuQ =10, JUQ = Q. Sjednoceni trojic: UJUJ' = Q, QUJUQ =Q, QUJ UQ = Q,
JUJ UQ = Q. CtveFice: 0 UJ U J' UQ = Q. Sledovana mnozina je uzaviena na doplitky a sjednoceni. Je
tedy o-algebrou.
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4. Pomoci limitniho prfechodu lze z pfedchoziho pripadu odvodit, Ze i v§echny jednobodové
intervaly jsou borelovské mnoziny. Napiiklad {5}, % nebo /7 patii do borelovského

realného pole.

5. 7 predchoziho bodu plyne, 7Ze i vSechny oboustranné uzaviené nebo oteviené omezené

intervaly typu (a, b) nebo (a,b) jsou borelovské mnoziny.

Borelovské pole, jak je vidét, je velmi bohaté struktura intervalu. Lze vSak ukazat, Ze je mensi

nez mnozina vsech podmnozin realné osy.

Poznamka

Pojem borelovského pole na redlné ose lze piimocaie rozsifit z redlné osy na prostor R™.
Napfiiklad pro n = 2 (tj. v roving) budeme misto o intervalech (—oo, a) hovofit o ttvarech

(—o0, ) N (—o0,y) a tak déle.

13.2 Exponencialni rozdéleni

Pro exponencialni rozdéleni chceme dokazat P (X >t + s|X >t) = P(X > s), kde t a s jsou

dvé kladna redlna cisla, kterd interpretujeme jako délky ¢asovych tusekaii.

Pravdépodobnost hodnot X mengich nez ¢ je

t
]_ u t
P(th):F(t):/ Lo tdu=1-cF
0

Pravdépodobnost hodnot X vétsich nez t je

Sl

P(X>t)=1—(1—e—%>:e—

Podminéna pravdépodobnosti je podle definice podil sdruzené a marginalni. Sdruzené popi-
suje prunik obou jevi, tedy (¢ + s,00) N (t,00) = (t + s,00) . Vezmeme-li v tivahu konkrétni

tvar pravdépodobnosti, dostaneme

P(X>t+sANX>t) P(X>t+s) e s
(X > 146X >1) PX > 1) PX>1) o}

Tim je uvedena vlastnost exponencialniho rozdéleni dokézana.

13.3 Odvozeni vztahti pro operatorovy pocet

Odvozeni provedeme pro spojitou ndhodnou veli¢inu. Pro diskrétni veli¢inu je odvozeni stejné,

jen integral se nahradi sumaci.
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10.

. Ela] = ffooo af (z)dr = affooo f(x)dx = a, protoze integral pies cely obor hustoty

pravdépodobnosti je vzdy 0.

CEla+X] = [T (a+2z) f(z)de = [ _af (x)de+ [7_xf (z)dz = a+ E[X], kde

prvni Gprava v poslednim kroku je podle vztahu 1. a druha podle definice.

ElaX]= [Z_ axf(z)de=a [~ af(z)dr =aE[X],

px+y] = [ [T wrnfenday= [ [ s ) dedy -

:/Z/fo(x,y)dxdy-l—/Z/ny(%y)dxdy:
:/_sz@)dﬁ/_ny<y>dy=E[X}+E[Y1

plyne z 1. a 2.

. Dla]=E[(a—FE [a})z} =E [(a— a)z} = 0, pii upravé jsme vyuzili vztah 1.

Dja+X]=E[(a+X -Fla+ X))’ ] =E[(a+ X —a— E[X])’] =

= E[(X - B[X])*] = D[x],

D[aX]=E [(aX — E[aX])?] = E [(aX —aE [X))’] = E[a*(X — E[X])?] =

= d’E [(X — E[X])’] =a*D[X]

DIX+Y]|=E[(X+Y-EX+Y)) | =E[(X-EX]|+Y -E[Y))?’] =
E[(X-EX) ] +2E[(X -EX)(Y -EY)+E[(Y -E[Y)?]] =

D[X]+2C[X,Y]+D]Y]

V piipadé, kdy X a Y jsou nezavislé, jsou také nekorelované a plati C'[X,Y] = 0.
Potom plati
DIX+Y]=D[X]+D[Y].

Plyne z 6. a 9.
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13.4 Numerické hledani korene nelinearni rovnice

Hledame FeSeni rovnice f () = 0. Najdeme (nékde blizko kolem pfedpokladaného feseni) dva
body z1 a x5 tak, aby f(z1) a f(22) mély rizna znaménka. Oznacime f; = abs (f (x1)) a
fo = abs(f (x2)). Body [z1, f (z1)]a [xe, f (22)] spojime piimkou. Pro z-ovou soufadnici x

pruseciku s touto primkou plati
_ J12 + faxy

Ji+ fa
Spoc¢teme f (z) a jestlize je kladné, pak polozime xo = z je-li f(x2) > 0 nebo z; = x
je-li f(x9) < 0. To opakujeme tak dlouho, dokud f (z) neni dostatetné malé (tieba 107°).
Resenim je posledni bod z.

13.5 Poisson jako limita binomického

Binomické: ( )p (1-— p)”_k. Poisson je limita pro n — oo pii A = np = const. — p = %

n—=k
fpzllme;Zlimn(n_l)m(n_kJrl) (i)k(l_é> —

n—oco k! n k

O R e VP A" AN Mo e
= Jm nk ) U g bogge b=y

13.6 Gama a beta funkce

Gama funkce

Plati: I' (x + 1) = 2T (z) .
Proz =n celé je: T'(n+ 1) =n!,

V Matlabu: GAMMA(X)

Beta funkce

L)l (y)

B(fv,y)z/o p (1 —p)dt = T ty)

V Matlabu: BETA(X,Y)
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13.7 Doplnéni na ¢tverec

Pro skalarni veli¢inu
b b\?> b\?> b \> b2
ar®+2bry+cy® = a <£E2 +2—xy + (—) y? — (—) y2> +ey? =a (as + —y) + (c — —) y°
a a a a a

Pro vektorovou veliéinu

X'AX +2X'BY +Y'CY =
= X'AX +2X'AAT'BY +Y'B' (A))"  AAT'BY —Y'B'AT'BY +Y'CY =
(X +A7'BY) A(X +A7'BY) +Y'(C - BA7'B)Y

Pozn.: A je symetrické, proto (A’)_1 = AL

13.8 Dvourozmérné normalni rozdéleni
Gauss 1 (s nulovou st¥edni hodnotou)

f(z) =k.exp {—%aaﬂ} ,

kde k = \/2;? aa =2 (ale to je ted jedno)

Gauss 2 (s nulovou st¥edni hodnotou)

!
x a b I 2
{y} {b C]{y}—ax + 2bxy + cy

matice uprostied je inverze kovarian¢ni matice.

Hustota

Kvadratickéd forma

1
f(z,y) = K.exp {—5 (ax2 + 2bxy + cyQ)}

Zavorku v exponentu doplnime na ¢tverec v x (viz 58) a dostaneme
(e 0) + (-5) 7
al\lrz+-y| +lc—— |y =
a a
b\’ 1 b
a(w—i——y) }.KQQXP{—— (c——) yQ}
a 2 a
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1
= Kl exXp {—5




Prvni hp zavisi jek na x, tak na y. Je to podminénéa hp pro x s podminkou y. Druha zavisi
jen na y a je to marginalni hp.
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14 Dodatky ke statistice

14.1 Odvozeni vzorci pro koeficienty regresni primky

Pro naméfena data x = [r1, 29, -+ , &, 2y = [y1, Y2, -+ ,Yn] chceme minimalizovat kriterium
n
-1 _
J=— E e} = e,
n“
=1

kde e; = y; — by — bix; - vyjadiené z modelu regresni analyzy.

POozZNAMKA

Je pravda, zZe jako kriterium pro konstrukei regresni piimky jsme zavedli kriterium J jako
soucet kvadrati rezidui. Tady pouzijeme modifikované kriterium J ve tvaru priméru z rezi-
dui. Je to z diivodu prehlednéjsiho znaceni a na poloze minima to nic neméni.

Odvozeni za¢neme tim, 7e dosadime do kriteria za e;, umocnime a upravime (budeme p¥itom
pouzivat operatorovy pocet pro stiedni hodnotu ve vybérovém tvaru - tedy pro z).

J=(y—by— b1$)2 = y% + b2 + b3x? — 2yby — 2yb1x + 2bgbyx =

= 42 + b2 + bx? — 2by7 — 20,7 + 2bobi T

PozZNAMKA

Pti této apravé je tieba si uvédomit, ze posloupnosti, pres které stiedujeme jsou pouze x a y.
Koeficienty boa by jsou konstanty. Plati tedy nap¥. by = by nebo byy = b1 7. Porovnejte s vzorci
pro operatorovy pocet se stiedni hodnotou. Roli ndhodnych veli¢in zde hraji navzorkovana
data - vybéry, konstanty jsou stejné.

Pokracujeme v tpravé kriteria. Chceme kriterium minimalizovat. Jedna z moznosti, jak po-
stupovat u kvadratické funkce (kterou nase kriterium je), je doplnit ji na tplny Ctverec.
Protoze nage kriterium je funkei dvou proménnych (by a by), za¢neme postupné. Jako prvni
vezmeme proménnou bg.

J =02 —2bg (7 — %) + (5 — b17)° — (§ — b17)° + 12 + b2a? — 20,77 =
= (b — [ — \@|)* — 2 + 2017y — b2T% + 12 + 2?2 — 20,7y =
1 1

= (by — [j — 7)) + B32% — B2T% — 20,7y + 2017 + 12 — J° =
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= (bo — [§ — b1Z])” + bis2 — 2b1 84y + 52

V predchozich fadcich jsme doplnili na ¢tverec ¢leny, které obsahovali by a urovnali to, co
zbylo. P¥itom jsme pouzili vzorec pro vypocetni tvar rozptylu a kovariance (D (X) = E (X 2)—
E(X)” = 2 =22 — 22 atd.)

Kriterium J jsme zatim upravili do tvaru, ve kterém se by vyskytuje jen v kvadratickém

¢lenu. Zbytek kriteria jeho volbou ovlivnit nemizZeme a nejmensi hodnota kvadratu je nula.
Tu dostaneme pro volbu

bo =7 — biZ. (59)
Tim jsme provedli prvni ¢ast minimalizace podle by. Kvadrat ,zmizi” a muzeme pokracovat
v minimalizaci podle b;.

2 2
T Sz Sz Sz
= s — 2bys,, + 8= <b§ oy (S—;) _ (S_;) ) rod

xT

2 Szy ? 2 <Sxy)2
= Sx bl — 8_2 + Sy _

T

A jsme opét ve stejné situaci. b; se objevuje jen pod kvadratem, ktery jeho volbou

by = 2 (60)

2
SI
miizeme minimalizovat. Hodnota kriteria J po minimalizaci je
2

j o (Say) ‘

2
Sz

Vztahy (59) a (60) odpovidaji tém, které jsme uvedli v kapitole o regresni analyze.

14.2 Obecny vzorec pro regresni koeficienty
Tento vzorec ma tvar

b= (X'X)"' XY (61)

kde pro pripad zakladni statistické linearni regrese s jednou vysvétlujici proménnou (tj. pro
model y = by + byz) a N méfeni je

1 I U
X — 1 ) 7 Y — .y2
1 N YN
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Dosadime do jednotlivych ¢asti vzorce (61). Nejdiive do vyrazu v mimo inverzi

Y1
yy—| b 1 o1 v | | 22U
T Ty o Iy > Ty
Yn
a pak v inverzi
1 T
X'X — 11 - 1 I N Yu
- xl x2 ... xN PR .« .. - Za’/’l Zx?
1 N

Inverze je

R

Cely vyraz

b= {Zi } :Nfol—(in) { —Zgii —%wz} [gngyz } -

= 1 {Zﬂf%Zyz—szszyz}
NY 22— (X)) | N2y — 2>y

Druhy ¢len

by — NY @y — > Yy _ N Tl — 2Ty 2 Yi _ Sy
NY a2 — (X )’ LS a2 — (F @) S

Prvni ¢len (ode¢teme a zase pricteme Elen + > @ > @ > y;)

bo :
N i —(Cm)

- vhodné rozdélime - - -

_ ZI?Z%—%Z%Z%Zyﬂr%Z@nyZyz—szszyz _

_ DT Y N 2T D Ty Y N DT W DY — DTy LY _

NY a2 = (Cm) NY a? = (Cm)
- vytkneme - - -
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_ %Eyl(NZw?_Z%Z%) n %Z%(Z%Zyz—Nszyz)
NY a2 — (3 ) NY a2 = (Y )

-+« prvni ¢len zkratime, v ruhém se objevi by - - -

(3 2oy 2 Ui — w 2 Tili)
rra— (X))
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15 Vzorce

Statistiky pro intervalové odhady a testy hypotéz

NORMALNi ROZDELEN

Odhadltest 11, (a2 zname), rozdsleni N(0; 1)

Interval spolehlivosti Test hypotézy Vzorce
_-, 0 _x-H colen o
u—xiﬁ.zaﬂ h— e \/; X_nZi:IX’
Odhad/test |1, (0% nezname), rozdéleni St(n - 1)
Interval spolehlivosti Test hypotézy Vzorce
H:f*’it h:i_u,ﬁ g2 = 1 zn (X._)?)z
S s n-1 2=l
Odhad/test o2, (i zname), rozdéleni Chi’(n)
Interval spolehlivosti Test hypotézy Vzorce
2 2 2 2 _len 2
n50 g2 < 712.s0 h:% S _;Z,:l(x[—p)
Xq /2 Xi-a /2 o
Odhad/test ¢?, (U nezname), rozdéleni Chiz(n - 1)
Interval spolehlivosti Test hypotézy
(n—l).s2 (n—l).s2 (n—l).s2
<ol< h=———
2 2 o?
Xa /2 X 1-a/2
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Odhad/test p-l2, (04%= 0,2 nezname), rozdéleni St(nl +n, —2)

Interval spolehlivosti Test hypotézy Vzorce
o 11 ¥ - % — (K- 1) ny —1)S2 +(n, —1)52
I'll_lflzle_xziSP n7+n7'tq/2 h= | N SP: ( 1 ) 1 ( 2 ) 2
1 2 sp + \ ny + ny — 2
oo

Odhad/test -2, (0127 022 nezname), rozdéleni St(V)

Interval spolehlivosti Test hypotézy Vzorce
“Hy =X — X, K +K, ¢ X=Xy ~{H —H2 s?
Hi—Hy =X 7 X 1 T8 lap h= ( ) B (K1+K2)2 K =2
VK + Ky Ve—b 75 n
K, + K, S22
n—-1 n,—1 K, =—
1 2 2 1y
Odhad/test A= p-l,, (042 022 nezname), parové vybéry, rozdéleni St(n - 1)
Interval spolehlivosti Test hypotézy Vzorce
.5 D-A Dy=X;— Xy,
A:DiTD'tG/Z h= g \/; i 1,11 2j
n D 2 _ n =y 2
Sh= n_lzizl D; D)
ALTERNATIVNI ROZDELENI
Odhad/test 1, rozdéleni N(O, 1)
Interval spolehlivosti Test hypotézy Vzorce
_ - n
m=p% pl-p Zgp h= pi\/; p= -1 (11 je pot. klad. vysl.)
n m{1-n) n

Odhad/test m-1;, rozdéleni N(O, 1)
Interval spolehlivosti Test hypotézy Vzorce

p1(1—p1)+p2(1—p2) hzipl P Pp = f?(l—f)); ﬁ:7n1p1+n2p2

T =p—ps i\/ -Zg )2 n +n
n n / Py L b
\Iny ny
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REGRESNi ANALYZA

Odhad 1/ test B1=0, rozdéleni St[n —2)
Interval spolehlivosti

B,=b %

Odhad E[Y], rozdgleni St(n~2)

Se

F‘ta/z

Interval spolehlivosti

Odhad Y, rozdleni St(n-2)

Interval spolehlivosti

Test p=0, rozdéleni St(n—z]

KORELACGNI ANALYZA

Test hypotézy

h=

\n=2

1-72

Test hypotézy

:ﬁ@
Se

Vzorce
n =)\ 2 N = 5
Sxx:zizl(Xi _X) ’ S-W_zz':l(Xi _X)[K_Y)’
N 1 12 1
— 2 _ n _ —
y—bo +b1.Xp, Se_n_2zi:1(yi yl) _n—ZSR
Vzorce: (smérmnice) (abs. ¢len) (vyb. korelaéni koef.)
S o S,
blzﬁ, b():Y_le, r:#
Sxx SXX'SJ’,V
Vzorce: (korelaéni koef.)  (kovariance)
_ cov( X, Y)

pXY_\D[X]'D[Y] ' COV(X’Y):d(X_E[X])'(Y_E[Y])]
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16 Tabulky

Pravdépodobnost vievo pro N(0;1) tj. P(Z<z)

z I 0 0,01 0,02 0,03 0,04 0,05 0,06 0,07 0,08 0,09
0,500 0,504 0,508 0,512 0,516 0,520 0,524 0,528 0,532 0,536

0,1 0,540 0,544 0,548 0,552 0,556 0,560 0,564 0,567 0,571 0,575
0, 0,579 0,583 0,587 0,591 0,595 0,599 0,603 0,606 0,610 0,614
0, 0,618 0,622 0,626 0,629 0,633 0,637 0,641 0,644 0,648 0,652
0, 0,655 0,659 0,663 0,666 0,670 0,674 0,677 0,681 0,684 0,688
0, 0,691 0,695 0,698 0,702 0,705 0,709 0,712 0,716 0,719 0,722
0, 0,726 0,729 0,732 0,736 0,739 0,742 0,745 0,749 0,752 0,755
0,7 0,758 0,761 0,764 0,767 0,770 0,773 0,776 0,779 0,782 0,785
0, 0,788 0,791 0,794 0,797 0,800 0,802 0,805 0,808 0,811 0,813
0, 0,816 0,819 0,821 0,824 0,826 0,829 0,831 0,834 0,836 0,839
1 0,841 0,844 0,846 0,848 0,851 0,853 0,855 0,858 0,860 0,862
1,1 0,864 0,867 0,869 0,871 0,873 0,875 0,877 0,879 0,881 0,883
1, 0,885 0,887 0,889 0,891 0,893 0,894 0,896 0,898 0,900 0,901
1, 0,903 0,905 0,907 0,908 0,910 0,911 0,913 0,915 0,916 0,918
1, 0,919 0,921 0,922 0,924 0,925 0,926 0,928 0,929 0,931 0,932
1, 0,933 0,934 0,936 0,937 0,938 0,939 0,941 0,942 0,943 0,944
1, 0,945 0,946 0,947 0,948 0,949 0,951 0,952 0,953 0,954 0,954
1, 0,955 0,956 0,957 0,958 0,959 0,960 0,961 0,962 0,962 0,963
1, 0,964 0,965 0,966 0,966 0,967 0,968 0,969 0,969 0,970 0,971
1, 0,971 0,972 0,973 0,973 0,974 0,974 0,975 0,976 0,976 0,977
0,977 0,978 0,978 0,979 0,979 0,980 0,980 0,981 0,981 0,982

21 0,982 0,983 0,983 0,983 0,984 0,984 0,985 0,985 0,985 0,986
2, 0,986 0,986 0,987 0,987 0,987 0,988 0,988 0,988 0,989 0,989
2, 0,989 0,990 0,990 0,990 0,990 0,991 0,991 0,991 0,991 0,992
2, 0,992 0,992 0,992 0,992 0,993 0,993 0,993 0,993 0,993 0,994
2, 0,994 0,994 0,994 0,994 0,994 0,995 0,995 0,995 0,995 0,995
2, 0,995 0,995 0,996 0,996 0,996 0,996 0,996 0,996 0,996 0,996
2, 0,997 0,997 0,997 0,997 0,997 0,997 0,997 0,997 0,997 0,997
2, 0,997 0,998 0,998 0,998 0,998 0,998 0,998 0,998 0,998 0,998
2, 0,998 0,998 0,998 0,998 0,998 0,998 0,998 0,999 0,999 0,999
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Krit. hodnoty St(n) tj. takové t, ze P(T>t)=alfa

n / alfa I 0,2 0,1 0,05 0,025 0,01 0,005 0,0025 0,001
1,376 3,078 6,314 12,706 31,821 63,657 127,321 318,309
1,061 1,886 2,920 4,303 6,965 9,925 14,089 22,327
0,978 1,638 2,353 3,182 4,541 5,841 7,453 10,215
0,941 1,533 2,132 2,776 3,747 4,604 5,598 7,173
0,920 1,476 2,015 2,571 3,365 4,032 4,773 5,893
0,906 1,440 1,943 2,447 3,143 3,707 4,317 5,208
0,896 1,415 1,895 2,365 2,998 3,499 4,029 4,785
0,889 1,397 1,860 2,306 2,896 3,355 3,833 4,501
0,883 1,383 1,833 2,262 2,821 3,250 3,690 4,297
0,879 1,372 1,812 2,228 2,764 3,169 3,581 4,144
0,876 1,363 1,796 2,201 2,718 3,106 3,497 4,025
0,873 1,356 1,782 2,179 2,681 3,055 3,428 3,930
0,870 1,350 1,771 2,160 2,650 3,012 3,372 3,852
0,868 1,345 1,761 2,145 2,624 2,977 3,326 3,787
0,866 1,341 1,753 2,131 2,602 2,947 3,286 3,733
0,865 1,337 1,746 2,120 2,583 2,921 3,252 3,686
0,863 1,333 1,740 2,110 2,567 2,898 3,222 3,646
0,862 1,330 1,734 2,101 2,552 2,878 3,197 3,610
0,861 1,328 1,729 2,093 2,539 2,861 3,174 3,579
0,860 1,325 1,725 2,086 2,528 2,845 3,153 3,552
0,859 1,323 1,721 2,080 2,518 2,831 3,135 3,527
0,858 1,321 1,717 2,074 2,508 2,819 3,119 3,505
0,858 1,319 1,714 2,069 2,500 2,807 3,104 3,485
0,857 1,318 1,711 2,064 2,492 2,797 3,091 3,467
0,856 1,316 1,708 2,060 2,485 2,787 3,078 3,450
0,856 1,315 1,706 2,056 2,479 2,779 3,067 3,435
0,855 1,314 1,703 2,052 2,473 2,771 3,057 3,421
0,855 1,313 1,701 2,048 2,467 2,763 3,047 3,408
0,854 1,311 1,699 2,045 2,462 2,756 3,038 3,396
0,854 1,310 1,697 2,042 2,457 2,750 3,030 3,385
0,851 1,303 1,684 2,021 2,423 2,704 2,971 3,307
0,849 1,299 1,676 2,009 2,403 2,678 2,937 3,261
0,848 1,296 1,671 2,000 2,390 2,660 2,915 3,232
N R4A 1202 1 AR4 1 90N 2 74 2 RRQ 2 RR7 210K
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Krit. hodnoty Chi2(n) tj. takové t, ze P(T>t)=alfa

n / alfa | 0,995 0,99 0,975 0,95 0,05 0,025 0,01 0,005
0,000 0,000 0,001 0,004 3,841 5,024 6,635 7,879
0,010 0,020 0,051 0,103 5,991 7,378 9,210 10,597
0,072 0,115 0,216 0,352 7,815 9,348 11,345 12,838
0,207 0,297 0,484 0,711 9,488 11,143 13,277 14,860
0,412 0,554 0,831 1,145 11,070 12,833 15,086 16,750
0,676 0,872 1,237 1,635 12,592 14,449 16,812 18,548
0,989 1,239 1,690 2,167 14,067 16,013 18,475 20,278
1,344 1,646 2,180 2,733 15,507 17,535 20,090 21,955
1,735 2,088 2,700 3,325 16,919 19,023 21,666 23,589
2,156 2,558 3,247 3,940 18,307 20,483 23,209 25,188
2,603 3,053 3,816 4,575 19,675 21,920 24,725 26,757
3,074 3,571 4,404 5,226 21,026 23,337 26,217 28,300
3,565 4,107 5,009 5,892 22,362 24,736 27,688 29,819
4,075 4,660 5,629 6,571 23,685 26,119 29,141 31,319
4,601 5,229 6,262 7,261 24,996 27,488 30,578 32,801
5,142 5,812 6,908 7,962 26,296 28,845 32,000 34,267
5,697 6,408 7,564 8,672 27,587 30,191 33,409 35,718
6,265 7,015 8,231 9,390 28,869 31,526 34,805 37,156
6,844 7,633 8,907 10,117 30,144 32,852 36,191 38,582
7,434 8,260 9,591 10,851 31,410 34,170 37,566 39,997
8,034 8,897 10,283 11,591 32,671 35,479 38,932 41,401
8,643 9,542 10,982 12,338 33,924 36,781 40,289 42,796

9,260 10,196 11,689 13,091 35,172 38,076 41,638 44,181
9,886 10,856 12,401 13,848 36,415 39,364 42,980 45,559
10,520 11,5624 13,120 14,611 37,652 40,646 44,314 46,928
11,160 12,198 13,844 15,379 38,885 41,923 45,642 48,290
11,808 12,879 14,573 16,151 40,113 43,195 46,963 49,645
12,461 13,565 15,308 16,928 41,337 44,461 48,278 50,993
13,121 14,256 16,047 17,708 42,557 45,722 49,588 52,336

pokracovani v dal$i tabulce
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Krit. hodnoty Chi2(n) tj. takové t, ze P(T>t)=alfa

pokracovani

n / alfa | 0,995 0,99 0,975 0,95 0,05 0,025 0,01 0,005
13,787 14,953 16,791 18,493 43,773 46,979 50,892 53,672
14,458 15,655 17,539 19,281 44,985 48,232 52,191 55,003
15,134 16,362 18,291 20,072 46,194 49,480 53,486 56,328
15,815 17,074 19,047 20,867 47,400 50,725 54,776 57,648
16,501 17,789 19,806 21,664 48,602 51,966 56,061 58,964
17,192 18,509 20,569 22,465 49,802 53,203 57,342 60,275
17,887 19,233 21,336 23,269 50,998 54,437 58,619 61,581
18,586 19,960 22,106 24,075 52,192 55,668 59,893 62,883
19,289 20,691 22,878 24,884 53,384 56,896 61,162 64,181
19,996 21,426 23,654 25,695 54,572 58,120 62,428 65,476

20,707 22,164 24,433 26,509 55,758 59,342 63,691 66,766
21,421 22,906 25,215 27,326 56,942 60,561 64,950 68,053
22,138 23,650 25,999 28,144 58,124 61,777 66,206 69,336
22,859 24,398 26,785 28,965 59,304 62,990 67,459 70,616
23,584 25,148 27,575 29,787 60,481 64,201 68,710 71,893
24,311 25,901 28,366 30,612 61,656 65,410 69,957 73,166
27,991 29,707 32,357 34,764 67,505 71,420 76,154 79,490
31,735 33,570 36,398 38,958 73,311 77,380 82,292 85,749

35,534 37,485 40,482 43,188 79,082 83,298 88,379 91,952
39,383 41,444 44,603 47,450 84,821 89,177 94,422 98,105
43,275 45,442 48,758 51,739 90,531 95,023 100,425 104,215
47,206 49,475 52,942 56,054 96,217 100,839 106,393 110,286
51,172 53,540 57,1563 60,391 101,879 106,629 112,329 116,321
55,170 57,634 61,389 64,749 107,522 112,393 118,236 122,325
59,196 61,754 65,647 69,126 113,145 118,136 124,116 128,299
63,250 65,898 69,925 73,520 118,752 123,858 129,973 134,247
67,328 70,065 74,222 77,929 124,342 129,561 135,807 140,169
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Krit. hodnoty F(m;n) pro alfa=0.05 tj. takové z, ze P(Z>z)=0.05

n/ml| 1 2 3 4 5 6 7 8 9 10
1 161,448 199,500 215,707 224,583 230,162 233,986 236,768 238,883 240,543 241,882
18,513 19,000 19,164 19,247 19,296 19,330 19,353 19,371 19,385 19,396
10,128 9,552 9,277 9,117 9,013 8,941 8,887 8,845 8,812 8,786
7,709 6,944 6,591 6,388 6,256 6,163 6,094 6,041 5,999 5,964

6,608 5,786 5,409 5,192 5,050 4,950 4,876 4,818 4772 4,735

5,987 5,143 4,757 4,534 4,387 4,284 4,207 4,147 4,099 4,060

5,591 4,737 4,347 4,120 3,972 3,866 3,787 3,726 3,677 3,637

5,318 4,459 4,066 3,838 3,687 3,581 3,500 3,438 3,388 3,347

5117 4,256 3,863 3,633 3,482 3,374 3,293 3,230 3,179 3,137

1 4,965 4,103 3,708 3,478 3,326 3,217 3,135 3,072 3,020 2,978

Krit. hodnoty F(m;n) pro alfa=0.025 tj. takové z, ze P(Z>z)=0.025

n/ml| 1 2 3 4 5 6 7 8 9 10
1| 647,789 799,500 864,163 899,583 921,848 937,111 948217 956,656 963,285 968,627
38,506 39,000 39,165 39,248 39,298 39,331 39,355 39,373 39,387 39,398
17,443 16,044 15,439 15,101 14,885 14,735 14,624 14,540 14,473 14,419
12,218 10,649 9,979 9,605 9,364 91197 9074 8980 8905 8844
10,007 8,434 7,764 7,388 7,146 6,978 6,853 6,757 6,681 6,619
8,813 7,260 6,599 6,227 5,988 5,820 5,695 5,600 5,523 5,461
8,073 6,542 5,890 5,523 5,285 5,119 4,995 4,899 4,823 4,761

7571 6,059 5416 5053 4,817 4652 4529 4433 4357 4295
7,209 5,715 5,078 4,718 4,484 4,320 4,197 4,102 4,026 3,964

1 6,937 5,456 4,826 4,468 4,236 4,072 3,950 3,855 3,779 3,717
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